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            초록
          
        

        
          With the advancement of autonomous driving systems, achieving smoother interactions between autonomous and non-autonomous vehicles have become increasingly crucial. This can be achieved by inferring the driving characteristics of adjacent vehicles and incorporating them into the decision-making processes. Recently, the use of vehicle-to- infrastructure (V2I) has increased, enabling roadside units (RSUs) to collect driving information. This study proposes a model to infer driving characteristics by using trajectory data gathered through RSUs. Specifically, the inference model is based on Extended Long Short-Term Memory (xLSTM), and considers a driving environment with observational noise that may occur during the sensing process. Simulation results show that the proposed model outperformed traditional vehicle-based data collection method in complex environments, achieving accuracy. Furthermore, the RSU-driven approach demonstrates robust performance amid the presence of sensing noise and real-world driving datasets, thus highlighting its practicality.
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      1. 서 론
      인공지능 기술의 급격한 발전과 함께 자율주행 기술에 대한 연구가 빠르게 진행되고 있다.1-3) 완전 자율주행을 실현하기 위해서는 자율 주행 자동차와 주변 차량 간 원활한 상호작용이 필수적이지만,4,5) 현재 자율주행 시스템은 인접 운전자의 성향 및 행동 패턴을 명시적으로 고려하지 않는다는 어려움을 가진다. 특히 차선 변경이나 차량 밀집도가 높은 상황에서는 운전 성향에 따른 차량의 행동 패턴이 주변 차량의 주행에 직접적인 영향을 미칠 수 있다. 따라서 자율 주행 자동차가 인접 차량의 운전 성향을 파악하고 주행 전략을 조정함으로써, 보다 원활한 상호작용과 유연한 주행 환경을 조성하는 것이 중요하다.6-9)

      최근 차량의 운전 성향을 파악하는 데 차량-인프라 간 통신(Vehicle-to-Infrastructure; V2I) 기술을 활용하는 방법론이 주목받고 있다.10,11) V2I 기술은 도로에 설치된 노변 장치(Roadside units; RSUs)와 같은 인프라를 활용하여 차량과 도로 간 실시간 정보 교환을 가능하게 한다. 또한, RSU 간 정보 공유를 통해 거리의 제한 없이 장기적인 주행 정보를 수집할 수 있어 자율주행 기술의 핵심 요소로 고려된다.12,13) 이러한 특성으로 인해 차량의 센서 모듈만으로 주행 정보를 수집하는 방법에 비해 더 많은 정보를 제공할 수 있으며, 이에 따라 V2I 기술을 활용하여 차량의 운전 성향을 추론하는 연구가 활발히 수행되고 있다.10,11)

      V2I 기술을 활용하는 대부분의 연구는 RSU를 통해 수집된 정보가 완벽하다고 가정한다.13,14) 그러나 실제 환경은 이상적인 조건을 만족하기 어려우며, RSU의 센싱 과정에서 오류가 발생해 관측 데이터에 노이즈가 포함될 가능성이 있다.15) 따라서 V2I 기술을 활용한 운전 성향 추론 시스템의 설계 시 노이즈에 대한 강건성을 충분히 고려하지 않는다면, 성능 저하가 발생할 수 있으며 실제 환경의 적용에 어려움이 있을 수 있다. 따라서 추론 모델을 설계하는 과정에서 노이즈가 포함된 정보를 다룸으로써 노이즈에 강건한 운전 성향 추론 모델을 설계해야 한다.

      센싱 노이즈를 고려하는 환경에서 주행하는 차량의 운전 성향을 추론하는 경우, 차량의 주행 정보를 연속적으로 다룰 수 있는 궤적 데이터(Trajectory data)를 고려하는 방법론이 중요한 역할을 할 수 있다.16,17) 궤적 데이터는 시간에 따른 차량의 행동 변화를 포함할 수 있어 단일 시점 데이터에 비해 운전자의 주행 패턴이나 의도를 파악하는 데 더욱 유용하다. 이러한 정보를 활용하는 경우 차량 간 상호작용을 정확히 파악할 수 있으며, V2I 기술을 결합함으로써 차량의 운전 성향을 보다 명확하게 추론할 수 있다.

      이러한 궤적 데이터는 일반적인 인공 신경망이 아닌 시계열 기반 신경망을 활용하는 것이 효과적이다. 예를 들어, 추론 모델의 설계 시 어텐션 메커니즘 기반의 Transformer18)나 순환 신경망 계열의 Long short-term memory(LSTM)19)를 활용할 수 있다.20-23) 최근에는 Transformer와 LSTM의 데이터 처리 방식을 결합한 Extended LSTM(xLSTM)24)이 제안되었다. xLSTM은 입력 데이터를 병렬적으로 처리할 수 있어 궤적 데이터 내 복잡한 패턴과 관계를 파악하는 데 유리하다.25,26) 이는 노이즈가 포함된 복잡한 주행 데이터에서도 주요 특징을 효과적으로 파악할 수 있음을 의미하므로, 운전 성향 추론 모델의 설계 시 xLSTM을 활용하는 것은 적절한 접근법일 수 있다.

      본 연구는 RSU를 활용하여 차량의 주행 정보를 수집하고, 이를 기반으로 운전 성향을 추론하는 모델을 구축하는 것을 목표로 한다. 이를 위해 궤적 데이터 기반의 관측 정보를 정의하고, xLSTM을 활용하여 추론 모델을 설계한다. 이때 센싱 과정에서 발생가능한 노이즈를 고려하여 제안하는 시스템의 노이즈 강건성을 입증하며, 실제 도로에서 수집된 주행 데이터셋27)을 활용하여 추론 모델의 성능을 분석하고 평가한다. 이를 위해 데이터 수집 방식에 따른 성능을 평가하고, 학습 모델에 따른 성능을 분석한다.

      본 논문의 주된 기여는 다음과 같다.

      
        	• RSU로부터 수집한 차량의 주행 정보를 활용하여 운전 성향 추론 모델을 설계한다.


        	• xLSTM에 기반한 운전 성향 추론 모델을 설계함으로써 제안하는 시스템의 노이즈 강건성을 입증한다.


        	• 실제 차량 주행 데이터를 활용하여 제안하는 시스템의 실용성을 확인한다.


        	• 제안하는 시스템은 98.74%의 높은 추론 정확도를 달성했으며, 비교 모델 대비 노이즈가 포함된 환경에서 노이즈 강건성이 높음을 실험적으로 확인하였다.


      

      본 논문의 구성은 다음과 같다. 먼저 2장에서 운전 성향 추론에 대한 선행 연구와 xLSTM에 대해 살펴본 후, 3장에서 제안하는 RSU 수집 정보 기반 운전 성향 추론 모델을 소개한다. 이후 4장에서는 시뮬레이션 데이터셋을 활용하여 추론 모델의 노이즈 강건성을 분석하며, 5장에서는 실제 차량 데이터셋을 활용하여 추론 모델의 성능을 분석한다. 마지막으로 6장에서는 향후계획과 함께 결론을 맺는다.

    

    

  
    
      2. 선행연구
      
        2.1 운전 성향 추론에 관한 연구
        초기 운전 성향 추론 연구는 차량 자체의 센서를 통해 얻은 주행 정보를 활용하여 운전자의 운전 성향을 파악하는 데 중점을 두었다.28-31) 예를 들어 Shin 등28)은 차량의 CAN 데이터를 활용한 딥러닝 기반 운전 성향 분류 알고리즘을 제안했으며, 이를 통해 개인화된 주행 모드를 설정할 수 있음을 보였다. 또한 Jeong과 Kee29)는 HCA 및 PCA와 같은 데이터 분석 기법을 활용하여 운전자의 주행 정보에서 핵심 요소를 파악하고, 이를 통해 운전 성향을 분류할 수 있음을 보였다.

        최근에는 원활한 주행을 위해 다른 차량의 운전 성향을 파악하고 이를 반영한 의사결정을 내리는 능력이 중요해지면서, 인접 차량의 운전 성향을 추론하기 위한 방향으로 발전되었다.8,9) 특히 V2I 통신을 적극 활용하여 RSU로부터 수집한 차량의 주행 정보를 바탕으로 운전 성향을 추론하고, 이를 각 자율 주행 자동차에 전달하는 방식으로 연구가 활발히 이루어지고 있다.10,11) 예를 들어, Zhang 등10)은 PCA와 K-means 클러스터링을 통해 고속도로 환경에서 RSU 수집 정보를 활용하여 차량의 운전 성향을 분류할 수 있음을 보였다. 또한, Hu 등11)은 CNN과 Transformer를 결합한 모델을 구축함으로써 고속도로 진입 및 출구 구간에서 수집한 정보를 활용하여 목표 차량의 운전 성향을 추론할 수 있음을 보였다.

        이에 따라, 본 연구에서는 RSU로부터 수집한 차량의 주행 정보를 활용하여 운전 성향을 추론하는 모델을 설계한다. 이때, 차선이 감소하는 도로를 고려함으로써 차량 간 상호작용이 빈번히 발생하는 환경을 반영한다.

      

      
        2.2 궤적 데이터 및 현실성을 반영한 운전 성향 추론 연구
        궤적 데이터는 단일 시점 데이터에 비해 일정 시간 동안의 차량의 행동 변화와 패턴을 파악하는 데 효과적이다. 이에 운전 성향 추론에 궤적 데이터를 활용하는 연구가 활발히 진행되고 있으며,32,33) 이러한 궤적 데이터를 다루기 위해 시계열 기반 모델이 주로 활용되었다.20-23) 예를 들어, Nam과 Kwon21)은 LSTM 기반 운전 성향 추론 모델을 설계하여 운전 성향을 추론할 수 있음을 보였다. 또한 Guo와 Hansen22)은 Transformer 기반 추론 모델을 설계하여 시계열 데이터를 처리함으로써 차량의 운전 성향을 분류할 수 있음을 보였다. 그러나 기존 연구들은 운전 성향 추론에 활용되는 데이터가 완벽하다고 가정하며,13,14,20-23) 실제 주행 환경에서 발생할 수 있는 센싱 노이즈를 고려하지 않는다. 이로 인해 추론 모델을 실제 환경에 적용하는 데 어려움이 있을 수 있다.

        이에 본 연구에서는 기존 연구와 달리 주행 환경에서 발생하는 노이즈를 고려하기 위해 추론 모델의 학습 시 노이즈가 포함된 데이터를 활용함으로써 노이즈 강건성을 확보한다. 또한 실제 차량 주행 데이터셋27)을 활용하여 모델의 실질적인 활용 가능성을 평가한다. 이때, 궤적 데이터를 효과적으로 다루고자 xLSTM 기반 추론 모델을 설계한다.

      

      
        2.3 xLSTM
        xLSTM은 LSTM을 개선한 모델로, 시퀀스 입력 정보를 효율적으로 처리할 수 있도록 설계되었다. 기존 LSTM은 입력 데이터를 스칼라 값으로 처리하며 순차적인 연산만 가능하다는 제약이 있었으나, xLSTM은 입력 데이터를 행렬 형태로 처리하고 병렬 연산을 지원하여 데이터의 주요 패턴을 효과적으로 학습할 수 있다.25) 또한, xLSTM은 입력 정보를 제어할 때 시그모이드 함수 대신 지수 함수를 사용하여 저장된 정보를 보다 유연하게 수정할 수 있다. 해당 모델은 두 종류의 블록이 계층적으로 결합된 메모리 구조를 갖추고 있으며, 이는 각각 스칼라 기반 메모리를 처리하는 sLSTM과 행렬 기반 메모리를 처리하는 mLSTM으로 구성된다.26)

        먼저, sLSTM은 지수 게이팅과 정규화, 안정화 단계를 도입하여 장기 종속성을 관리하고 메모리를 효율적으로 제어할 수 있다.34) 그러나 구조적인 특성상 데이터를 스칼라 형태로 처리하며 병렬 연산이 어려우므로, sLSTM 블록을 여러 층 쌓을 경우 연산 속도가 저하될 수 있다. 반면 mLSTM은 데이터를 행렬 형태로 처리하여 큰 메모리 용량을 제공하고 복잡한 패턴을 효과적으로 파악할 수 있다. 또한 병렬 연산이 가능하여 mLSTM 블록을 여러 층 쌓아도 성능 저하 없이 높은 처리량을 유지할 수 있다. 이러한 특징으로 인해 mLSTM을 활용하여 주행 정보를 다루는 경우 노이즈가 포함된 데이터에서도 복잡한 패턴을 효과적으로 파악할 수 있다. 결국 xLSTM은 이러한 두 종류의 블록을 결합함으로써 궤적 데이터의 시퀀스 정보를 효율적으로 처리할 수 있고 복잡한 상호 작용을 학습할 수 있다.

        이에 본 연구에서는 xLSTM 기반의 운전 성향 추론 모델을 설계하여 복잡한 주행 데이터에서 효과적으로 운전 성향을 추론하는 것을 목표로 한다.

      

    

    

  
    
      3. RSU 수집정보 기반 운전 성향 추론 전략
      본 연구는 RSU로부터 수집한 차량의 주행 정보를 활용하여 운전 성향을 추론하는 것을 목표로 한다.35) 본 절에서는 주행 환경과 RSU로부터 수집된 정보, 제안 모델의 구조 및 학습 방식을 설명한다. 제안하는 모델의 전체적인 시스템은 Fig. 1에서 확인 가능하다.

      
        
        

        Fig. 1 
				
        

        
          An illustrative explanation for the proposed driving characteristics inference model
        
        

        

      

      
        3.1 도로 환경 및 차량 정의
        본 연구는 차선 감소 구간(Lane reduction zone)을 포함하는 도로 환경을 고려하며, 도로 내 각 차량은 고유한 운전 성향을 가지고 주행한다. 이때 운전 성향은 집합 S = {s1,s2,···,sJ}으로 정의되며, 각 시점마다 도로 내 최대 J 종류의 운전 성향을 가진 차량들이 동시에 존재할 수 있다.

        RSU는 센싱 모듈을 활용하여 차량을 식별하고 타겟 차량에 대한 주행 정보를 수집할 수 있다. 한 대의 RSU는 도로 내 설치된 위치를 기준으로 전, 후방 최대 D길이 내에서 모든 정보를 수집 가능하다(Fig. 2). 이때 t 시점에서 RSU의 관측 범위에 위치한 차량(Observable vehicle)은 집합 Ct,obs 으로 나타낼 수 있으며, 이 중 운전 성향 추론 대상이 되는 차량을 타겟 차량(Target vehicle) ct,target ∈ Ct,obs으로 정의한다.

        
          
          

          Fig. 2 
				
          

          
            Target vehicle and observation of RSU
          
          

          

        

      

      
        3.2 운전 성향 추론을 위한 RSU 수집 항목
        RSU가 t 시점에서 수집하는 정보 dt∈R6H+3는 다음과 같다.
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        식 (1)에서 dt,target는 타겟 차량 ct,target에 대한 정보를 나타내고, dt,env는 타겟 차량의 행동에 영향을 미칠 수 있는 환경 범위(Environment area) 내 정보를 나타낸다. 먼저 dt,target는 다음과 같다.
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        식 (2)에서 vt,target는 타겟 차량의 속도를 나타내고, pt,target는 절대 위치를 나타낸다. 타겟 차량의 위치 pt,target에서의 총 차선 수를 H라고 정의할 때, ht,target ∈[1,2,···,H]는 타겟 차량이 위치한 현재 차선을 나타낸다.

        dt,env는 타겟 차량에 인접한 차량이나 도로 환경에 대한 정보를 포함하므로, 타겟 차량의 행동 원인을 파악할 수 있다. 이때 환경 범위는 타겟 차량의 위치 pt,target를 기준으로 전, 후방 각각 W거리 내에서 현재 차선 ht,target을 포함한 총 Henv 차선으로 설정된다. 이때 Henv는 타겟 차량 위치에서의 총 차선 H보다 작거나 같아야 하므로 Henv ≤ H이 성립한다. 환경 범위 내에 위치한 차량(Surrounding vehicle)은 집합 Ct,env ⊂ Ct,obs으로 표현되고, 이는 임의의 차선 h에 대해 차선별 전방 차량 집합 Ct,lh과 후방 차량 집합 Ct,fh으로 나뉠 수 있다. 이후 각 집합별로 타겟 차량과 가장 가까운 차량을 차선별 Leader ct,lh ∈ Ct,lh와 Follower ct,fh ∈ Ct,fh로 정의한다.

        RSU의 환경 범위에서 수집된 정보 dt,env는 다음과 같다.
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        식 (3)의 Δvt=Δvt,l1,⋯,Δvt,lH,Δvt,f1,⋯,Δvt,fHT는 타겟 차량과 각 차선 Leader, Follower와의 상대 속도, Δpt=Δpt,l1,⋯,Δpt,lH,Δpt,f1,⋯,Δpt,fHT는 상대 거리를 나타낸다. ρt=ρt,1,    ρt,2,    ⋯,    ρt,HT는 타겟 차량의 전방 환경 범위 내 차선별 밀도로, 타겟 차량의 전방 환경 범위 W 대비 각 차선별로 차량이 차지하는 비율을 의미한다. 이때 각 요소는 다음을 만족한다.
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        식 (4)에서 ρt,h는 차선별 전방 차량 대수 Ct,lh에 비례한다. 마지막으로 ζt=ζt,1,ζt,2,⋯,ζt,HT는 전방 환경 범위 내 주행 가능한 차선의 길이를 의미한다. 전방 환경 범위 내 차선 유지 시 ζt,h=+W는 전방 환경 범위보다 주행 가능한 차선 길이가 짧은 경우 ζt,h는 [0,+W]의 범위에서 정의된다. 만약 차선이 존재하지 않는 경우 ζt,h = 0으로 정의된다.

      

      
        3.3 도로 내 주행 정보 수집 상황의 반영을 위한 노이즈 모델링
        실제 도로에서 RSU를 활용하여 주행 정보를 수집하는 경우, 외부 요인이나 센싱 오류로 인해 노이즈가 발생할 수 있다. 따라서 제안하는 시스템이 실제 환경에 활용되기 위해서는 노이즈에 강건한 모델의 설계가 필수적이다. 이에 본 연구에서는 모델 학습 과정에서 노이즈가 포함된 주행 정보를 다룰 수 있도록 다음과 같은 데이터 처리를 수행한다.
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        식 (5)에서 εt는 특정 분포에서 샘플링된 노이즈를 의미하며, d~t는 해당 노이즈가 더해진 주행 정보임을 의미한다. 이때 노이즈는 평균이 0이고 분산이 σt2인 정규 분포 N0,σt2나, 평균과 분산이 동일한 두 가우시안 분포가 결합된 Rayleigh 분포 R(λt)와 같은 비정규분포 형태를 따를 수 있다. 여기서 λt은 스케일 파라미터를 의미한다. 정규 분포는 일반적으로 노이즈를 모델링하는 데 널리 활용되며,5,36-38) Rayleigh 분포는 신호의 간섭과 반사를 고려한 도심 환경 모델링에 적합하다.39,40)

        본 연구에서는 도심 내 도로 환경에서의 데이터 수집 상황을 재현하고자 노이즈가 포함된 주행 정보를 다룸으로써 운전 성향 추론 모델의 강건성을 확보하고자 한다.

      

      
        3.4 xLSTM 기반 운전 성향 추론 모델 설계
        본 연구에서는 타겟 차량의 행동 패턴을 고려하여 운전 성향을 파악하기 위해 궤적 데이터 기반의 주행 정보를 활용한다. 이때, 단일 시점의 주행 정보 d~t를 특정 시점 α부터 일정 시간 간격 T 동안 수집된 시계열 데이터 d~tt=αα+T로 정의함으로써 궤적 데이터로 변환할 수 있다. 이러한 궤적 데이터를 효과적으로 다루기 위해, 본 연구에서는 xLSTM 기반의 운전 성향 추론 모델 f을 설계한다(Fig. 3). 이때 추론 모델 f은 정답 운전 성향 sj ∈ S에 대해 다음과 같은 방식으로 학습된다.
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          Fig. 3 
				
          

          
            Structure of xLSTM-based driving characteristics inference model
          
          

          

        

        식 (6)에서 LCE는 크로스 엔트로피 손실 함수를 의미하고, 학습률 η는 모델이 업데이트되는 크기를 나타낸다. xLSTM 기반 모델은 mLSTM을 활용하여 입력된 궤적 데이터 d~tt=αα+T를 병렬적으로 처리하고, sLSTM을 통해 셀 상태를 지수 게이팅으로 조정하여 운전 성향을 예측한다. 이후 손실 함수 LCE를 기반으로 예측값과 실제 운전 성향 레이블 sj과의 차이를 계산한다. 이 차이는 손실 함수의 기울기 ∇LCE 계산에 활용되고, 경사 하강법을 통해 학습률 η에 따라 손실 함수 값을 최소화하는 방향으로 모델이 업데이트된다. 따라서 xLSTM은 병렬 연산을 통해 연산 속도를 향상시키면서 중요한 특징을 추출하여 운전 성향을 효과적으로 추론할 수 있다.25,26)

      

    

    

  
    
      4. 시뮬레이션 데이터셋 기반 운전 성향 추론 모델 성능 분석
      본 장에서는 시뮬레이션 데이터셋을 활용하여 운전 성향 추론 모델을 분석하고 성능을 평가한다. 먼저 시뮬레이터 환경과 운전 성향 설정을 살펴본 후, 학습 모델 설정을 살펴본다. 이후 RSU를 활용한 주행 데이터 수집 방법과 주행 차량 기반의 데이터 수집 방법에 따른 성능을 평가하며 학습 모델에 따른 성능을 분석한다. 이때, 학습 모델별로 노이즈에 대한 강건성을 분석하고자 센싱 노이즈에 따른 추론 성능을 비교한다.

      
        4.1 추론 모델 학습을 위한 시뮬레이터 및 운전 성향 설정
        본 연구에서는 추론 모델의 학습을 위한 주행 정보 수집을 위해 교통 제어 시뮬레이터 SUMO41) 기반의 Flow42) 프레임워크를 사용한다. 도로 환경은 Fig. 4와 같이 1개의 전환 지점(Transition point)을 포함하고, 타겟 차량 위치에서의 총 차선 H은 최대 4차선 및 최소 2차선으로 설정함으로써 병목 현상으로 인해 차량 간 상호작용이 빈번히 발생하는 상황을 고려한다. 도로 내 총 45대의 차량이 주행하며, RSU의 데이터 수집 범위는 D = 108 m로 설정한다. 타겟 차량의 환경 범위는 타겟 차량의 차선	ht,target을 기준으로 [ht,target - 1, ht,target + 1] 범위에서 (Henv = 3), 전, 후방 각 W = 300 m로 정의한다.

        
          
          

          Fig. 4 
				
          

          
            Road environment with lane reduction zone
          
          

          

        

        도로 내 각 차량은 J = 3 종류의 운전 성향으로 분류 가능하다. 운전 성향은 시뮬레이터에서 제공하는 제어 이론 기반 모델의 파라미터를 조정하여 정의했으며, Intelligent Driver Model(IDM),43) Gipps,44) Car Following Model(CFM)45)을 활용한다. 이때 운전 성향은 차량 간 정지 거리와 목표 속도 달성 이익, 앞 차량과의 속도 차이에 대한 이익을 조정하여 설계하였다. 여기서 차량 간 정지 거리는 차량이 정지할 때 동일 차선 Leader와 유지해야 하는 거리를 의미하며, 목표 속도 달성 이익은 각 차량이 달리고자 하는 속도에 빠르게 도달할수록 얻는 이익의 정도를 나타낸다. 또한 앞 차량과의 속도 차이에 대한 이익은 동일 차선 Leader와의 속도 차이가 줄어들수록 얻는 이익의 정도를 나타낸다. 각 운전 성향에 따른 구체적인 설정은 다음과 같다.

        
          	• 보수적(Conservative)43): 차량 간 정지 거리를 가장 길게 설정하여 모든 교통 상황에서 동일 차선 Leader와의 거리를 최대로 한다. 이때 안전한 주행을 최우선으로 하며, 차선 변경 행동을 최소화하여 교통 흐름에 미치는 영향을 최소화한다.


          	• 중립적(Neutral)44): 차량 간 정지 거리를 보수적인 성향의 약 0.4배로 설정함으로써 상황에 따라 주행한다. 예를 들어, 정체 상황이나 차량 밀집도가 높은 상황에서는 차선 변경 횟수를 줄이고, 교통 흐름이 원활한 경우 목표 속도 달성을 위해 주행한다.


          	• 공격적(Aggressive)45): 차량 간 정지 거리를 보수적인 성향의 약 0.06배로 설정하여 동일 차선 Leader와 최소한의 거리를 유지한다. 또한 목표 속도 달성 이익과 앞 차량과의 속도 차이에 대한 이익을 높게 설정하여 잦은 가속과 차선 변경 행동을 보인다.


        

        모델 학습을 위해 시뮬레이터를 활용하여 총 2,100,706개의 궤적 데이터를 생성하였으며, 학습 및 테스트 데이터셋의 비율을 4:1로 나누었다. Table 1은 데이터 수집 환경을 나타내며, 구체적인 실험 환경과 각 운전 성향별 Hyperparameter, 시뮬레이터의 설정은 Appendix A1과 A2, A3에서 확인 가능하다.

        
          Table 1 
				
          

          
            Simulator settings
          
          

        

        
          
            
              	Definition
              	Value
            

          
          
            	Simulation count
            	90
          

          
            	Time steps of the warm-up stage
            	700 t
          

          
            	Time steps of the data collection stage
            	3,000 t
          

          
            	Trajectory data length
            	50 t
          

          
            	1 time step
            	0.1 s
          

        

        

      

      
        4.2 성능 분석을 위한 비교 모델 설정
        본 연구에서는 제안하는 RSU 수집 정보 기반 xLSTM 추론 모델의 성능을 평가하기 위해 데이터 수집 방식에 따른 성능 비교를 수행한다. 또한 xLSTM 모델의 구조적 특성을 분석하기 위해 MLP, LSTM, Transformer 기반 추론 모델과의 성능을 비교한다. 먼저 데이터 수집 방식에 따른 특징은 다음과 같다.

        
          	• 주행 차량: 도로를 주행 중인 차량은 자체 센서를 통해 인접 차량의 주행 정보를 수집한다. RSU 기반 데이터 수집 방식과 달리 추가적인 통신 모듈을 사용하지 않으므로 도로 내 모든 차량을 관측하는 것은 불가능하며, 해당 차량이 센싱을 통해 수집한 정보만을 활용 가능하다. 주행 정보를 수집하는 차량 또한 운전 성향을 가지고 있어 개체의 운전 성향이 타 차량을 관측하는 환경에 반영될 수 있으며, 타겟 차량에 대한 상대적인 정보를 수집할 수 있다. 이때 주행 차량은 제안 시스템과 동일한 도로 환경에서 데이터를 수집하였다.


          	• RSU(Proposed): 본 연구에서 제안하는 데이터 수집 방식으로, RSU와 같은 인프라를 활용하여 데이터를 수집한다. 주행 차량 기반 데이터 수집 방식과 달리 도로 내 모든 차량에 대해 2.5배 더 긴 주행 정보를 수집하여 운전 성향을 추론할 수 있다. 이때 3.2절의 주행 정보를 추론 모델의 입력으로 고려한다.


        

        또한 xLSTM 기반 추론 모델의 구조적 특성을 분석하기 위해 다음과 같은 모델을 활용하여 학습 모델을 설계한다.

        
          	• MLP: 다층 퍼셉트론 구조를 가진 일반적인 신경망을 의미한다. 계산 복잡도가 낮아 하드웨어의 성능에 관계 없이 활용 가능하다. 그러나 궤적 데이터가 아닌 단일 시점의 데이터 포인트만을 입력으로 다룰 수 있어, 시간의 흐름에 따른 행동 변화를 반영하는 데 제약이 있다.


          	• LSTM21): 모델 내부에 순환 구조를 가진 순환 신경망 계열의 모델로, 차량의 주행 궤적 데이터를 순차적인 입력으로 다룰 수 있다. 셀 상태를 통해 장기적인 정보를 저장하며 Fully-connected 층을 거쳐 운전 성향에 대한 확률적인 예측값을 출력한다. 그러나 긴 입력 데이터를 다루는 경우 장기 종속성 문제가 발생할 수 있다.


          	• Transformer22): 멀티 헤드 셀프 어텐션 구조를 가진 모델로, 입력 데이터 간 관계를 효과적으로 파악할 수 있다. 주행 데이터의 시간성을 고려하기 위한 위치 인코딩을 포함하며, 특징 임베딩을 거친 주행 정보가 모델에 입력된다. 입력 데이터를 병렬적으로 다룰 수 있지만, 높은 계산 복잡도로 인해 고사양의 하드웨어 자원을 요구한다.


          	• xLSTM[10:1](Proposed): LSTM을 개선한 모델로, 입력 데이터에 대해 행렬 또는 스칼라 형태의 메모리로 다룰 수 있다. 기존 LSTM과 달리 궤적 데이터를 병렬적으로 처리할 수 있으며 핵심 정보를 효과적으로 파악할 수 있다. 본 연구에서는 10개의 mLSTM 블록과 1개의 sLSTM 블록을 쌓은 10:1의 구조로 모델을 설계하였다.


        

        각 학습 모델별 Hyperparameter 설정은 Appendix A4에서 확인 가능하다.

      

      
        4.3 운전 성향 추론 모델의 성능 평가
        본 절에서는 제안하는 RSU 수집 정보 기반 운전 성향 추론 모델의 성능을 비교하고 분석한다. 먼저 데이터 수집 방식에 따른 성능을 분석하기 위해 RSU 기반 데이터 수집 방법과 주행 차량 기반 데이터 수집 방법에 따른 성능을 정량적으로 분석한다. 이후, 제안하는 시스템에서 학습 모델별 성능을 비교한다. 이때, 현실적인 주행 환경을 반영하기 위해 노이즈가 포함된 시나리오에서 정량적 및 정성적인 성능을 종합적으로 분석한다.

        
          4.3.1 데이터 수집 방식에 따른 추론 모델 성능 분석
          Table 2는 xLSTM 기반 추론 모델의 데이터 수집 방식에 따른 성능을 나타낸다. 각 실험은 5개의 랜덤 시드에 대한 평균 성능을 나타내며, 1차 표준편차를 함께 표시하였다. 해당 결과는 제안하는 RSU 기반 데이터 수집 방식이 주행 차량 기반 데이터 수집 방식보다 타겟 차량의 운전 성향을 추론하는 데 더 효과적임을 보여준다. 이러한 성능 차이는 관측 주체의 주행 정보 수집 방식의 차이에서 비롯된다. 구체적으로 RSU는 거리의 제약 없이 타겟 차량에 대한 주행 정보를 수집할 수 있는 반면, 주행 차량은 타겟 차량이 인접한 경우에만 제한적인 관측 범위에서 정보를 수집할 수 있으며 주행 차량의 운전 성향이 타겟 차량을 관측하는 과정에 영향을 미칠 수 있다. 이는 주행 차량이 타겟 차량에 대해 상대적인 정보를 수집하고, 결국 동일한 타겟 차량을 관측하여도 주행 차량의 운전 성향에 따라 상이하게 추론할 수 있음을 의미한다. 따라서 해당 결과는 RSU 기반 데이터 수집 방식이 타겟 차량의 운전 성향을 추론하는 데 더 효과적임을 나타낸다.

          
            Table 2 
				
            

            
              Inference accuracy of xLSTM model according to data collection entity
            
            

          

          
            
              
                	Data collection entit
                	Average accuracy %) ± 1-std
              

            
            
              	Driving vehicle
              	70.94 ± 0.51
            

            
              	RSU (Proposed)
              	
                98.74 ± 0.13
              
            

          

          

          보다 구체적으로, 데이터 수집 방식에 따른 결과를 심층 분석하기 위해 Confusion matrix를 활용하여 분석을 진행한다(Fig. 5). Fig. 5(a)는 주행 차량 기반 데이터 수집 방식에 따른 결과를 나타내고, Fig. 5(b)는 RSU 기반 데이터 수집 방식에 따른 결과를 나타낸다. 가로축은 추론 모델이 추론한 타겟 차량의 운전 성향 s^j을 의미하고 세로축은 타겟 차량의 실제 운전 성향 sj을 의미한다. 오른쪽 위로 향하는 대각선은 추론한 운전 성향과 실제 운전 성향이 일치하는 경우를 나타내며, 색상이 진할수록 모델의 추론 정확도가 높음을 의미한다. 해당 결과는 데이터 수집 방식에 관계 없이 특정 운전 성향에 치우치지 않고 모든 운전 성향을 성공적으로 추론할 수 있음을 나타낸다. 특히, 제안하는 시스템을 주행 차량 기반 데이터 수집 방식과 비교했을 때 각 운전 성향별로 높은 추론 정확도를 보인다. 이를 통해 RSU를 활용함으로써 타겟 차량의 운전 성향을 효과적으로 추론할 수 있음을 확인할 수 있다.

          
            
            

            Fig. 5 
				
            

            
              Confusion matrix of xLSTM according to data collection entity: (a) driving vehicle-based and (b) RSU-based
            
            

            

          

          추가적으로 각 데이터 수집 방식에 따른 모델 복잡도를 분석하였다. Fig. 6은 주행 차량 기반 데이터 수집 방식을 기준으로 Floating point operations per second(FLOPS)와 파라미터 수를 상대적으로 나타낸 막대 그래프이며,1) 꺾은선 그래프는 추론 성능을 나타낸다. 실험 결과, 제안하는 RSU 기반 데이터 수집 방식은 낮은 FLOPS와 적은 파라미터 수를 가짐에도 우수한 추론 성능을 보여준다. 구체적으로 FLOPS는 비교 방식 대비 약 0.1배 낮았으며, 파라미터 수는 약 0.5배 적게 나타났다. 이는 제안하는 시스템이 모델 효율성 측면에서도 더 우수함을 의미한다.

          
            
            

            Fig. 6 
				
            

            
              Comparison of complexity according to data collection entity
            
            

            

          

        

        
          4.3.2 학습 모델별 추론 모델 성능 분석
          본 절에서는 제안하는 시스템의 성능을 학습 모델별로 분석하기 위해 실험을 진행하였다. Table 3은 학습 모델에 따른 운전 성향 추론 성능을 나타낸다. 노이즈가 없는 환경(σt = 0.0)과 노이즈가 포함된 주행 정보를 다루는 환경(σt = 0.15)에서 실험을 수행하였으며, 각 모델에 대해 평균이 0이고 분산이 σt2인 정규 분포 N0,σt2에서 샘플링한 노이즈를 추가하였다. 각 환경에서 높은 성능을 보이는 모델에 대해 볼드로 표시하였으며 오차 범위 내 성능을 보이는 경우 함께 표시하였다. 이때 3.3절 식 (5)의 노이즈 모델링을 활용하였으며, 주행 정보 내 노이즈 양을 파악하기 위해 신호 대 잡음 비(Signal-to-noise ratio; SNR)를 함께 표시하였다. SNR은 원본 신호 대비 노이즈 양이 많을수록 값이 작아지며, 일반적으로 25 dB 이상인 경우 신뢰할 수 있는 정보임을 의미한다.46) 만약 15 dB 이상 25 dB 이하인 경우 연결 상태가 불안정하거나 노이즈에 의한 영향이 크게 반영된 최소 허용 수준의 정보를 의미한다.47)

          
            Table 3 
				
            

            
              Inference accuracy according to training model(Synthetic dataset)
            
            

          

          
            
              
                	Training model
                	Average accuracy (%) ± 1-std
              

              
                	Additive noise/SNR [dB]
              

              
                	σt = 0.0/∞
                	σt = 0.15/16.4
              

            
            
              	MLP
              	85.64 ± 2.50
              	61.86 ± 0.02
            

            
              	LSTM21)
              	
                98.88 ± 0.36
              
              	89.88 ± 0.08
            

            
              	Transformer22)
              	96.68 ± 1.02
              	88.93 ± 0.20
            

            
              	xLSTM (Proposed)
              	
                98.74 ± 0.13
              
              	
                90.49 ± 0.05
              
            

          

          

          먼저, Table 3에서 단일 시점 데이터를 다루는 MLP 기반 추론 모델은 궤적 데이터를 활용하는 모델에 비해 낮은 성능을 보임을 확인할 수 있으며, 특히 노이즈를 고려하는 경우 성능 하락이 크게 발생함을 확인할 수 있다. 이에 반해 궤적 데이터를 활용하는 모델은 노이즈가 없는 환경에서 우수한 성능을 보이며, 노이즈가 포함된 환경에서도 성능 하락이 상대적으로 적게 나타났다. 이는 시간에 따른 차량의 행동 변화를 고려하는 것이 운전 성향 추론에 중요한 영향을 미칠 수 있음을 의미한다.

          궤적 데이터를 활용하는 모델을 심층 분석하였을 때, 순환 신경망 계열의 LSTM과 xLSTM 기반 모델이 노이즈가 없는 환경에서 98%이상의 높은 성능을 보였다. 그러나 노이즈가 많은 주행 정보를 다루는 환경에서는 제안하는 xLSTM 기반 모델이 LSTM 기반 모델에 비해 성능 감소 정도가 작게 나타났다. xLSTM은 기존 LSTM과 달리 mLSTM 블록을 활용하여 주행 정보를 행렬 벡터로 처리함으로써 운전 성향을 효과적으로 파악할 수 있으므로, 노이즈가 포함된 주행 정보에서도 안정적으로 운전 성향을 추론할 수 있음을 시사한다.

          보다 구체적으로, 주행 정보 내 노이즈 양이 증가함에 따른 추론 성능의 경향성을 파악하고자 노이즈 강건성 실험을 진행하였다. Fig. 7은 데이터 내 노이즈 정도에 따른 추론 성능 변화를 나타내며, 해당 그래프에서 x축은 식 (5)의 정규분포에서 샘플링된 노이즈 표준편차 σt를 나타내고 y축은 추론 정확도를 나타낸다. Fig. 7(a)는 추론 모델의 입력 데이터 형태에 따른 결과를 비교하며, 단일 시점 데이터를 다루는 MLP 모델이 노이즈 표준편차가 커짐에 따라 성능이 지수적으로 감소하는 것을 확인 가능하다. 반면, 제안하는 궤적 데이터 기반 추론 모델은 노이즈 표준편차가 커짐에도 성능이 선형적으로 감소하며 성능 감소 폭이 작음을 확인할 수 있다. Fig. 7(b)는 궤적 데이터 기반 모델의 성능 변화를 나타내며, 여기서 제안하는 xLSTM 기반 모델과 LSTM 기반 모델 간 성능 차이가 노이즈의 증가에 따라 더 크게 벌어지는 것을 확인 가능하다. 또한, Transformer 기반 모델은 노이즈 양이 많아질수록 성능이 가장 크게 하락하는 경향이 나타났다. 이를 통해 관측 노이즈가 큰 환경에서 제안하는 xLSTM 기반 모델을 활용함으로써 안정적으로 운전 성향을 추론할 수 있음을 확인하였다.

          
            
            

            Fig. 7 
				
            

            
              Inference accuracy over increasing amount of Gaussian noise: (a) xLSTM and MLP (b) trajectory data based models
            
            

            

          

          비정규분포 형태의 노이즈를 고려한 실험 결과는 Fig. 8에서 확인 가능하다. 본 연구에서는 Rayleigh 분포에서 샘플링된 노이즈를 활용하였으며, 제안하는 시스템의 성능을 실제 환경의 복잡성을 반영하여 평가하고자 한다. Fig. 8(a) 결과는 정규 분포 형태의 노이즈를 다루는 환경과 마찬가지로 제안하는 시스템의 유용성을 보여준다. 또한, Fig. 8(b)의 결과를 통해 xLSTM 기반 운전 성향 추론 모델이 비정규분포를 따르는 노이즈를 고려하는 환경에서도 안정적인 추론 성능을 보임을 확인할 수 있다. 이는 실제 환경의 복잡성을 고려하더라도 제안하는 모델이 높은 활용성을 보임을 시사한다.

          
            
            

            Fig. 8 
				
            

            
              Inference accuracy over increasing amount of Rayleigh noise: (a) xLSTM and MLP (b) trajectory data based models
            
            

            

          

        

      

    

    

  
    
      5. 실데이터셋 기반 운전 성향 추론 모델 성능 분석
      본 장에서는 제안하는 모델의 실제적 활용 가능성을 분석하고자 실제 주행 데이터셋을 활용하여 성능을 평가한다. 구체적으로, 연방 고속도로 관리국의 차세대 시뮬레이션(Next generation simulation; NGSIM)에서 수집한 USRoute101(US-101) 데이터셋을 활용하며,27) 원본 NGSIM 데이터셋에 대한 전처리와 운전 성향 Pseudo-labeling을 진행한다. 이후 해당 데이터셋을 기반으로 제안하는 추론 모델의 성능을 분석한다.

      
        5.1 NGSIM 데이터셋 활용을 위한 전처리 소개
        NGSIM 데이터셋은 실제 고속도로 환경에서 수집된 차량의 주행 정보를 포함한다. 제공되는 데이터셋의 특성을 기반으로 본 연구에서 고려하는 주행 요소로 변환하는 과정이 필요하며, 특히 센싱 과정에서 발생한 오류와 결측값을 처리해야 한다. 이에 따라 각 차량을 타겟 차량으로 설정한 후, 차량 ID와 x 위치, 차선 번호 등의 특성을 활용하여 3.2절에서 설명한 주행 정보를 획득하였다. 이후, 궤적 데이터를 입력으로 활용하기 위해 T = 50 t 길이의 궤적 데이터를 생성하였다.

        해당 데이터셋은 앞 차량과의 거리나 가속도 등 운전 성향을 드러낼 수 있는 특성을 포함하지만, 개별 차량의 운전 성향 레이블을 직접적으로 제공하지 않는다. 이에 따라 추론 모델의 학습을 위해 운전 성향을 생성하고자 K-means 클러스터링을 활용한 Pseudo-labeling 기법을 적용하였다.9,10,20,48) NGSIM 데이터셋을 활용한 실험의 각 모델별 구체적인 Hyperparameter 설정은 Appendix A5에서 확인할 수 있다.

      

      
        5.2 NGSIM 데이터셋에서의 운전 성향 추론 모델성능 분석
        본 절에서는 실제 차량 주행 데이터셋을 활용하여 추론 모델을 학습하고 제안 모델의 성능을 분석한다. 먼저, Fig. 9는 NGSIM 데이터셋에 대한 각 학습 모델의 추론 성능을 나타낸 Confusion matrix이다. 해당 결과는 제안하는 시스템이 실데이터셋에서도 모든 운전 성향을 성공적으로 추론할 수 있음을 나타낸다. 구체적으로, 단일 데이터를 입력으로 활용하는 MLP 기반 모델과 달리 궤적 데이터를 입력으로 활용하는 모델이 더욱 정확한 추론 성능을 보였으며, 제안하는 xLSTM 기반 모델에서 높은 성능을 보임을 확인할 수 있다.

        
          
          

          Fig. 9 
				
          

          
            Confusion matrix according to training model: (a) MLP-based, (b) LSTM-based, (c) transformer-based and (d) xLSTM-based
          
          

          

        

        Table 4는 추론 성능을 정량적으로 분석한 결과를 나타낸다. 여기서 제안하는 xLSTM 기반 모델과 LSTM, Transformer 기반 모델 모두 99% 이상의 높은 추론 정확도를 보임을 확인할 수 있다. 이러한 결과는 제안하는 RSU 기반 운전 성향 주행 전략이 실제 도로 환경에서 우수한 성능을 기대할 수 있음을 시사한다.

        
          Table 4 
				
          

          
            Inference accuracy according to training model(NGSIM dataset)
          
          

        

        
          
            
              	Training model
              	Average accuracy (%) ± 1-std
            

          
          
            	MLP
            	89.78 ± 0.08
          

          
            	LSTM21)
            	99.30 ± 0.05
          

          
            	Transformer22)
            	99.32 ± 0.07
          

          
            	xLSTM (Proposed)
            	
              99.43 ± 0.03
            
          

        

        

      

    

    

  
    
      6. 결론 및 토의
      본 연구에서는 RSU로부터 수집한 차량의 주행 정보를 활용하여 운전 성향을 추론하는 모델을 제안하였다. 이를 위해 xLSTM 기반의 운전 성향 추론 모델을 설계하고 실험적으로 성능을 분석하였다. 실험 결과, 제안하는 시스템이 주행 차량을 통해 데이터를 수집하는 방식에 비해 우수한 추론 성능을 보임을 확인하였으며, 학습 모델 간 성능 비교를 통해 궤적 데이터 활용의 유용성을 입증하였다. 특히 제안하는 시스템이 모델의 구조적 특성으로 인해 센싱 노이즈가 존재하는 환경에서도 안정적인 추론이 가능하고, 실제 주행 환경에서도 높은 성능을 보임을 실험적으로 입증하였다.

      본 논문에서는 차량의 운전 성향 추론 과정을 중심으로 연구하였으며, 추론된 운전 성향의 활용 방안에 대해서는 다루지 않았다. 운전 성향 추론은 자율 주행 자동차의 탑승자 개인화와 판단 제어에 활용될 수 있다. 예를 들어, 자율 주행 자동차는 RSU로부터 인접 차량의 운전 성향을 수신하고 해당 차량의 행동 패턴을 고려한 의사 결정을 수행할 수 있다. 이에 향후 인접 차량의 운전 성향을 반영한 강화학습 기반 자율 주행 자동차의 판단 제어를 연구할 예정이다. 이러한 연구가 진행된다면 자율 주행 기술은 인접 차량에 따른 유연한 주행을 통해 보다 안정적이고 효율적인 교통 시스템을 조성할 것으로 기대된다.

    

    

  
    
      Nomenclature
      
        
          	
          	
        

        
          	
            S : 
          
          	
            a set of driving characteristics
          
        

        
          	
            Ct,obs : 
          
          	
            a set of observable vehicles
          
        

        
          	
            Ct,lh : 
          
          	
            a set of vehicles in the ahead lane, h
          
        

        
          	
            Ct,target : 
          
          	
            target vehicle
          
        

        
          	
            ct,lh : 
          
          	
            leader in lane h
          
        

        
          	
            D : 
          
          	
            observable distance of RSU, m
          
        

        
          	
            Henv : 
          
          	
            the number of environment area lanes
          
        

        
          	
            dt,target : 
          
          	
            absolute information about the target vehicle
          
        

        
          	
            v : 
          
          	
            speed, m/s
          
        

        
          	
            h : 
          
          	
            h-th lane
          
        

        
          	
            ζt,h : 
          
          	
            available driving distance on ahead lane h
          
        

        
          	
            εt : 
          
          	
            sampled noise
          
        

        
          	
            d~t : 
          
          	
            noisy driving information
          
        

        
          	
            σt : 
          
          	
            noise standard deviation
          
        

        
          	
            f : 
          
          	
            driving characteristic inference model
          
        

        
          	
            LCE : 
          
          	
            cross-entropy loss function
          
        

        
          	
            sj : 
          
          	
            true driving characteristic
          
        

        
          	
            s^j : 
          
          	
            predicted driving characteristic
          
        

        
          	
            J : 
          
          	
            the number of driving characteristics
          
        

        
          	
            Ct,env : 
          
          	
            a set of surrounding vehicles
          
        

        
          	
            Ct,fh : 
          
          	
            a set of vehicles in the rear lane, h
          
        

        
          	
            ct,fh : 
          
          	
            follower in lane h
          
        

        
          	
            W : 
          
          	
            environment area distance, m
          
        

        
          	
            H : 
          
          	
            the number of target vehicle’s position lanes
          
        

        
          	
            dt : 
          
          	
            driving information
          
        

        
          	
            dt,env : 
          
          	
            information within the environment area
          
        

        
          	
            p : 
          
          	
            position, m
          
        

        
          	
            ρt,h : 
          
          	
            vehicle density on ahead lane h
          
        

        
          	
            Ct,lh : 
          
          	
            the number of vehicles in the ahead lane h
          
        

        
          	
            N : 
          
          	
            normal distribution
          
        

        
          	
            λt : 
          
          	
            scale parameter of Rayleigh distribution
          
        

        
          	
            α : 
          
          	
            specific time
          
        

        
          	
            η : 
          
          	
            learning rate
          
        

        
          	
            T : 
          
          	
            trajectory data length
          
        

        
          	
            Tfull : 
          
          	
            time steps of full episode
          
        

        
          	
            Twarm : 
          
          	
            time steps of the warm-up stage
          
        

        
          	
            Tdriving : 
          
          	
            time steps of the data collection stage
          
        

        
          	
            kd : 
          
          	
            headway gain
          
        

        
          	
            kc : 
          
          	
            gain on a difference from the desired velocity
          
        

        
          	
            kv : 
          
          	
            gain on a difference from the lead velocity
          
        

        
          	
            s0
					 : 
          
          	
            linear jam distance
          
        

        
          	
            Icons : 
          
          	
            the number of vehicles, conservative characteristic
          
        

        
          	
            Ineu : 
          
          	
            the number of vehicles, neutral characteristic
          
        

        
          	
            Iaggr : 
          
          	
            the number of vehicles, aggressive characteristic
          
        

      

      
        
          	
          	
        

        
          	
            
              Subscripts
            
          
        

        
          	
            t : 
          
          	
            time steps
          
        

        
          	
            j : 
          
          	
            number assigned to each characteristic
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          Appendix
          
            Appendix A1 
				
            

            
              System specification
            
            

          

          
            
              	CPU
              	AMD Ryzen7950x
            

            
              	GPU
              	MSI RTX 3090 Supreme
            

            
              	OS
              	Ubuntu 18.04
            

            
              	Software version
              	Python 3.11.11
            

            
              	SUMO v1.1
            

            
              	FLOW v0.5.0
            

          

          

          
            Appendix A2 
				
            

            
              Parameter settings at driving characteristics
            
            

          

          
            
              
                	Parameter
                	Value
              

            
            
              	Aggressive
            

            
              	
                kd
              
              	0.5
            

            
              	
                kc
              
              	10
            

            
              	
                kv
              
              	2
            

            
              	Neutral
            

            
              	s0
              	3.5
            

            
              	Conservative
            

            
              	s0
              	8
            

          

          

          
            Appendix A3 
				
            

            
              Simulator settings
            
            

          

          
            
              
                	Parameter
                	Value
              

            
            
              	
                T
              
              	50 t
            

            
              	
                W
              
              	30 m
            

            
              	
                Henv
              
              	3
            

            
              	
                D
              
              	108 m
            

            
              	
                S
              
              	3
            

            
              	
                Icons
              
              	15
            

            
              	
                Ineu
              
              	15
            

            
              	
                Iaggr
              
              	15
            

          

          

          
            Appendix A4 
				
            

            
              Hyperparameter settings at synthetic dataset
            
            

          

          
            
              
                	Hyperparameter
                	Value
                	Hyperparameter
                	Value
              

            
            
              	xLSTM
              	Transformer
            

            
              	Batch size
              	1024
              	Batch size
              	10274
            

            
              	Epochs
              	50
              	Epochs
              	50
            

            
              	Learning rate
              	0.0001
              	Learning rate
              	0.0001
            

            
              	Kernel size
              	2
              	Dropout
              	0.5
            

            
              	Number of mLSTM blocks
              	10
              	Size of hidden layer
              	64
            

            
              	Number of sLSTM blocks
              	1
              	Model dimension
              	32
            

            
              	sLSTM location
              	[1]
              	Number of layers
              	4(Encoder)
            

            
              	Embedding dimension
              	21
              	Number of multi-head attention
              	4
            

            
              	Number of heads
              	3
              	Activation function
              	ReLU
            

            
              	Activation function
              	Gelu
              	Optimizer
              	Adam
            

            
              	Optimizer
              	Adam
              	Classification
              	[32,3]
            

            
              	LSTM
              	MLP
            

            
              	Batch size
              	1024
              	Batch size
              	1024
            

            
              	Epochs
              	50
              	Epochs
              	50
            

            
              	Learning rate
              	0.0001
              	Learning rate
              	0.0001
            

            
              	Dropout
              	0.5
              	Dropout
              	0.5
            

            
              	Size of hidden layer
              	64
              	Hidden layer
              	[256,128,64,3]
            

            
              	Number of layers
              	2(LSTM)
              	Activation function
              	ReLU
            

            
              	Activation function
              	tanh
              	Optimizer
              	Adam
            

            
              	Optimizer
              	Adam
              	-
              	-
            

          

          

          
            Appendix A5 
				
            

            
              Hyperparameter settings at NGSIM dataset
            
            

          

          
            
              
                	Hyperparameter
                	Value
                	Hyperparameter
                	Value
              

            
            
              	xLSTM
              	Transformer
            

            
              	Batch size
              	1024
              	Batch size
              	1024
            

            
              	Epochs
              	50
              	Epochs
              	50
            

            
              	Learning rate
              	0.0001
              	Learning rate
              	0.0001
            

            
              	Kernel size
              	2
              	Dropout
              	0.5
            

            
              	Number of mLSTM blocks
              	10
              	Size of hidden layer
              	64
            

            
              	Number of sLSTM blocks
              	1
              	Model dimension
              	32
            

            
              	sLSTM location
              	[1]
              	Number of layers
              	2(Encoder)
            

            
              	Embedding dimension
              	21
              	Number of multi-head attention
              	4
            

            
              	Number of heads
              	3
              	Activation function
              	ReLU
            

            
              	Activation function
              	Gelu
              	Optimizer
              	Adam
            

            
              	Optimizer
              	Adam
              	Classification
              	[32,3]
            

            
              	LSTM
              	MLP
            

            
              	Batch size
              	1024
              	Batch size
              	1024
            

            
              	Epochs
              	50
              	Epochs
              	50
            

            
              	Learning rate
              	0.0001
              	Learning rate
              	0.0001
            

            
              	Dropout
              	0.5
              	Dropout
              	0.5
            

            
              	Size of hidden layer
              	64
              	Hidden layer
              	[256,128,64,3]
            

            
              	Number of layers
              	2(LSTM)
              	Activation function
              	ReLU
            

            
              	Activation function
              	tanh
              	Optimizer
              	Adam
            

            
              	Optimizer
              	Adam
              	-
              	-
            

          

          

        

      

    

    

  
    
      Notes
      
        1) 해당 값은 주행 차량 기반 데이터 수집 방식의 파라미터 수와 FLOPS를 기준으로 normalized하였다.
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