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            초록
          
        

        
          Offline reinforcement learning(RL) has emerged as a promising approach for autonomous driving. While offline RL is practical because it can learn from pre-collected data, many studies consider only a single road structure, which limits its scalability. In this study, we model a complex road structure scenario as a Partially Observable Markov Decision Process(POMDP) and employ the proposed model based on implicit Q-learning(IQL). Furthermore, we perform experiments to evaluate various offline RL algorithms using different datasets. Results confirm that the proposed solution outperforms existing methods and demonstrates robustness and effectiveness in complex driving scenarios.
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      1. 서 론
      최근 심층 신경망을 활용한 인공지능 기술이 발전함에 따라 인공지능을 활용한 자율주행 기술에 대한 연구가 활발히 진행되고 있으며,1,2) 강화학습 방법론을 통해자율 주행 자동차의 의사 결정 모델을 구현하려는 시도가 증가하고 있다.3) 강화학습은 개체가 환경과의 상호작용을 통해 누적보상이 최대가 되는 행동을 선택하도록 학습하는 방법으로, 예측 불가능한 도로 환경에서도 유연하고 정확한 의사결정을 수행하도록 한다.4-11) 그러나 기존 강화학습 방법은 학습 과정에서 환경과의 실시간 상호작용을 필요로 하기 때문에 높은 학습 비용을 유발할 수 있다는 어려움이 존재한다.12)

      오프라인 강화학습은 기존 강화학습의 어려움을 해결하기 위한 방법론으로 고려될 수 있다. 오프라인 강화학습은 사전에 수집된 고정된 데이터를 기반으로 학습을 수행하는 방법으로, 환경과 실시간 상호작용을 필요로 하지 않으며,13) 데이터 수집과 학습 과정이 분리되어 있다는 특성이 있다. 이러한 특성으로 인해 기존 강화학습에서 실시간 상호작용의 어려움으로 발생했던 한계점을 보완하고, 안전하고 효율적인 주행 학습이 가능하게 되었다.14-17)

      오프라인 강화학습은 데이터 기반(Data-driven) 학습 방식인 모방학습(Imitation Learning; IL)과 유사하지만, 데이터셋에 포함된 데이터들의 가치(Value)를 평가하여 행동을 결정한다는 점에서 차이가 있다. 행동 복제(Behavior Cloning; BC)는 모방학습의 대표적인 알고리즘으로 데이터 기반의 자율주행 연구에 다수 사용되고 있다.18) 하지만, 행동 복제 알고리즘은 학습 시 전문가 데이터셋을 사용해야 하며, 이러한 데이터셋은 수집 비용이 높고 항상 완벽한 데이터를 확보하기 어렵다는 한계가 존재한다.19) 특히, 주행 데이터는 운전 환경의 불확실성, 다양한 차량 특성과 도로 환경, 인간 운전자의 주관적 판단 등 여러 요인으로 인해 비효율적이거나 비합리적인 행동을 포함할 가능성이 크며, 행동 복제의 경우 이러한 행동들을 모방하여 주행성능이 저하될 수 있다. 반면, 오프라인 강화학습은 보상을 기반으로 가치판단을 진행하기 때문에 비효율적인 행동을 억제하고 누적 보상이 최대가 되는 행동을 선택하도록 학습할 수 있다.

      오프라인 강화학습 기반 자율주행 연구에서 다양한 오프라인 강화학습 알고리즘의 성능을 비교 분석하는 것은 중요하다. 오프라인 강화학습 알고리즘은 구현 방식에 따라 주행 데이터셋에 존재하는 상태-행동을 학습에 반영하는 방식이 다르기 때문에, 알고리즘별로 주행 데이터의 특성에 적응하는 방식이 상이하다. 따라서, 다양한 알고리즘을 비교 분석함으로써 오프라인 강화학습 기반 자율주행 학습의 신뢰성을 확보해야 한다.

      오프라인 강화학습 기반 자율주행 연구는 활발히 진행되고 있지만, 다양한 도로 구조를 동시에 고려하여 통합 주행 학습을 다룬 연구는 여전히 부족한 상황이다.20-22) 특히, 병목 구간 및 램프 병합 구간과 같이 차량간 상호작용의 경우의 수가 매우 다양한 상황에서, 두 도로 구조에서 모두 안정적으로 동작할 수 있는 통합 자율주행 의사결정 모델을 학습하는 것은 해결해야 할 핵심적인 문제이다.

      따라서, 본 연구에서는 복합적인 도로 구조에서 오프라인 강화학습을 활용하여 다양한 품질의 데이터셋에서도 효율적으로 주행 모델을 학습할 수 있음을 실험을 통해 검증한다. 이를 위해 Partially observable Markov decision process 모델을 설계하여 복합 도로 환경에서의 효과적인 주행 모델 학습을 목표로 한다. 특히 IQL23) 알고리즘을 중심으로 다양한 오프라인 강화학습 알고리즘 및 행동 복제 방식과의 비교를 통해 IQL이 상대적으로 우수한 성능을 보임을 확인하며, 알고리즘 간의 성능 차이를 분석한다. 

      본 논문의 구성은 다음과 같다. 2장에서 본 연구에 대한 선행 연구를 살펴본 후, 3장에서는 본 연구에서 제안하는 복합 도로에서의 효율적인 주행 학습을 위한 POMDP 및 IQL 기반 자율주행 학습 방법에 대해 소개한다. 4장에서는 오프라인 강화학습 및 행동 복제 기반 자율 주행 자동차의 성능을 평가하고, 5장에서는 본 연구의 결론을 다룬다.

    

    

  
    
      2. 선행연구
      
        2.1. 심층 강화학습 기반 자율주행 연구
        강화학습은 개체가 환경과의 상호작용을 통해 누적보상이 최대가 되는 행동 정책을 학습하는 방법이다. 여기서 정책이란, 개체가 특정 상태나 관측에 대한 행동을 결정하는 함수를 의미한다. 강화학습은 불확실하고 동적인 환경에서 효율적인 의사결정이 필요한 자율주행 분야에 널리 활용되고 있으며 다양한 도로 환경에서 강화학습 기반 주행 정책을 학습하는 연구가 활발히 진행되고 있다.8-11)

        강화학습 기반 자율주행 연구는 직선 도로 및 고속도로와 같이 비교적 간단한 도로 구조에서의 문제를 해결하는 연구를 시작으로 발전되었다.8,9) 최근에는 보다 현실적인 주행 정책의 필요성이 대두됨에 따라, 복잡하고 불규칙한 교통 정체가 발생하는 환경에서의 강화학습 기반 자율주행 연구가 활발히 수행되고 있다.10,11) 예를 들어, 차량밀도가 높은 온램프 및 오프램프 구간에서 안전한 차선변경을 고려하는 연구가 있으며,10) 차선 감소 구간이 존재하는 램프 병합 구간에서 성공적인 추월 행동 학습을 위해 강화학습 주행 정책을 구축한 연구가 존재한다.11)

        이처럼 강화학습 기반 자율주행 정책은 비교적 복잡한 도로 환경에서도 성공적인 주행이 가능함이 보고되고 있지만, 현재 대부분의 연구에서는 단일 도로 구조에서의 문제 해결만을 고려한다.21,22) 그러나 보다 현실적인 자율주행 기술을 위해서는 다양한 도로 구조에서도 성공적인 주행이 가능한 주행 정책의 구축이 필요하다. 이에, 본 연구는 램프 병합 구간 및 병목구간이 포함된 복합 도로에서 성공적인 주행을 위한 강화학습 기반 자율주행 정책 구축을 목표로 한다.

      

      
        2.2 데이터셋 기반 자율주행 연구
        안전한 자율주행 정책 구축을 위해서는 학습 과정에서 실제 도로 환경과 상호작용이 필요 없는 데이터 기반의 학습 방식이 고려될 수 있다. 모방학습은 전통적인 데이터 기반 방식으로, 모방학습 기반 자율주행 연구 또한 꾸준히 고려되어 왔다.24,25) 구체적으로 고속도로에서 인간 운전자의 주행 행동을 모방한 안전한 주행 정책 학습에 관한 연구24)와, CNN 및 모방학습 기반의 CNNO 방법론을 통해 높은 정확도의 스티어링 각도 예측을 실행하는 연구가 존재한다.25) 하지만 데이터셋 내 행동을 그대로 복제하는 모방학습의 특성상, 해당 방식을 활용하기 위해서는 전문가를 통해 수집된 높은 품질의 주행 데이터가 필수적으로 요구된다는 어려움이 존재한다.22)

        최근에는 이러한 모방학습의 한계를 극복하기 위한 방법으로 오프라인 강화학습 기반 자율주행 연구가 활발히 고려되고 있다.14-17) 오프라인 강화학습은 기존의 모방학습 방식과 달리 데이터셋에 대한 가치 평가를 통해 데이터셋의 품질 대비 개선된 주행 정책을 학습할 수 있다고 알려져 있다. 예를 들어, Variational autoencoder를 통해 운전 행동을 스킬로 분리하여 오프라인 강화학습을 기반으로 장기 주행 경로 계획 문제를 해결한 연구가 있으며,14) 교차로(Intersection)에서 좌회전 시나리오를 고려하여 오프라인 강화학습 기반의 주행 정책을 학습하는 연구가 존재한다.15) 이외에도 3차선 고속도로(Highway), 교차로 등 다양한 도로 구조에서 오프라인 강화학습을 활용한 연구들이 수행되고 있다.16,17)

        이처럼 오프라인 강화학습은 안전한 주행 정책의 학습을 가능하게 하며, 기존의 모방학습 기반 방법론 대비 개선된 성능의 의사결정 모델을 구축할 수 있다. 이에, 본 연구에서는 데이터 기반 방식 중 오프라인 강화학습을 활용하여 자율주행 정책 모델을 구축한다.

      

      
        2.3 오프라인 강화학습 알고리즘
        오프라인 강화학습은 사전에 수집된 데이터만을 활용한 정책 학습을 고려하기 때문에 주행 정책의 행동 분포가 달라지는 Out of Distribution(OOD) 문제가 발생할 수 있다.13) 이에, 오프라인 강화학습 연구는 이러한 OOD 문제를 우회하기 위해 보수적인 학습 방법을 취하는 방향으로 발전하고 있다.26)

        대표적인 오프라인 강화학습 방법론으로는 모방학습 기반 방식, Value regularization 방식, In-sample learning 방식이 존재한다.26) 여기서, 모방학습 기반 방식은 기존의 강화학습 방법론과 모방학습을 결합한 방법론으로 IL 알고리즘이 대표적이다.27) 해당 알고리즘에서는 기존 강화학습 알고리즘28)의 정책 학습 과정에서 행동 복제 규제항을 추가하여 가치평가와 모방을 동시에 진행하는 방식을 제안했다. Value regularization 방식은 정책 평가를 위한 가치 함수를 규제하는 방법으로 알려져 있다. 대표적인 알고리즘으로는 Conservative Q Learning(CQL)29) 방식이 있으며, 해당 방식에서는 데이터셋에 포함되지 않은 행동의 가치를 매우 낮게 평가함으로써 보수적인 학습을 수행하였다. 마지막으로 In-sample learning 방식은 가치함수 학습 시 데이터셋에 존재하지 않는 상태-행동 쌍에 대한 가치 평가를 학습에서 배제하는 방식으로, OOD 샘플에 대한 평가 자체를 수행하지 않는다는 특징을 갖는다. 대표적인 알고리즘으로는 본 연구에서 고려하는 IQL23) 알고리즘이 있다.

        이처럼 오프라인 강화학습 알고리즘은 다양한 관점에서 발전되고 있으며, OOD 문제 완화에 효과적임이 보고되고 있다. 이에, 본 연구에서는 오프라인 강화학습 방법론 중 In-sample learning인 IQL 기반의 자율 주행 정책을 제안한다. 이때, 다양한 오프라인 강화학습 알고리즘이 적용되었을 때의 주행 정책과의 비교를 통해 제안 방식의 성능을 분석한다.

      

    

    

  
    
      3. 복합 도로 구조 환경에서 자율주행 정책 학습을 위한 오프라인 강화학습 모델 설계
      강화학습을 위한 환경은 Markov decision process를 통해 모델링할 수 있다. MDP에서 개체는 환경의 모든 상태 정보를 관측 가능하다고 가정한다. 하지만, 도로 주행환경에서 개체가 모든 상태 정보를 관측하는 것은 현실적으로 어려움이 있기 때문에 본 연구에서는 부분적인 관측정보를 기반으로 의사결정을 수행하는 POMDP를 통해 주행환경을 모델링한다.30) POMDP는 튜플 < S, A, T, Ω, O, R, γ >로 정의되고, 각각은 주행환경의 모든 정보를 포함한 상태 정보 st ∈ S, 자율 주행 자동차, 즉 개체가 실행 가능한 행동 at ∈ A, 상태 전이 확률 T(st+1|st,at), 개체가 상태 정보로부터 관측한 정보 ot ∈ O, 특정 상태 st에서 ot를 관측할 확률 Ω(ot|st) 보상 함수 rt = Rt(st,at,st+1), 감가율 γ ∈ [0,1)을 나타낸다.

      
        3.1 복합 도로 환경
        본 연구에서는 여러 도로 구조가 존재하는 복합적인 도로 환경에서 활용가능한 하나의 통합 주행 정책 학습을 목표로 한다. 이에 Fig. 1과 같은 램프 병합 구간(On-Ramp merging area)과 병목 구간(Bottleneck area)이 동시에 존재하는 도로 환경을 고려하며, 램프 병합 구간 진입을 위한 분기점(Junction)과 각 도로 구조를 연결하는 고속도로(Highway)를 포함하고 있다. 해당 도로 환경에서는 총 N대의 차량 C = {c1,c2, ..., cN}이 주행하며, 차선 감소 구간(Lane reduction zone)에서의 합류 또는 교통 정체로 인해 복잡하고 다양한 도로 환경이 조성된다. 이때 한 대의 자율 주행 자동차 cN는 다수의 일반차량 CHV = {c1,c2, ..., cN-1}과 함께 주행하며 램프 병합 구간에서는 합류 차선에서 본 차선으로 안전하게 합류하는 것을 목표로 하고, 병합 구간에서는 교통 정체를 효율적으로 통과하는 것을 목표로 한다.

        
          
          

          Fig. 1 
				
          

          
            Road structure with on-ramp merging and bottleneck area
          
          

          

        

        도로 내의 모든 정보를 포함하는 상태 st ∈ S는 다음과 같이 정의된다.
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        식 (1)에서 vt = [vt,1,vt,2, ..., vt,N]T는 도로 환경 내 모든 차량의 절대 속도를 의미하며, pt = [pt,1,pt,2, ..., pt,N]T는 절대위치, nt = [nt,1,nt,2, ..., nt,N]T는 차량이 위치한 차선번호, dt = [dt,1,dt,2, ..., dt,N]T는 차선 감소 구간까지 남은 거리를 의미한다.

      

      
        3.2 Partially Observable Markov Decision Process 문제 정의
        현실적인 주행 환경의 모델링에는 부분적인 관측 정보를 기반으로 의사결정을 진행하는 POMDP가 적합 하다. 이에, 본 연구에서 개체는 Fig. 2와 같이 부분적인 주행 정보를 활용하여 의사결정을 수행한다. 구체적으로 자율 주행 자동차는 전후방 W만큼의 거리와 자신이 위치한 차선을 포함하는 H개의 차선을 관측하며, 이를 관측가능 영역(Observable area)이라 한다. 관측가능 영역내에 존재하는 차량들의 집합 Ct,obs은 다음과 같은 조건을 만족한다. 

        
          
          

          Fig. 2 
				
          

          
            Observation space and lane reduction zone
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        여기서, Δpt,i와 Δnt,i는 자율 주행 자동차 cN와 i번째 일반 차량 ci과의 상대 거리 및 상대 차선을 의미한다.
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        이때, Ct,obs 중 관측 가능한 차선 h에 대해 자율 주행자동차 전방에 있는 차량들 (pt,i > pt,N)의 집합을 전방 차량 집합 Lt,h로 정의하며, 자율 주행 자동차 후방에 있는 차량들 (pt,i < pt,N)의 집합을 후방 차량 집합 Ft,h으로 정의한다. 이때, 차선별 전후방 관측차량 중 자율 주행 자동차와 가장 가까이 있는 차량을 Leader/Follower로 정의하며, 각각 lt,h와 ft,h로 표현한다. 이때, 자율 주행자동차와 동일차선 (nt,i = nt,N) Leader/Follower에 대해 l¯와 f¯로 정의한다. 

        Observation : 자율 주행 자동차의 t 시점 관측정보 ot ∈ O는 다음과 같이 정의한다.
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        식 (5)에서 vt,N은 자율 주행 자동차의 절대 속도이며, pt,N은 자율 주행 자동차의 절대 위치를 의미한다. Δvt=[Δvt,l1,…,Δvt,lH,Δvt,f1,…,Δvt,fH]T은 자율 주행 자동차와 차선별 Leader/Follower의 상대 속도이고, Δpt=[Δpt,l1,…,Δpt,lH,Δpt,f1,…,Δpt,fH]T는 상대 거리이다. ρt=[ρt,1,…,ρt,H]T는 자율 주행 자동차의 전방 관측가능영역 내 차선 별 차량 밀도를 나타내고, 이는 차선별전방 관측 차량 대수인 |Lt,h|로 계산된다. 구체적으로 i번째 차량의 길이 ei 및 차량간 최소 안전거리 δ0를 다음과 같이 정의한다.
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        다음으로, ζt=[ζt,1,…,ζt,H]T는 각 차선별 주행 가능 거리를 나타낸다. 구체적으로, 특정 차선 h ∈ H가 개체의전방 관측 거리 W 내에서 감소하는 경우, ζt,h ≤ W로 정의되며, 이는 전방 관측 가능 영역 내 주행 가능 거리인 dt로 계산된다(Fig. 2). 반면, 차선 감소가 없을 경우 ζt,h = W의 값을 갖는다.

        Action : 자율 주행 자동차의 t 시점 행동 at ∈ A 은 다음과 같이 정의된다. 

        
          
            
              	
                
                  
                    
                      
                        a
                      
                      
                        t
                      
                    
                    ∈
                    {
                    
                      
                        a
                      
                      
                        t
                        ,
                        a
                        c
                        c
                      
                    
                    ,
                    
                      
                        a
                      
                      
                        t
                        ,
                        l
                        c
                      
                    
                    }
                  
                
              
              	
                (7) 
				
              
            

          

        

        여기서 at,acc는 자율 주행 자동차의 가속도 조절 행동을 의미하고 at,lc는 차선변경행동을 의미한다. 가속도 조절행동 at,acc ∈ [amin,amax]은 최소 가속도 amin 와 최대 가속도 amax 내에 연속적인 범위의 값을 갖는다. 차선변경행동 at,lc는 {-1,0,1}의 이산적인 행동으로 정의되며, 각각 오른쪽으로 차선변경, 차선 유지, 왼쪽으로 차선변경을 의미한다.

        Reward : 자율 주행 자동차의 t시점 보상 rt = R(st,at,st+1)는	t 시점의 상태 st에서 개체의 행동 at와 t+1시점의 상태 st+1의 값을 통해 계산된다. 본 연구에서는 복합도로 구조에서 성공적인 주행 행동 학습을 위해 다음과 같은 보상함수를 고려한다.
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        여기서, Rt,driving은 자율 주행 자동차의 성공적 주행을 위한 보상항이며, Rt,safety는 안전한 주행을 위한 보상항을 의미한다. 또한, Rt,merge는 합류구간에서의 주행행동 학습을 위한 보상항이다.

        1) 성공적 주행 보상항(Rt,driving): 자율 주행 자동차의 성공적인 속도 조절 및 차선변경을 위한 보상항 Rt,driving은 다음과 같이 정의한다.

        
          
            
              	
                
                  
                    
                      
                        R
                      
                      
                        t
                        ,
                        d
                        r
                        i
                        v
                        i
                        n
                        g
                      
                    
                    =
                    
                      
                        η
                      
                      
                        v
                        e
                        l
                      
                    
                    
                      
                        R
                      
                      
                        t
                        ,
                        v
                        e
                        l
                      
                    
                    +
                    
                      
                        η
                      
                      
                        l
                        c
                      
                    
                    
                      
                        R
                      
                      
                        t
                        ,
                        l
                        c
                      
                    
                    +
                    
                      
                        η
                      
                      
                        j
                        e
                        r
                        k
                      
                    
                    
                      
                        R
                      
                      
                        t
                        ,
                        j
                        e
                        r
                        k
                      
                    
                  
                
              
              	
                (9) 
				
              
            

          

        

        여기서 η는 상수로 정의되며, 각 보상항에 대한 중요도 계수를 의미한다.

        먼저, 속도 조절을 위한 보상항 Rt,vel은 다음과 같이 정의된다.
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        식 (10)은 자율 주행 자동차가 목표속도 v*에 가깝게 주행하면서 제한속도 vlimit을 초과하지 않는 주행 행동을 유도하기 위한 보상항이다. 구체적으로, 자율 주행 자동차는 목표속도 v*에 가깝게 주행할수록 최대의 보상을 획득하고 v*를 초과하여 주행할 경우 보상은 선형적으로 감소하게 된다. 또한 제한속도 vlimit를 초과할 경우 페널티를 받게 된다.

        차선변경을 위한 보상항 Rt,lc 는 무의미한 차선변경 완화를 위해 설계되었으며, 다음과 같다.
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        식 (11)을 통해, |at,lc| = 1인 경우 즉, 자율 주행 자동차가 차선변경 행동을 수행했을 때 상수의 페널티를 부여한다. 해당 항을 통해 자율 주행 자동차는 차선변경 페널티를 감수하고도 얻을 수 있는 보상이 더 큰 경우에만 차선변경을 수행하도록 학습된다.

        가가속도 최소화를 위한 처벌항 Rt,jerk은 다음과 같이 정의된다. 
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        식 (12)에서 |at-1,acc-at,acc|는 t-1 과 t 사이의 가속도 변화량으로, 해당 값이 클수록 높은 페널티를 부여한다. 이는 자율 주행 자동차의 급가속 또는 급감속 행동을 완화하기 위한 목적으로 설계하였다.

        2) 안전 주행 보상항(Rt,safety): 안전한 주행을 위한 보상항 Rt,safety 은 다음과 같이 정의한다.
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        여기서 Rt,l은 자율 주행 자동차와 동일 차선 Leader와의 안전거리 유지를 목적으로 하며, 다음과 같이 정의한다.
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        여기서, 자율 주행 자동차와 동일 차선 Leader와의 상대 거리 Δpt+1,l- 가 안전거리 δt+1,l-* 보다 짧을 경우 페널티를 받는다. 이때, 안전거리 δt+1,l-* 는 다음과 같이 정의된다.
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        식 (15)에서 δ0는 최소 안전거리를 의미하며, t*는 사고를 피하기 위해 필요한 최소 시간을 의미한다.

        Rt,f은 자율 주행 자동차와 동일 차선 Follower와의 안전거리 유지를 위한 항으로 다음과 같다.
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        식 (16)은 차선변경 시 at,lc=1 활성화되며, Follower와의 상대거리가 안전거리보다 짧아지면 페널티를 받게 된다. 이때, 동일차선 Follower와의 안전거리 δt+1,f-* 는 다음과 같이 정의된다.
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        마지막으로 충돌 사고 발생 시 처벌항 Rt,crash은 다음과 같이 정의된다.
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        자율주행 시스템에서 충돌 사고는 가장 피해야 할 주행 행동으로, 본 연구에서는 해당 처벌항의 계수인 ηcrash을 가장 높은 값으로 설정하여 충돌 사고를 피하는 주행 경향성을 학습하도록 하였다.

        3) 합류 주행 보상항(Rt,merge): 합류구간에서 본차선으로의 성공적 합류를 유도하기 위한 처벌항 Rt,merge 은 다음과 같이 정의한다.
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        식 (19)에서 ζt+1,c는 전환지점까지 남은 거리를 의미한다. 해당 값이 작아질수록, 즉 전환 지점과 가까운 지점에서 본 차선과의 합류를 수행할수록 지연된 합류로 간주하여 더욱 높은 페널티를 부여한다. 여기서, μt+1는교통 밀도 가중치로 다음과 같이 정의된다.
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        식 (20)에서 W는 전방 관측가능 영역을 의미하며 |Lt,main|는 본 차선의 전방 관측가능 영역 내 존재하는 차량의 대수를 의미한다. 관측가능 영역 내에 다수의 차량이 존재할 때, 즉, 본 차선의 높은 교통밀도로 인해 차선변경이 불가능한 상황에서 Rt,merge 로 인한 페널티를 완화한다.

        다음 절에서는 앞서 정의한 POMDP 기반의 오프라인 강화학습 기반 자율주행 정책 학습을 위해 IQL을 활용한 학습 방법을 제안한다.

      

      
        3.3 Implicit Q-Learning 기반 자율주행 정책 학습
        본 연구에서는 복합 도로 상황에서 안전한 주행 정책 구축을 위해 오프라인 강화학습 기반의 주행 정책 학습을 수행한다.

        자율주행 도메인에서는 사소한 예측 오류가 심각한 안전사고로 이어질 가능성이 크다. 특히, 주변 차량과의 상호작용이 빈번한 램프 병합 구간과 병목구간에서는 안정적이고 신뢰할 수 있는 의사결정이 필수적이다. 이에, 정책 학습 과정에서 OOD 샘플의 활용을 완전히 배제함으로써 보다 안전한 주행 정책을 구축할 수 있는 IQL 알고리즘을 고려한다.

        학습을 위한 데이터셋 D은 3.2절의 POMDP를 기반으로 사전 학습된 개체를 통해 수집되며, 각 데이터 샘플은 튜플 <ot,at,ot+1,rt>형태로 정의된다.

        자율주행 정책 πΦ 학습을 위해 본 연구에서는 크리틱 네트워크 Qθ1, Qθ2 및 VΨ를 활용한다. 여기서 Qθi 네트워크는 관측-행동 쌍 (ot,at)의 가치를 평가하며, VΨ 네트워크는 특정 관측 ot에서의 가치를 근사한다. 이때, 학습의 안정성을 위해 각각의 Target Q 네트워크 Qθ1',Qθ2'를 고려한다. 각 네트워크의 입출력 요소는 Table 1을 통해 확인할 수 있다.

        
          Table 1 
				
          

          
            Inputs and outputs of each network in IQL
          
          

        

        
          
            
              	Network
              	Input
              	Output
            

          
          
            	Actor (πΦ)
            	Observation (ot)
            	Action (at)
          

          
            	Critic (Qθ)
            	Observation-Action (ot,at)
            	Qθ (ot,at)
          

          
            	Value (Vψ)
            	Observation (ot)
            	Vψ (ot)
          

        

        

        관측-행동 쌍에 대한 가치를 근사하는 Qθi 네트워크의 학습은 Temporal-Difference(TD) 에러에 기반하며, 손실함수 LQ(θi)는 다음과 같이 정의한다.
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        식 (21)에서, rt+γVψot+1는 TD 타겟으로, Qθi 는 해당 TD 타겟과의 오차를 최소화하는 방향으로 업데이트된다. 이때, TD 타겟 계산에 Vψ(ot+1)를 활용함으로써 Qθi 학습 시 데이터셋 내에 존재하지 않는 상태-행동쌍에 대한 평가를 고려하지 않는다. 이는 데이터셋 내의 주행 행동만을 활용한 학습을 가능하게 하며 궁극적으로 OOD 문제를 완화한다.

        관측 정보에 대한 가치를 근사하는 Vψ 학습을 위한 손실함수 Lv(ψ)는 다음과 같이 정의한다.
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        이때, Vψ 네트워크의 손실함수 계산 시 Qθ1'와 Qθ2' 중 작은 값을 활용함으로써 Vψ의 과대추정을 방지한다. 식 (22)에서 Lτ2Qmin-Vψot은 비대칭적 손실함수인 Expectile regression을 의미하며, 다음과 같이 정의한다.
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        식 (23)에서, τ가 1.0에 가까울수록, Vψ 네트워크는 현재 관측정보 ot에 대한 가치를 데이터셋 내의 최대 보상 기댓값 Vψot≈maxQθot,at로 평가하게 된다.

        액터 네트워크의 손실함수 Lπ(Φ)는 Qθ와 Vψ을 기반으로 계산되며, 다음과 같이 정의한다.
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        식 (24)에서, log⁡πϕat∣ot는 데이터셋 내 특정한 관측 ot에서의 행동 분포 at를 모방하기 위한 항이며, 모방의 정도는 상수 β 및 Qmin - Vψ(ot)을 통해 결정된다. IQL은 식 (24)을 통해 데이터셋 내 상대적으로 높은 가치를 갖는 행동을 학습할 수 있다.

        마지막으로, Target Q 네트워크 Qθ1', Qθ2'는 급격한 변화를 방지하기 위해 Soft update 기반으로 업데이트 되며, 이는 다음과 같이 정의한다.
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        이때, σ ∈ [0,1]은 Soft update 가중치를 의미한다.

      

    

    

  
    
      4. 성능 측정 및 결과 분석
      본 장에서는 오프라인 강화학습 기반 자율 주행 자동차의 학습 결과 분석 및 주행 성능 평가를 수행한다. 먼저, 실험을 위한 시뮬레이터의 설정과 데이터셋에 대해 정의한 후, 오프라인 강화학습 기반 주행 정책과 모방학습 기반 주행 정책의 특성과 경향성의 차이에 대해 분석한다. 이후 다양한 평가 지표를 활용하여 주행 성능을 종합적으로 평가하고, 이를 통해 각 알고리즘을 비교한다.

      
        4.1 시뮬레이션 및 학습 환경 설정
        본 연구에서는 실험을 위해 교통 제어 시뮬레이터인 SUMO31) 기반의 강화학습 라이브러리를 지원하는 FLOW32) 프레임워크를 사용하였다. 자율 주행 자동차는 H = 3 차선과 전후방 W = 30 m 범위를 관측한다. 도로환경 내 모든 차량의 수는 N = 35이며, 1대의 자율 주행 자동차를 포함한다. 이때, 모든 차량들의 목표속도 v*는49.27 km/h이며, 제한속도 vlimit은 113 km/h으로 설정하였다. 또한 최저 및 최고 가속도의 값은 각각 amin = -5.4 m/s2, amax = 5.4 m/s2를 가진다. 주행 에피소드 실행시간 TE = 3,000ts으로 1ts는 0.1 s로 설정하였다.

        도로 환경 내에 존재하는 일반차량 ci ∈ CHV 는 Intelligence Driving Model(IDM)33) 기반의 가속도 제어를 수행하며, SUMO lane change model34)을 통해 차선변경 행동을 제어한다. IDM은 동일 차선 Leader 차량과의 상대 거리와 상대 속도, 목표속도 등을 기반으로 가속도 값을 결정하며, SUMO lane change model은 도로 환경 및 인접 차선의 상황 등을 고려하여 차선변경 시점을 결정한다.

      

      
        4.2 학습 알고리즘, 데이터셋 및 평가 지표 정의
        본 절에서는 성능 비교를 위해 활용된 오프라인 및 모방학습 알고리즘에 대해 설명하고, 학습 과정에서 활용된 다양한 품질의 데이터셋 구성 및 특성에 대해서 정의한다.

        
          4.2.1 주행 성능 비교 알고리즘
          본 연구에서는 IQL 기반 자율주행 정책의 성능 평가를 위해 데이터 기반 알고리즘과의 비교를 수행한다. 본연구에서 고려하는 비교 알고리즘은 다음과 같다.

          
            	· Implicit Q Learning (Proposed)23): 유망한 오프라인 강화학습 방법론으로, 본 연구에서 제안하는 주행 정책 학습을 위한 알고리즘이다. 특정 상태에서 선택한 행동의 기대 보상 값을 직접적으로 사용하지 않고 상태 가치 함수를 기반으로 정책을 학습한다.


            	· Conservative Q Learning (CQL)29): 행동이 과대 평가되지 않도록 보수적으로 학습하는 오프라인 강화학습 방법론이다. 크리틱 네트워크 학습 시 데이터셋에 존재하지 않는 행동에 대해 낮은 Q 값을 가지도록 규제항을 도입하여 안정적인 학습을 유도한다.


            	· Imitative Learning (IL)27): 기존 액터 크리틱 알고리즘의 액터 네트워크 목적함수에 데이터셋을 모방하는 규제항을 추가한 알고리즘이다. 이를 통해 데이터셋의 상태-행동을 직접적으로 모방하면서 동시에 가치평가를 진행한다.


            	· Behavior Cloning (BC): 모방학습의 대표적인 방법으로, 데이터셋 내 행동과 학습된 주행 정책의 차이를 최소화하는 방향으로 학습된다. 


          

          각 알고리즘에 대한 하이퍼파라미터 설정은 Appendix A1에서 확인할 수 있다.

        

        
          4.2.2 오프라인 강화학습을 위한 주행 데이터셋 
          주행 데이터셋은 그 특성상 다양한 운전 실력의 운전자들로부터 수집될 수 있으며, 각 운전자들의 운전 실력에 따라 여러 품질의 주행 데이터를 포함할 수 있다. 이에 본 연구에서는 다양한 품질의 데이터셋과 혼합 데이터셋을 고려하였으며, 시뮬레이션 환경에서 사전 학습된 다양한 성능의 주행 정책을 통해 수집하였다. 이때, 주행 정책은 온라인 강화학습 방식인 Twin delayed deep deterministic policy gradient 알고리즘28)을 통해 앞서 제안한 도로구조 및 POMDP를 기반으로 학습되었다. 본 연구에서 고려하는 데이터셋들은 총 1.2M개의 샘플로 이루어져 있으며, 3,000 Time step으로 구성된 에피소드를 400번 수행하여 구축되었다. 이때, 사전 수집된 정책의 성능에 따라 다양한 품질의 데이터셋을 고려하였으며, 데이터셋의 특징은 다음과 같다.

          
            	· Final dataset: 가장 높은 품질의 데이터셋으로, 복합도로 환경에서 학습이 완료된 시점의 주행 정책을 기반으로 수집되었다.


            	· Medium dataset: 학습이 완료되지 않은 개체로부터 수집된 데이터셋으로, 보상 값을 기준으로 학습이 완료된 개체 대비 50 %의 성능을 보이는 개체로 수집되었다.


            	· Initial dataset: 낮은 품질의 데이터셋으로 전체 학습기간 대비 10 %, 즉, 학습 초기 단계에서 수집된 데이터셋을 의미한다. 


            	· Random dataset: 가장 낮은 품질의 데이터셋으로, 모든 상태에서 무작위로 행동을 선택하는 개체를 통해 수집되었다.


            	· Final + Medium dataset: Final 데이터셋과 Medium 데이터셋을 동일한 비율로 혼합한 데이터셋이다. 혼합 데이터셋 중 가장 높은 품질을 가진다. 


            	· Medium + Random dataset: Medium 데이터셋과 Random 데이터셋을 동일한 비율로 혼합한 데이터셋이다. 


            	· Initial + Random dataset: Initial 데이터셋과 Random 데이터셋을 동일한 비율로 혼합한 데이터셋으로 가장 낮은 품질을 가진다. 


            	· Merge dataset: 램프 병합 구간만 존재하는 도로 환경에서 학습된, 학습 완료 시점의 주행 정책을 기반으로 수집되었다.


            	· Bottleneck dataset: 병목 구간만 존재하는 도로 환경에서 학습 완료된 주행 정책을 기반으로 수집되었다.


          

        

        
          4.2.3 성능 평가를 위한 평가 지표 정의
          본 연구에서는 각 알고리즘의 성능을 분석을 위한 평가지표로 Normalized reward를 고려하며, 이는 다음과같이 정의한다.
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          여기서 rewardπϕ는 학습된 정책 모델 πϕ의 보상을 의미하며, rewardrandom 및 rewardfinal는 각각 Random 데이터셋과 Final 데이터셋에 포함된 주행 데이터의 평균 보상을 의미한다. 즉, Normalized reward 값이 높을수록, 해당주행 정책의 성능이 우수함을 의미한다.

        

      

      
        4.3 데이터셋에 따른 오프라인 강화학습 기반 자율 주행 자동차의 학습 성능 분석 및 평가
        본 절에서는 학습 시 경험한 도로 환경에 따른 각 도로 구조에서의 주행 성능과 데이터셋 품질에 따른 주행 정책 모델의 성능을 비교한다. 이후, 높은 성능을 보이는 주행 정책 간의 주행 성능 비교를 통해 IQL 기반 자율주행 정책 모델의 우수성을 분석한다.

        
          4.3.1 도로 환경 별 데이터셋에 따른 각 도로 구조에서의 학습 성능 비교
          본 절에서는 도로 환경별 데이터셋에 따른 각 도로 구조에서의 성능을 비교하기 위해 램프 병합 구간과 병목 구간에서 수집한 보상에 대해 Normalized reward를 비교한다. 비교를 위해 고려하는 학습 도로 환경은 다음과 같다.

          
            	· Complex road structure (proposed): 제안하는 복합 도로 구조 환경에서 학습된 주행 정책으로, Final dataset을 기반으로 학습했다.


            	· On-ramp merging area: 램프 병합 구간만 존재하는 단일 도로 환경에서 학습된 주행 정책으로, Merge Dataset을 기반으로 학습했다.


            	· Bottleneck area: 병목 구간만 존재하는 단일 도로 환경에서 학습된 주행 정책으로, Bottleneck dataset을기반으로 학습했다.


          

          Table 2는 램프 병합 구간과 병목구간에서 각 알고리즘별 주행 정책의 Normalized reward를 비교한 표이다. 해당 결과를 통해 알고리즘의 차이보다는 학습 시 경험한 도로구조에 따라 경향성이 나누어짐을 보였으며, 단일 도로 환경에서 학습된 주행 정책은 해당 도로 구조에서는 우수한 성능을 보이지만 학습 시 경험하지 않은 다른 도로 구조에서는 성능이 감소하는 경향을 보였다. 예를 들어 IQL의 경우 램프 병합 구간에서 학습했을 때 해당 구간에서는 1.02 ± 0.01의 Normalized reward가 측정되었으나, 병목 구간에서는 0.68 ± 0.27으로 감소하였다. 반면, 제안한 복합 도로 구조에서 학습된 주행 정책의 Normalized reward는 램프 병합 구간에서 1.10 ± 0.02, 병목 구간에서 1.06 ± 0.03으로 모든 구간에서 안정적인 성능을 보였다. 이는 복합 도로 환경을 포함한 데이터셋을 활용하는 것이 주행 정책의 일반화 성능을 향상시키는 데 효과적임을 의미한다.

          
            Table 2 
				
            

            
              Comparison of normalized reward in on-ramp merging and bottleneck area based on training road environments
            
            

          

          
            
              
                	Training
Evaluation
                	Algorithm
                	Complex road structure (proposed)
                	On-ramp merging area
                	Bottleneck area
              

            
            
              	On-Ramp
merging area

              	IQL
              	1.10 ± 0.02
              	1.02 ± 0.01
              	0.74 ± 0.11
            

            
              	CQL
              	0.96 ± 0.04
              	0.90 ± 0.02
              	0.71 ± 0.03
            

            
              	IL
              	1.08 ± 0.03
              	1.05 ± 0.02
              	0.81 ± 0.10
            

            
              	BC
              	0.94 ± 0.05
              	0.91 ± 0.09
              	0.70 ± 0.09
            

            
              	Bottleneck area
              	IQL
              	1.06 ± 0.03
              	0.68 ± 0.27
              	0.96 ± 0.07
            

            
              	CQL
              	1.03 ± 0.02
              	0.69 ± 0.28
              	1.05 ± 0.08
            

            
              	IL
              	1.05 ± 0.02
              	0.72 ± 0.27
              	0.96 ± 0.01
            

            
              	BC
              	0.97 ± 0.03
              	0.54 ± 0.28
              	0.97 ± 0.03
            

          

          

        

        
          4.3.2 데이터셋 품질에 따른 학습 성능 비교
          Fig. 3은 데이터셋 품질에 따른 Normalized reward를 측정한 결과이다. 여기서, x축은 데이터셋 종류, y축은 10개 랜덤 시드에 대한 Normalized reward을 의미한다. 막대 상단의 에러바는 1차 표준 편차를 의미하며, 꺽은선 그래프는 데이터셋 자체의 Normalized reward로, 해당 데이터셋의 품질을 반영한다. 이후 절 내용부터는 알고리즘별 성능을 단일 데이터셋 및 혼합 데이터셋 관점에서 분석한다.

          
            
            

            Fig. 3 
				
            

            
              Normalized rewards of each algorithm for each dataset
            
            

            

          

          1) 단일 데이터셋: Fig. 3(a)는 단일 데이터셋을 고려했을 때의 Normalized reward를 나타낸 결과이다. 해당 결과를 통해 사전 학습된 주행 정책으로부터 수집된 데이터셋을 통해 학습할 경우, 학습 성능은 데이터셋의 성능에 비례하는 것을 확인할 수 있다. 반면, 무작위 주행 정책을 기반으로 수집된 Random 데이터셋을 고려할 경우 BC의 성능은 크게 감소하지만 오프라인 강화학습 알고리즘은 높은 성능을 유지하는 것을 확인할 수 있다. 이는 오프라인 강화학습 알고리즘이 데이터셋 내 상태-행동 쌍에 대해 가치 평가를 진행하여, 상대적으로 높은 가치를 갖는 행동을 학습할 수 있기 때문이다.

          이때, 오프라인 강화학습 알고리즘의 성능은 Initial 데이터셋을 고려했을 때보다, 품질이 가장 낮은 Random 데이터셋에서 더 높은 것을 확인할 수 있다. 이는 데이터셋 품질뿐만 아니라, 데이터셋 내 행동의 다양성 또한 학습에 중요한 영향을 미침을 의미한다.35,36) 구체적으로 Random 및 Initial 데이터셋이 포함하고 있는 행동 분포는 Fig. 4를 통해 확인할 수 있다. 여기서 x축은 가속도 조절 행동 at,acc의 값을 의미하며, y축은 빈도를 의미한다. 해당 결과를 통해 Random 데이터셋의 행동 분포가 Initial 데이터셋보다 균일함을 확인할 수 있며, 이는 Random 데이터셋이 Initial 데이터셋보다 행동 다양성이 높다는 것을 의미한다. 즉, 다양성 높은 데이터 내에서 상대적으로 높은 가치를 갖는 행동을 학습하는 오프라인 알고리즘 특성상, 높은 행동 다양성을 갖는 Random 데이터셋을 고려할 때 더욱 개선된 정책을 학습할 수 있음을 시사한다.

          
            
            

            Fig. 4 
				
            

            
              The histograms of action distributions for the Initial Dataset and the Random Dataset
            
            

            

          

          2) 혼합 데이터셋: Fig. 3(b)는 혼합 데이터가 고려되었을 때의 Normalized reward를 측정한 그래프이다. 해당 결과에서도 오프라인 강화학습 알고리즘은 모든 데이터셋에서 0.7 이상의 Normalized reward 값을 보이는 것을 확인할 수 있다. 반면, BC의 경우 Random 데이터셋이 고려된 혼합 데이터셋에서 매우 낮은 성능을 보이는 것을 확인할 수 있다. 이는 혼합 데이터셋을 고려하더라도 오프라인 강화학습은 BC 방법론 대비 개선된 주행 정책을 구축할 수 있음을 의미한다.

          해당 분석을 통해 오프라인 강화학습 방법론이 주행 정책 학습에 있어서 데이터셋의 품질 저하에 강건한 것을 확인할 수 있으며, 이는 오프라인 강화학습 기반 자율주행 정책의 유효성을 나타낸다. 그러나, 주행 정책 학습을 위한 알고리즘을 선택하는 기준에서는 단순한 보상 값의 비교 뿐만 아니라 주행 환경에서의 성능 비교가 필요하다. 이에, 다음 절에서는 Normalized reward 기준 높은 성능을 보이는 주행 정책을 주행 성능 관점에서 분석한다.

        

        
          4.3.3 알고리즘별 주행 성능 비교
          본 절에서는 각 알고리즘을 통해 구축된 주행 정책의 주행 성능을 평가한다. 모든 주행 정책들은 제안한 POMDP환경에서 수집된 데이터셋을 통해 학습되었으며, 이때, 유의미한 비교를 위해 각 알고리즘별 Normalized reward가 0.85를 초과하는 우수한 주행 정책에 대해 주행성능을 측정하였다. 본 연구에서 고려하는 주행 성능 측정 지표는 다음과 같다.

          
            	· Agility: 자율 주행 자동차의 속도로, 에피소드 길이 TE 동안의 평균 속도로 정의된다.
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            	· Bottleneck travel time: 병목 구간을 통과하는데 소요된 시간으로, 병목 구간의 길이 L˙ 및 병목 구간에서의 자율 주행 자동차의 평균 속도 v˙t,N에 대해서 L˙/v˙t,N로 정의한다.


            	· Merge travel time: 램프 병합 구간의 평균 통과 시간을 의미하며, 램프 구간의 길이 L^와 램프 구간 내 자율 주행 자동차의 평균 속도 v^t,N에 대해서 L^/v^t,N로 정의한다.


            	· Time-to-Collision: 자율 주행 자동차가 현재의 속도 vt,N를 유지할 경우, 동일 차선 Leader l¯와 충돌까지 남은 시간을 의미한다.
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            	　 이때, 1Δvt,l->0는 지시함수를 의미하며, 자율 주행 자동차와 동일 차선 Leader와의 상대 속도가 양수Δvt,l->0일 때 1, Δvt,l-≤0인 경우에 0의 값을 갖는다.


            	· Safety: 자율 주행 자동차의 충돌율을 의미하며, 전체 주행 에피소드 Etotal대비 충돌사고가 발생한 에피소드 Ecollision 의 비율로 정의된다.
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          Fig. 5는 알고리즘별 주행성능에 대한 레이더 차트를 나타낸다. 여기서, 각 Marker는 각각의 알고리즘을 나타내며, 각각의 주행 지표는 높은 값을 가질수록 우수한 주행 성능임을 나타냈다. 구체적으로 해당 지표들은 주행 정책의 주행 성능 데이터들에 대해 Min-Max 정규화를 진행한 후 IQL 성능을 기준으로 변환하였다.

          
            
            

            Fig. 5 
				
            

            
              A radar graph of driving performance for each algorithm
            
            

            

          

          해당 결과를 통해 IQL 기반 자율주행 정책이 모든 주행 성능 지표에서 우수한 값을 보이는 것을 확인할 수 있다. 특히, 주행 안전성과 관련된 지표인 Safety 및 Time-to-Collision에서 비교 알고리즘 대비 각각 평균 19.5 %, 9.48 % 높게 측정되는 것을 확인할 수 있는데, 제안하는 IQL 기반 자율주행 정책을 고려할 경우 안전하면서도 효율적인 주행이 가능함을 의미한다. 이는 IQL이 데이터셋에 포함되지 않은 상태-행동 쌍들에 대한 평가를 배제하여 OOD문제를 성공적으로 해결함으로써 제안한 POMDP 기반의 주행 정책을 효과적으로 학습하였기 때문이다. 반면, 각 도로 구조 별 성능과 관련된 지표인 Bottleneck travel time과 Merge travel time의 경우IQL을 포함한 각 알고리즘간 차이가 크지 않은 것을 확인할 수 있다. 이는 각 알고리즘별 주행정책이 동일한 POMDP를 기반으로 학습되었으며, 그 중에서 높은 Normalized reward를 가지는 주행 정책들은 각 구간에서 성공적인 주행이 가능하기 때문이다. 

        

      

    

    

  
    
      5. 결론 및 토의
      본 연구에서는 램프 병합 구간과 병목 구간이 동시에 존재하는 복합 도로 환경에서 주행 정책 학습을 위한 POMDP 모델을 정의하였으며, 데이터셋에 포함되지 않은 데이터들의 가치 평가를 배제함으로써 OOD문제를 완화한 IQL 기반의 주행 정책 학습 방식을 제안하였다. 제안 방식의 성능을 확인하기 위해 다양한 품질의 데이터셋을 정의하였고, IQL을 포함한 CQL, IL등 다양한 오프라인 알고리즘과 모방학습 알고리즘인 BC와의 Normalized reward를 비교하였다. 이를 통해 오프라인 강화학습이 모방학습 대비 데이터셋 품질 저하에 강건함을 확인하였으며, 보상 값의 단순한 비교가 아닌 주행 성능을 통해 각 알고리즘의 경향성을 확인하였다. 해당 결과에서 IQL이 다른 알고리즘에 대비 모든 지표해서 우수함을 보였으며, 안전과 관련된 지표인 Safety 및 Time-to-Collision에서 타 알고리즘 대비 각각 19.5 %, 9.48 % 향상된 성능을 보이는 것을 확인하였다.

      본 논문에서 제안한 방식은 시뮬레이터 환경에서 평가되었으며, 이는 실제 자율주행 자동차에서의 실험과는 다소 차이가 존재한다. 이에 따라 향후 연구에서는 실제 도로 환경에서 수집된 데이터를 활용하여 시뮬레이터 환경에서 검증할 것이며, 보다 현실적인 도로 환경을 반영하기 위해 램프 병합구간 및 병목 구간을 포함한 다양한 도로 환경을 구축할 예정이다.

    

    

  
    
      Nomenclature
      
        
          	
          	
        

        
          	
            S : 
          
          	
            state space
          
        

        
          	
            A : 
          
          	
            action space
          
        

        
          	
            T : 
          
          	
            state transition probability
          
        

        
          	
            
						Ω
					 : 
          
          	
            observation probability
          
        

        
          	
            O : 
          
          	
            observation space
          
        

        
          	
            R : 
          
          	
            reward function
          
        

        
          	
            γ : 
          
          	
            discount factor
          
        

        
          	
            st : 
          
          	
            state
          
        

        
          	
            at : 
          
          	
            action
          
        

        
          	
            ot : 
          
          	
            observation
          
        

        
          	
            N : 
          
          	
            the number of vehicles
          
        

        
          	
            C : 
          
          	
            a set of all vehicles
          
        

        
          	
            CHV : 
          
          	
            a set of human-driven vehicles
          
        

        
          	
            CAV : 
          
          	
            a set of autonomous vehicles
          
        

        
          	
            Ci ≠ N : 
          
          	
            human-driven vehicles
          
        

        
          	
            CN : 
          
          	
            autonomous vehicle
          
        

        
          	
            vt : 
          
          	
            velocity vector of vehicles
          
        

        
          	
            pt : 
          
          	
            position vector of vehicles
          
        

        
          	
            nt : 
          
          	
            lane indices vector of vehicles
          
        

        
          	
            dt : 
          
          	
            distance to lane reduction zones
          
        

        
          	
            W : 
          
          	
            observation range, m
          
        

        
          	
            H : 
          
          	
            number of observable lanes
          
        

        
          	
            Ct,obs : 
          
          	
            a set of observed vehicles
          
        

        
          	
            Lt,h : 
          
          	
            a set of leaders in lane h
          
        

        
          	
            Ft,h : 
          
          	
            a set of followers in lane h
          
        

        
          	
            lt,h : 
          
          	
            nearest leader in lane h
          
        

        
          	
            ft,h : 
          
          	
            nearest follower in lane h
          
        

        
          	
            ζt : 
          
          	
            drivable distance vector
          
        

        
          	
            pt : 
          
          	
            traffic density vector
          
        

        
          	
            ei : 
          
          	
            length of i-th vehicle, m
          
        

        
          	
            δ0 : 
          
          	
            minimum safe distance, m
          
        

        
          	
            at,acc : 
          
          	
            acceleration action
          
        

        
          	
            at,lc : 
          
          	
            lane-changing action
          
        

        
          	
            amin : 
          
          	
            minimum acceleration limit, m/s2
          
        

        
          	
            amax : 
          
          	
            maximum acceleration limit, m/s2
          
        

        
          	
            v* : 
          
          	
            target velocity, km/s
          
        

        
          	
            vlimit : 
          
          	
            speed limit, km/s
          
        

        
          	
            Qθ : 
          
          	
            state-action value network
          
        

        
          	
            Qθ^ : 
          
          	
            target state-action value network
          
        

        
          	
            LQ(θ)
					 : 
          
          	
            loss function for the critic network
          
        

        
          	
            VΨ : 
          
          	
            state value network
          
        

        
          	
            Lv(Ψ)
					 : 
          
          	
            loss function for the value network
          
        

        
          	
            Lτ2 : 
          
          	
            expectile regression loss function
          
        

        
          	
            Πθ : 
          
          	
            actor network (policy)
          
        

        
          	
            LΠ(Φ)
					 : 
          
          	
            loss function for the actor network
          
        

        
          	
            L˙ : 
          
          	
            length of bottleneck area, m
          
        

        
          	
            L^ : 
          
          	
            length of on-ramp merging area, m
          
        

        
          	
            TE : 
          
          	
            Length of an episode
          
        

        
          	
            Etotal : 
          
          	
            Total number of episodes
          
        

        
          	
            Ecollision : 
          
          	
            Number of accident episodes
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          Appendix
          
            Appendix A1. 
				
            

            
              Model hyperparameter settings
            
            

          

          
            
              
                	Hyperparameter
                	IQL
                	CQL
                	IL
                	BC
              

            
            
              	Actor hidden
              	[256,	256]
              	[256,	256]
              	[256,	256]
              	[256,	256]
            

            
              	Critic hidden
              	[256,	256]
              	[256,	256]
              	[256,	256]
              	–
            

            
              	Actor learning rate
              	1e−4
              	1e−4
              	3e−4
              	1e−4
            

            
              	Critic learning rate
              	1e−3
              	1e−3
              	3e−4
              	–
            

            
              	Discount factor
              	0.97
              	0.97
              	0.97
              	–
            

            
              	Batch size
              	256
              	256
              	256
              	256
            

            
              	Standard deviation
              	–
              	0
              	0.2
              	–
            

            
              	Noise clipping
              	–
              	0
              	0.5
              	–
            

            
              	Delayed update
              	–
              	2
              	2
              	–
            

            
              	
                τ
              
              	0.5	~	0.9
              	–
              	–
              	–
            

            
              	
                β
              
              	3	~	7
              	–
              	–
              	–
            

            
              	
                CQL weight
              
              	–
              	0.5	~	1
              	–
              	–
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