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            초록
          
        

        
          This paper proposed a method to perform parking slot detection and segmentation simultaneously through a deep neural network that uses around view monitor(AVM) images. The proposed method used an end-to-end, trainable, one-stage convolutional neural network(CNN) to detect locations, orientations, types, and occupancies of parking slots while performing segmentation on parking slot markings. Moreover, this paper suggested an alternating training method that could effectively train a single network to perform two tasks(detection and segmentation) in situations with a label imbalance problem between the detection and segmentation datasets. In experiments, the proposed method was quantitatively evaluated by using two public AVM image datasets. Results confirmed that the proposed model, which performed both detection and segmentation simultaneously, exhibited superior or similar performance compared to models that performed either detection or segmentation only.
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      1. 서 론
      최근 자율 주행 기술의 발전과 더불어 이의 한 분야인 자동 주차에 대해서도 활발한 기술 개발이 진행 중이다. 자동 주차 시스템에서 가장 첫 번째로 수행되어야 하는 작업은 차량 주변의 주차 가능한 공간을 정확하게 인식하는 것이다.

      주차 가능한 공간을 인식하는 대표적인 방법으로는 빈 공간 기반(Free space-based) 방법과 주차 구획 기반(Slot marking-based) 방법이 있다. 빈 공간 기반 방법은 주차 가능한 공간 주변에 차량이나 기둥, 벽 등이 존재한다고 가정하고 초음파, 라이다 등의 센서를 사용하여 주차 공간을 인식하는 방법이다. 주차 구획 기반 방법은 주로 카메라 센서를 사용하여 주차 구획 선 검출을 통해 주차 공간을 인식하는 방법이다. 이 방법은 주변 차량이나 기둥, 벽 등의 존재 유무에 영향을 받지 않는다는 장점을 갖는다. 또한, AVM(Around View Monitoring)1,2) 시스템과 같은 카메라 기반 제품의 보급으로 인해 많은 연구 개발이 이루어지고 있다. 특히, 영상을 기반으로 하는 주차 구획 기반 방법은 딥러닝 기술의 발전으로 성능이 크게 향상되었다.

      딥러닝 기반의 대표적인 방법으로는 주차 구획 검출(Detection) 방식과 주차 구획 분할(Segmentation) 방식이 있다. 주차 구획 검출은 주로 주차 구획 입구의 양쪽 코너를 의미하는 정션(Junction)을 주요 검출 대상으로 사용하며, 이를 통해 주차 구획의 위치와 방향에 대한 정보를 얻는다. 그 외에도, 주차 구획의 여러 특징 정보를 이용하여 유형 및 점유 여부 등의 다양한 정보를 함께 얻을 수 있다는 장점이 있다. 주차 구획 분할은 주차 구획의 경계를 정확하게 알 수 있고, 주차 구획의 정션 등 일부분이 가려져도 전체적인 주차 구획의 정보를 연속적으로 얻을 수 있다는 장점이 있다.

      이처럼, 주차 구획 검출과 분할은 각각 다른 장점을 가지고 있으므로 함께 수행된다면 자동 주차 시스템에 필요한 다양한 정보를 더욱 풍부하게 얻을 수 있다. 그러나 리소스가 한정적인 차량 임베디드 환경에서 검출 네트워크와 분할 네트워크를 개별적으로 사용하는 것은 비효율적이기 때문에 하나의 네트워크에서 두 가지 작업을 동시에 수행하는 연구가 필요하다. 하지만 지금까지의 연구 동향을 면밀히 살펴보면 주차 구획 검출과 분할은 각각 별도로 연구되어 왔으며, 하나의 네트워크에서 두 작업을 동시에 수행하는 연구는 없었다.

      따라서 본 논문에서는 AVM 영상에서 주차 구획 검출 및 분할을 동시에 수행할 수 있으며, 종단간(End-to-end) 학습이 가능한 합성곱 신경망(Convolutional Neural Network, CNN) 기반 모델을 제안한다. 또한, 다중 작업을 수행하는 딥러닝 모델을 효과적으로 학습시키기 위한 교대 학습(Alternating training) 방법도 함께 제안한다.

      제안된 방법은 AVM 영상으로 구성된 공개 데이터셋인 PS2.03)과 PSV23)에서 정량적으로 평가되었다. 평가 결과, 제안된 방법은 주차 구획 검출만을 수행하는 모델보다 우수한 검출 성능을 보이는 동시에 주차 구획 분할만을 수행하는 모델과는 동일한 분할 성능을 보였다. 이를 통해 제안된 방법이 단일 CNN 모델을 기반으로 주차 구획 검출과 분할을 동시에 효과적으로 수행할 수 있다는 것을 확인하였다.

    

    

  
    
      2. 관련 연구
      기존 연구에서는 주차 구획 검출과 분할이 별도의 개별적인 주제로 다루어져 왔다. 따라서 본 논문에서는 두 주제에 대한 기존 연구들을 각각 소개한다.

      
        2.1 주차 구획 검출 연구
        주차 구획 검출은 대표적으로 Multi-stage 방법과 One-stage 방법으로 분류할 수 있다.

        Multi-stage 방법 중 딥러닝과 기하학적 규칙을 함께 사용하는 방법에는 다음과 같은 연구들이 있다. Zhang 등3)과 Huang 등4)은 주차 구획 검출에 딥러닝을 사용한 초기 방법들이다. 이들은 CNN으로 정션을 검출하고, 기하학적 규칙을 기반으로 정션을 조합하여 주차 구획을 검출한다. Li 등5)은 앞선 두 방법들과 유사하게 주차 구획을 검출한 후, 검출된 결과에 추가 CNN에 적용하여 주차 구획의 위치, 방향, 유형, 점유 여부를 알아낸다. Wu 등6)은 두 개의 CNN으로 정션을 검출하고 Circular descriptor로 정션의 방향을 알아낸 후 이들을 조합하여 주차 구획을 검출한다. Huang 등7)은 Faster R-CNN으로 주차 구획을 대략적으로 검출한 후, 에지 및 이진 영상을 기반으로 주차 구획 검출 결과를 정교하게 추정한다. Zheng 등8)은 Self-calibration convolution network으로 주차 구획 입구의 중심을 추정하고, Multibin 방법으로 입구선과 구분선의 방향을 추정하여 주차 구획을 검출한 후, 기하학적 규칙을 기반으로 유형을 인식한다.

        Multi-stage 방법 중 딥러닝 만을 사용하는 방법에는 다음과 같은 연구들이 있다. Zinelli 등9)은 종단간 학습이 가능한 주차 구획 검출 방법을 제시한 최초의 연구로, Anchor free faster R-CNN이라는 기존 물체 검출 방법을 사용하여 주차 구획을 구성하는 4개의 코너를 추정해 주차 구획을 검출한다. Do와 Choi10)는 MobileNetv2로 주차 구획 유형과 방향을 식별한 후, 별도의 YOLOv3를 기반으로 주차 구획의 위치와 방향을 추정한다. Min 등11)은 CNN으로 정션을 검출한 후, Attentional graph neural network를 기반으로 정션들을 조합하여 주차 구획을 검출한다. Bui와 Suhr12)는 주차 구획 입구의 중심, 방향, 길이를 대략적으로 추정한 후, 이를 기반으로 주차 구획 요소 별 관심 영역을 설정하고 요소 별 특징을 추출하여 주차 구획을 검출한다.

        실시간 측면에서 선호되는 One-stage 방법을 주차 구획 검출에 적용한 연구들은 다음과 같다. Li 등13)은 CNN으로 직각 및 평행 주차 구획에 대해 입구의 위치, 방향, 유형을 추정하여 주차 구획을 검출한다. 사선 유형에 대해서는 방향을 추정하지 않고 미리 정의된 방향을 사용한다. Wang 등14)은 Fully convolutional one-stage object detection(FCOS)이라는 기존 물체 검출 방법을 기반으로 주차 구획을 구성하는 4개의 코너를 감지하여 주차 구획을 검출한다. Suhr와 Jung15)은 CNN으로 주차 구획의 전역 정보(대략적인 위치, 유형, 점유 여부)와 지역 정보(정확한 위치, 방향)를 동시에 추출한 후 이들을 결합하여 주차 구획을 검출한다. Lee 등16)은 CNN으로 주차 구획의 중심점 히트맵과 오프셋, 중심점-키포인트 매칭과 주차 구획 방향을 예측하고, 키포인트 검출기에서 정션 히트맵과 오프셋을 예측한 뒤, 이를 조합하여 주차 구획을 검출한다. Bui와 Suhr17)는 주차 구획을 구성하는 요소들과 이들의 연결 형태를 동시에 추출한 뒤, 추출된 정보들을 단계적으로 결합하여 주차 구획을 검출한다.

        위에 소개된 방법들은 모두 별도의 주차 구획 분할은 수행하지 않고 영상에서 직접 주차 구획의 위치와 방향을 추정하여 주차 구획을 검출하는 방식을 사용하였다.

      

      
        2.2 주차 구획 분할 연구
        주차 구획 분할은 주차 구획 검출을 목적으로 분할을 수행하는 방법과 주차 구획 분할 자체를 목적으로 하는 방법으로 분류될 수 있다. 전자에 속하는 기존 방법들은 검출과 분할을 하나의 모델에서 동시에 수행하는 것이 아닌, 분할을 수행한 후 얻은 분할 결과에 별도의 검출 방법을 적용하는 방식을 사용한다.

        주차 구획 검출을 위해 분할을 수행하는 방법에는 다음과 같은 연구들이 있다. Jang과 Sunwoo18)는 인코더-디코더 네트워크를 기반으로 영상을 주차 구획, 차선, 차량, 기타 물체로 분할한 뒤, 분할 결과에 다양한 기하학적 규칙들을 적용하여 주차 구획을 검출한다. Jian과 Lin19)은 첫 번째 U-Net에서 주차 구획 입구의 분할 맵을 생성하고, 이 결과를 두번째 U-Net에 입력하여 정션에 대한 분할 맵을 생성한 뒤, 이를 기반으로 주차 구획을 검출한다. Jiang 등20)은 Mask R-CNN으로 정션을 포함하는 분할 마스크를 생성하고 이를 기반으로 주차 선들을 인식한다. 이후, 기하학적 규칙을 기반으로 정션을 결합하여 주차 구획을 검출하고 주차 선들을 기반으로 방향을 식별한다. Yu 등21)은 Stacked hourglass 구조의 네트워크를 사용하여 주차 구획의 정션, 입구선, 분리선에 대한 분할 맵을 생성한 후, 기하학적 규칙을 기반으로 분할 맵을 조합하여 주차 구획을 검출한다. Zhou 등22)은 어텐션 기반의 인코더-디코더 네트워크를 기반으로 주차 구획의 정션, 입구선, 분리선을 분할하고 주차 구획의 중요 위치들을 추출하여 이들을 기반으로 주차 구획을 검출한다.

        주차 구획 분할 자체를 목적으로 하는 방법에는 다음과 같은 연구들이 있다. Wu 등23)은 High fusion convolutional network를 기반으로 주차 구획 분할을 수행한다. 이 방법은 분할된 주차 구획선을 시각화하기는 했으나 각 구획의 위치와 방향은 알아내지 못하였다. Jiang 등24)은 PSPNet의 Pyramid pooling module을 특징 추출 모듈로 사용하고, Residual fusion block을 정제 모듈로 사용하여 분할이 필요한 영역의 잡음에 강인하게 주차 구획 분할을 수행한다. Lai 등25)은 이중 분할 네트워크를 기반으로 주차 구획 분할을 수행한다. 상위 네트워크는 입력 영상의 1/4 크기로 대략적인 분할을 수행하고, 하위 네트워크는 이를 기반으로 입력 영상 크기의 분할 결과를 생성한다.

        위에 소개된 방법들은 주차 구획 분할만을 수행하거나 주차 구획 분할을 수행한 후 별도의 방법으로 주차 구획 검출을 수행하는 방식을 사용하며, 본 논문에서 제안된 방법과 같이 하나의 모델을 사용하여 주차 구획에 대한 검출과 분할을 동시에 수행하는 방식은 아직까지 제안되지 않았다.

      

    

    

  
    
      3. 제안 방법
      
        3.1 전체 구조
        본 논문에서는 AVM 영상에서 주차 구획 검출 및 분할을 동시에 수행하는 종단간 학습이 가능한 딥러닝 기반의 One-stage 단일 모델을 제안한다.27)

        Fig. 1은 제안된 모델의 전체적인 구조를 보여준다. Fig. 1(a)는 416×416×3의 크기의 입력 AVM 영상이며, Fig. 1(b)는 AVM 영상에서 특징을 추출하는 백본(Backbone) 네트워크이다. 제안된 모델은 백본 네트워크로 High Resolution Network(HRNet)26)을 사용한다. Fig. 1(c)는 백본 네트워크에서 산출된 특징맵으로 416×416×256의 크기를 갖는다.

        
          
          

          Fig. 1 
				
          

          
            Overall architecture of the proposed network
          
          

          

        

        Fig. 1(d)는 주차 구획 검출 헤드(Detection head)를 나타낸다. 검출 헤드는 평균 풀링(Average pooling)을 사용하여 13×13×256으로 크기를 조정한 특징맵에 3×3 컨볼루션 필터를 적용하여 13×13×14의 출력(Fig. 1(e))을 생성한다. 이 출력은 주차 구획의 위치, 방향, 정션 쌍 매칭, 유형, 점유 여부 등의 정보를 포함하며, 이에 Fig. 1(f)의 Non-Maximum Suppression(NMS)을 적용하면, Fig. 1(g)와 같은 주차 구획 검출 결과가 산출된다.

        Fig. 1(h)는 주차 구획 분할 헤드(Segmentation head)를 나타낸다. 분할 헤드는 특징맵에 1×1 컨볼루션 필터를 적용하여 416×416×1의 출력(Fig. 1(i))을 생성한다. 이 출력은 주차 구획 선에 대한 픽셀 별 분할 정보를 가지고 있다. Fig. 1(j)는 주 차 구획 분할 결과를 보여준다.

        이 구조에서 볼 수 있듯이 제안된 단일 모델은 AVM 영상으로부터 주차 구획의 위치, 방향, 유형, 점유 여부에 대한 모든 정보를 포함하는 검출 결과(Fig. 1(g))와 주차 구획 선에 대한 분할 결과(Fig. 1(j))를 동시에 산출한다는 특징을 갖는다.

      

      
        3.2 백본 네트워크
        제안된 모델에서 백본 네트워크로 사용한 HRNet은 고해상도 표현을 지속적으로 유지할 수 있는 형태의 구조를 갖는다. 고해상도 표현을 유지하면서도 다양한 스케일의 특징을 효과적으로 결합할 수 있기 때문에 객체 검출(Object detection), 의미 분할(Semantic segmentation), 인체 자세 추정(Pose estimation) 등의 다양한 응용에 사용되고 있다.

        Fig. 2는 HRNet의 구조를 보여준다. 이 네트워크는 총 4개의 스테이지로 구성되며, 각 스테이지에서는 고해상도 특징맵과 저해상도 특징맵들이 병렬적으로 결합하면서 다양한 해상도의 특징을 반복적으로 생성한다. 마지막 레이어에서는 네 가지의 서로 다른 스케일을 가진 특징맵들이 고해상도로 업샘플링되어 같은 크기로 조정되어 합쳐진다. 고해상도 특징맵은 상세한 특징 정보를 포함하고 저해상도 특징맵은 전체적인 구조 정보를 포함하기 때문에 HRNet을 통해 만들어진 특징맵은 주차 구획에 대한 고해상도의 상세한 정보와 저해상도의 추상적인 정보들을 모두 가지게 된다.

        
          
          

          Fig. 2 
				
          

          
            HRNet architecture
          
          

          

        

        주차 구획 검출을 위해서는 위치와 방향과 같은 상세한 정보와 유형과 점유 여부와 같은 전체적인 정보가 모두 필요하며, 주차 구획 분할을 위해서는 고해상도의 분할 결과를 상세하고 정확하게 획득하는 것이 필요하다. 따라서, 다양한 해상도의 정보를 모두 포함하는 특징맵을 산출하는 HRNet을 백본 네트워크로 선택하여 사용하였다.

      

      
        3.3 주차 구획 검출
        제안된 모델의 주차 구획 검출 헤드의 출력은 13×13×14 텐서이다. 이는 입력 영상을 13×13의 그리드로 나누어 각 셀마다 주차 구획에 관한 14개의 정보를 얻는 것을 의미한다. 14개의 정보 중, 9개는 주차 구획의 전역 정보를 담당하고, 5개는 주차 구획의 지역 정보를 담당한다. 그리드의 셀들 중, 주차 구획의 내부에 존재하는 셀은 주차 구획 전체에 대한 정보를 포함하므로 이에서는 전역 정보를 추출하고, 정션을 포함하는 셀은 정션의 자세한 위치 및 방향에 대한 정보를 포함하므로 이에서는 지역 정보를 추출한다. 이와 같이 전역 정보와 지역 정보를 동시에 추출하고 이를 결합하여 주차 구획을 생성하는 알고리즘은 Suhr와 Jung15)의 연구를 참고하였다.

        Fig. 3은 주차 구획 검출 헤드의 출력에 대한 상세한 설명을 보여준다. 전역 정보에는 Fig. 3(a) ~ (d)가 포함되며, Fig. 3(e)는 전역 정보들을 통합한 결과를 보여준다. 지역 정보에는 Fig. 3(f) ~ (h)가 포함되며, Fig. 3(i)는 지역 정보들을 통합한 결과를 보여준다.

        
          
          

          Fig. 3 
				
          

          
            Outputs of the parking slot detection head
          
          

          

        

        Fig. 3(a)는 그리드 셀이 주차 구획 내부에 포함될 확률을 나타낸다. 이는 백본 네트워크의 출력인 특징맵에 컨볼루션 필터 1회와 시그모이드 함수를 적용하여 얻은 13×13×1 텐서이다. 이 값이 큰 그리드 셀(주황색)에서만 나머지 전역 정보들을 사용한다.

        Fig. 3(b)는 주차 구획의 입구를 형성하는 정션 쌍의 위치를 나타낸다. 이는 백본 네트워크의 출력인 특징맵에 컨볼루션 필터 1회와 시그모이드 함수를 적용하여 얻은 13×13×4 텐서이다. 각 셀에서는 셀의 중심으로부터 정션 쌍까지의 상대 위치가 계산된다. 빨간색 화살표는 셀의 중심으로부터 정션 쌍까지의 2D 벡터를 나타낸다.

        Fig. 3(c)는 주차 구획의 유형을 나타낸다. 이는 백본 네트워크의 출력인 특징맵에 컨볼루션 필터 1회와 소프트맥스 함수를 적용하여 얻은 13×13×3 텐서이다. 주차 구획의 유형은 직각(초록색), 평행(파란색), 사선(자주색)으로 분류된다.

        Fig. 3(d)는 주차 구획의 점유 여부를 나타낸다. 이는 백본 네트워크의 출력인 특징맵에 컨볼루션 필터 1회와 시그모이드 함수를 적용하여 얻은 13×13×1 텐서이다. 점유된 주차 구획에 위치한 셀(보라색)은 큰 값을 가지고, 비점유된 주차 구획에 위치한 셀(노란색)은 작은 값을 가진다.

        Fig. 3(e)는 Fig. 3(a) ~ (d)에서 얻은 전역 정보 들을 결합한 결과를 보여준다. 전역 정보에서 주차 구획의 유형 및 점유 분류 결과는 정확하지만, 정션 쌍의 위치 추정 결과는 정확하지 못하다. 따라서 지역 정보를 함께 사용함으로써 위치 정확도를 향상시킨다.

        Fig. 3(f)는 그리드 셀이 정션을 포함할 확률을 나타낸다. 이는 백본 네트워크의 출력인 특징맵에 컨볼루션 필터 1회와 시그모이드 함수를 적용하여 얻은 13×13×1 텐서이다. 이 값이 큰 셀(주황색)에서만 나머지 지역 정보들을 사용한다.

        Fig. 3(g)는 정션의 위치를 나타낸다. 이는 백본 네트워크의 출력인 특징맵에 컨볼루션 필터 1회와 시그모이드 함수를 적용하여 얻은 13×13×2 텐서이다. 각 셀에서는 셀의 중심으로부터 셀에 포함되어 있는 정션까지의 상대 위치가 계산된다. 파란색 화살표는 셀의 중심으로부터 정션까지의 2D 벡터를 나타낸다.

        Fig. 3(h)는 정션의 방향을 나타낸다. 이는 백본 네트워크의 출력인 특징맵에 컨볼루션 필터 1회와 시그모이드 함수를 적용하여 얻은 13×13×2 텐서이다. 빨간색 화살표는 셀에 포함되어 있는 정션의 방향을 나타내는 2D 벡터이다.

        Fig. 3(i)는 Fig. 3(f) ~ (h)에서 얻은 지역 정보들을 결합한 결과를 보여준다. 지역 정보를 통해 얻은 정션의 위치는 전역 정보를 통해 얻은 것보다 더 정확한 것을 확인할 수 있다. 마지막으로 획득된 전역 정보와 지역 정보들을 결합한 후, NMS 과정을 통해 최종 주차 구획을 생성한다.

      

      
        3.4 주차 구획 분할
        Fig. 4는 제안된 모델에 포함된 주차 구획 분할 헤드의 출력에 대한 상세한 설명을 보여준다. Fig. 4(a)는 분할 헤드의 출력으로, 416×416×1 텐서이다. 출력의 크기를 입력 영상의 크기와 동일하게 설정함으로써 입력 영상의 각 픽셀의 종류(주차 구획 선 혹은 배경)가 추정되도록 한다. Fig. 4(b)와 같이, 각 셀의 값들은 시그모이드 함수에 의해 0과 1사이의 값으로 출력된다. 이 때, Fig. 4(c)와 같이, 0.5 이상의 값을 가진 픽셀들은 주차 구획 선으로 분류하고, 0.5 미만의 값을 가진 픽셀들은 배경으로 분류한다. Fig. 4(d)는 최종 주차 구획 분할 결과를 보여준다.
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            Output of the parking slot segmentation head
          
          

          

        

      

      
        3.5 교대 학습
        제안된 모델의 학습 방법으로는 교대 학습 방법을 사용하였다. 교대 학습은 여러 작업을 동시에 수행하는 딥러닝 모델을 학습시킬 때, 각 작업에 대한 손실(Loss)을 번갈아 가며 최소화하는 형태의 학습 방법이다.

        본 논문에서는 주차 구획 검출과 분할의 두 가지 작업을 동시에 수행하는 모델을 학습시켜야 하기 때문에 이러한 학습 방법을 사용하였다. 교대 학습을 적용하는 가장 단순한 방법은 각 에포크마다 검출과 분할을 번갈아 가면서 학습시키는 것이다. 그러나 이 방법은 학습 과정에서 두 작업 간의 상호작용이 단절되어 효과적인 학습이 어려울 수 있으므로, 본 논문에서는 새로운 형태의 교대 학습 방법을 사용하였다.

        본 논문에서는 공용 데이터셋에 포함된 9,827장의 영상을 딥러닝 모델 학습에 사용하였다. 이 중 2,071장은 주차 구획 검출을 위한 레이블과 분할을 위한 레이블을 모두 포함하지만, 나머지 7,756장은 주차 구획 검출을 위한 레이블만을 포함한다. 이는 검출 레이블을 분할 레이블에 비해 더 쉽게 획득할 수 있기 때문이다. 이러한 상황에서 주차 구획 검출과 분할의 두 가지 작업을 모두 수행하는 딥러닝 모델을 학습하기 위해 본 논문에서는 Fig. 5에 제시된 교대 학습 방법을 사용하였다.
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            Alternating training of the proposed method
          
          

          

        

        사용된 교대 학습 방법은 홀수 번째 에포크에서는 Fig. 5의 상단 그림과 같이 검출 레이블만 포함된 데이터를 사용하여 검출 손실을 최소화하는 방향으로 학습을 진행한다. 짝수 번째 에포크에서는 검출 레이블과 분할 레이블을 모두 포함하는 데이터를 사용하여 검출 손실과 분할 손실의 가중합을 최소화하는 방향으로 학습을 진행한다.

        이러한 방법을 사용하면, 검출에 대해서는 모든 에포크에서 학습을 진행하게 되고, 짝수 에포크에서는 검출과 분할 간의 상호작용이 발생하도록 학습을 진행할 수 있게 되므로 균형 잡힌 학습을 통해 검출과 분할 모두에서 우수한 성능을 얻을 수 있다. 또한, 검출과 분할 레이블을 모두 포함하는 데이터뿐만 아니라 상대적으로 개수가 많은 검출 레이블만 포함된 데이터도 모두 활용할 수 있게 되어 제안된 모델을 보다 효과적으로 학습할 수 있다.

      

      
        3.6 손실
        제안된 모델의 학습에 사용되는 손실은 검출 손실과 분할 손실로 구성된다. 교대 학습의 홀수 번째 에포크에서는 식 (1)의 검출 손실(Lossdet)만 사용되고, 짝수 번째 에포크에서는 식 (1)의 검출 손실과 식 (2)의 분할 손실(Lossseg)의 가중합이 사용된다. 가중합은 분할 손실에 1000을 곱한 값을 검출 손실과 더하여 얻어진다.

        검출 손실은 식 (1)과 같이 7개의 서로 다른 손실이 가중합 되어 계산되며, Table 1은 검출 손실에 대한 세부 내용을 보여준다. 검출 손실에 대한 더욱 자세한 내용은 Suhr와 Jung15)의 논문에서 확인 가능하다.

        
          Table 1 
				
          

          
            Details of the parking slot detection loss
          
          

        

        
          
            
              	Losses
              	Weight
            

          
          
            	
              Losssp
            
            	Possibility to be within parking slot
            	Mean squared
            	
              Wsp
            
            	50
          

          
            	
              Losssxy
            
            	Location of paired junction
            	
              Wsxy
            
            	500
          

          
            	
              Lossst
            
            	Type of parking slot
            	Cross entropy
            	
              Wst
            
            	50
          

          
            	
              Lossso
            
            	Occupancy of parking slot
            	
              Wso
            
            	50
          

          
            	
              Lossjp
            
            	Possibility to include junction
            	Mean squared
            	
              Wjp
            
            	500
          

          
            	
              Lossjxy
            
            	Location of junction
            	
              Wjxy
            
            	5000
          

          
            	
              Lossjv
            
            	Orientation of junction
            	
              Wjv
            
            	1000
          

        

        

        분할 손실은 식 (2)와 같이 Cross entropy 손실로 표현된다. 식 (2)에서 N은 영상의 픽셀 수, gi는 정답 레이블, yi는 모델의 출력이다. 각 손실의 가중치는 실험을 통해 설정되었다.
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      4. 실 험
      
        4.1 데이터 세트
        제안된 방법은 AVM 영상으로 구성된 공용 데이터셋인 Tongji Parking Slot 2.0(PS2.0)과 Panoramic Surround View(PSV)를 기반으로 학습 및 평가되었다. Table 2는 PS2.0과 PSV 데이터셋에 대한 설명을 보여준다.

        
          Table 2 
				
          

          
            Summaries of the PS2.0 and PSV datasets
          
          

        

        
          
            
              	
              	PS2.0 dataset
              	PSV dataset
            

          
          
            	
              Purpose
            
            	Parking Slot
            	Parking Slot
          

          
            	Detection
            	Segmentation
          

          
            	
              Image resolution (pixels)
            
            	600×600
            	600×600, 1,000×1,000
          

          
            	
              Corresponding area (meters)
            
            	10×10
            	10×10
          

          
            	
              Number of images
            
            	
              Train
            
            	9,827
            	2,071
          

          
            	
              Test
            
            	2,338
            	2,178
          

          
            	
              Total
            
            	12,165
            	4,249
          

        

        

        PS2.0은 주차 구획 검출을 위한 데이터셋으로, 학습용 영상 9,827장과 평가용 영상 2,338장으로 구성된다. 이는 세 가지 유형(직각, 평행, 사선)의 주차 구획을 포함하며, 다양한 주차 시나리오(실외, 실내, 주간, 야간, 맑은 날, 비 오는 날, 강한 그림자 등의 조명 조건)로 구성된 데이터셋이다.

        PSV는 주차 구획 분할을 위한 데이터셋으로 총 4,249장의 영상으로 구성되며, PS2.0과 동일하게 세 가지 유형의 주차 구획을 포함한다. PSV는 PS2.0과 동일한 영상 2,017장을 포함한다. 즉, 2,017장의 영상에는 검출과 분할을 위한 레이블이 모두 포함되어 있다. 본 논문에서는 효과적인 교대 학습을 위해서 PSV 중 검출과 분할을 위한 레이블을 모두 포함하는 2,017장을 학습에 사용하고, 분할을 위한 레이블만 포함하는 2,178장을 평가에 사용하였다. PSV에는 주차 구획 선 뿐만 아니라 다양한 차선에 대한 레이블이 포함되어 있지만, 본 논문에서는 제안된 방법이 대상으로 하는 주차 구획 선 레이블만을 사용하였다. 두 데이터셋에 포함된 영상들은 416×416 픽셀로 크기가 조정되어 학습 및 평가에 사용되었다.

      

      
        4.2 평가 지표
        제안된 방법은 기존 논문들에서 공통적으로 사용된 검출 및 분할 평가 지표를 기준으로 정량적으로 평가되었다.

        주차 구획 검출 결과는 재현율(Recall), 정밀도(Precision), 유형 분류 성능, 점유 분류 성능, 평균 위치 오차, 평균 방향 오차를 기준으로 평가되었다. 이 때, 검출된 주차 구획의 두 정션이 모두 정답 위치와 12픽셀 이내의 차이를 보이면서 검출된 주차 구획의 방향이 정답 각도와 10도 이내의 차이를 보이면 정검출(True positive)로 간주하였고, 그렇지 않으면 오검출(False positive)로 간주하였다. 재현율 및 정밀도는 식 (3)과 식 (4)를 기반으로 계산되며, 두 값이 모두 100 %에 근접할수록 검출 결과가 우수하다는 것을 의미한다.
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        주차 구획 분할 결과는 mIOU(Mean Intersection Over Union)를 기준으로 평가되었다. mIOU는 예측된 분할 결과와 정답 분할 레이블 사이의 일치도를 픽셀 단위로 평가하는 지표로, 식 (5)를 기반으로 계산된다. 이 식에서 Pest와 Pgt는 주차 구획 선에 대한 추정 결과와 정답을 나타내고, Best와 Bgt는 배경에 대한 추정 결과와 정답을 나타낸다. mIOU가 1.0에 근접할수록 분할 결과가 우수하다는 것을 의미한다.
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        4.3 성능 평가
        Table 3은 PS2.0의 평가 데이터셋을 사용하여 제안된 방법의 주차 구획 검출 성능을 평가한 결과를 보여준다. 이 표에서 Detection baseline은 제안된 모델에서 주차 구획 분할 부분을 제거한 후 주차 구획 검출만을 수행하도록 변경한 모델을 나타낸다. 주차 구획 검출과 분할을 모두 수행하는 제안된 모델이 주차 구획 검출만을 수행하는 Detection baseline 모델 보다 재현율, 점유 분류 성능, 평균 위치 오차 측면에서는 우수한 성능을 보여주었고, 정밀도와 유형 분류 성능, 평균 방향 오차 측면에서는 동일한 성능을 보여주었다.

        
          Table 3 
				
          

          
            Performance comparison of parking slot detection on the PS2.0 dataset(using detection baseline)
          
          

        

        
          
            
              	
              	Recall
              	Precision
              	Type classification rate
              	Occupancy classification rate
              	Location error mean (pixel)
              	Orientation error mean (degree)
            

          
          
            	
              Proposed method
            
            	99.54 %
            	99.72 %
            	100.0 %
            	99.54 %
            	0.54
            	0.21
          

          
            	
              Detection baseline
            
            	99.49 %
            	99.72 %
            	100.0 %
            	99.44 %
            	0.56
            	0.21
          

        

        

        Table 4는 PSV의 평가 데이터셋을 사용하여 제안된 방법의 주차 구획 분할 성능을 평가한 결과를 보여준다. 이 표에서 Segmentation baseline은 제안된 모델에서 주차 구획 검출 부분을 제거한 후 주차 구획 분할만을 수행하도록 변경한 모델을 나타낸다. 주차 구획 검출과 분할을 모두 수행하는 제안된 모델이 주차 구획 분할만을 수행하는 모델과 거의 유사한 mIoU를 보이는 것을 확인할 수 있다.

        
          Table 4 
				
          

          
            Performance comparison of parking slot segmentation on the PSV dataset(using segmentation baseline)
          
          

        

        
          
            
              	
              	Mean IoU
            

          
          
            	　　Proposed method
            	0.70
          

          
            	　　Segmentation baseline
            	0.72
          

        

        

        Table 3과 Table 4를 통해 본 논문에서 제안된 방법이 주차 구획 검출과 분할을 모두 수행할 수 있다는 장점을 가지는 것과 동시에 검출과 분할 중 한 가지 작업만을 수행하도록 학습된 모델들에 비해서도 다소 우수하거나 유사한 성능을 보일 수 있다는 것을 확인하였다. 이는 주차 구획 인식 측면에서 중요한 주차 구획 검출과 분할이라는 두 가지 작업을 수행하기 위해서 기존의 방법들과 같이 서로 다른 두 개의 네트워크를 사용할 필요가 없이 제안된 방법과 같이 두 가지 작업을 동시에 수행하는 하나의 네트워크만을 사용하면 된다는 것을 의미한다. 따라서 제안된 방법을 사용하여 주차 구획 검출과 분할을 수행하는 실시간 임베디드 시스템을 구현하는 경우, 두 작업의 성능을 거의 동일하게 유지하는 동시에 절반의 연산량을 사용하는 효과를 얻을 수 있게 된다.

        Fig. 6은 제안된 방법으로 다양한 상황에서 주차 구획 검출 및 분할을 수행한 결과의 예들을 보여준다. 각 그림은 AVM 영상에 대한 주차 구획 검출 결과(왼쪽)와 주차 구획 분할 결과(오른쪽)로 구성되어 있다. 검출 결과 그림에서 초록색, 파란색, 자주색 선은 각각 직각, 평행, 사선 유형의 주차 구획을 나타내고, 실선과 점선은 각각 비어 있는 주차 구획과 점유된 주차 구획을 나타낸다. 분할 결과 그림에서 흰색은 주차 구획 선을 나타내고, 검은색은 배경을 나타낸다. 이 그림에 제시된 결과들을 통해 제안된 방법을 사용하면 단일 네트워크를 기반으로 주차구획 검출 및 분할을 다양한 상황에서 안정적으로 수행할 수 있다는 것을 확인할 수 있다.

        
          
          

          Fig. 6 
				
          

          
            Parking slot detection and segmentation results of the proposed method
          
          

          

        

      

      
        4.4 성능 비교
        Table 5는 PS2.0의 평가 데이터셋을 사용하여 제안된 방법의 주차 구획 검출 성능과 기존 여섯 가지 방법의 주차 구획 검출 성능을 비교한 결과를 보여준다. 주차 구획 검출과 분할을 모두 수행하는 제안된 모델은 주차 구획 검출만을 수행하는 기존 모델들과 비교하여도 다소 우수하거나 유사한 주차 구획 검출 성능을 보이는 것을 확인하였다. 기존 방법들 중 유형이나 점유 분류 성능을 평가할 수 없는 경우에는 N/A로 표기하였다.

        
          Table 5 
				
          

          
            Performance comparison of parking slot detection on the PS2.0 dataset(using previous methods)
          
          

        

        
          
            
              	
              	Recall
              	Precision
              	Type
classification rate
              	Occupancy
classification rate
              	Location
error mean (pixel)
              	Orientation
error mean (degree)
            

          
          
            	
              Proposed method
            
            	99.54 %
            	99.72 %
            	100.0 %
            	99.54 %
            	0.54
            	0.21
          

          
            	
              Method in 17)
            
            	99.63 %
            	99.63 %
            	100.0 %
            	99.49 %
            	0.60
            	0.21
          

          
            	
              Method in 15)
            
            	99.77 %
            	99.77 %
            	100.0 %
            	99.31 %
            	1.02
            	0.18
          

          
            	
              Method in 10)
            
            	94.43 %
            	95.22 %
            	100.0 %
            	98.54 %
            	2.46
            	1.13
          

          
            	
              Method in 13)
            
            	99.31 %
            	99.40 %
            	N/A
            	98.33 %
            	1.20
            	0.27
          

          
            	
              Method in 4)
            
            	93.13 %
            	96.51 %
            	N/A
            	N/A
            	1.93
            	0.23
          

          
            	
              Method in 3)
            
            	98.99 %
            	99.63 %
            	N/A
            	N/A
            	1.57
            	0.39
          

        

        

        반면, PSV의 평가 데이터셋을 사용하여 제안된 방법과 기존 방법들의 주차 구획 분할 성능을 비교한 결과는 얻지 못하였다. 4.1절에서 언급한 대로, 본 논문은 효과적인 교대 학습을 위해 PSV 전체 데이터셋 중 검출과 분할 레이블을 모두 포함하는 영상은 학습에 사용하고, 분할 레이블만 포함하는 영상은 평가에 사용한다. 따라서, 기존 방법들과 제안된 방법의 주차 구획 분할을 위한 학습 및 평가 데이터셋의 구성이 다르므로 동일한 조건에서의 성능 비교 결과는 확인할 수 없었다.

      

    

    

  
    
      5. 결 론
      본 논문은 AVM 영상에서 주차 구획 검출 및 분할을 동시에 수행하는 종단간 학습이 가능한 합성곱 신경망을 최초로 제안한다. 본 논문에서는 주차 구획 인식 측면에서 중요한 주차 구획 검출과 분할이라는 두 가지 작업을 동시에 수행할 수 있는 단일 네트워크 구조를 제안하였으며, 주차 구획 검출과 분할에 대한 레이블이 모든 영상에 대해 동시에 제공되지 못하는 상황에서 제안된 네트워크를 효과적으로 학습시키기 위한 교대 학습 방법을 제안하였다. 제안된 방법은 두 개의 공용 AVM 영상 데이터셋을 기반으로 학습 및 평가되어 주차 구획 검출과 분할을 각각 별도의 네트워크를 기반으로 수행하였을 때와 비교하여 다소 우수하거나 유사한 성능을 보였다. 향후에는 제안된 네트워크를 채널 가지치기 방법으로 간소화하고 양자화하여 NPU(Neural Processing Unit)가 장착된 실시간 임베디드 시스템에 적용하여 이의 효율성 및 실용성을 확인할 계획이다.
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