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            초록
          
        

        
          In January 2023, Mercedes-Benz became the world’s first automaker to receive the Level 3 certification as defined by FSAE, and began selling its automated vehicles in the United States in the second half of the year. This development has spurred major automotive manufacturers to accelerate the development of systems that approach Level 3 autonomous driving. As the level of autonomous driving increases, the risk of fatal safety accidents due to environmental perception errors also escalates. To address this issue, securing data that can narrow the gap between real-world and development environments becomes crucial. This paper introduces an environmental perception system for autonomous driving based on the data-centric AI development methodology led by Andrew Ng. Specifically, it proposes a dataset design methodology to expand the Operational Design Domain(ODD), and explains how to implement this effectively through the configuration of a Machine Learning Pipeline after validating its effectiveness.
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      1. 서 론
      2023년 1월, 메르세데스-벤츠는 FSAE에서 정의한 Level 3 인증을 세계 처음으로 받았고, 그 해 하반기 미국에서 판매를 시작했다. Level 3 차량이 판매되기 시작하면서 완성차 회사들의 자율주행 개발 기술력 경쟁은 가속화되고 있다. 22년 KDB 산업은행에서 발간된 “자율주행차 글로벌 산업 동향”1)에서는 2021년 글로벌 판매 비중 1 % 미만이었던 Level 3 자율주행 차량이 2030년에는 50 % 이상이 될 것으로 전망하고 있다.2) 향후 Level 3 이상의 자율주행 인증을 받아 도로 주행이 가능한 차량이 많아질 것이다. 자율주행 기술은 빠르게 발전하고 있으나 Level 3에 근접한 자율주행 차량들의 사고는 여전히 발생하고 있으며 테슬라, 웨이모 사례에서 알 수 있듯이 인지 시스템 오류가 높은 비중을 차지한다.

      자율주행 레벨이 고도화될수록 개발에 투입해야 하는 시간과 비용은 비약적으로 상승한다. 특히 Level 3 이상의 자율주행 인지 시스템 개발을 위해 확보해야 하는 인공지능 데이터의 양은 방대하다. 정의한 Operational Design Domain(ODD)에 맞춰 성능 목표를 정하고 성능이 취약한 ODD 조건의 성능개선에 집중하면 자율주행 인지 시스템 성능 개선을 위해 투입해야 할 시간과 비용을 줄일 수 있다. 인공지능 시스템 개발에 사용되는 학습데이터의 설계 단계에서 인공지능 모델의 적용 범위에 맞춰 데이터 유형을 구분하면 선택과 집중을 통해 효율적인 성능 개선이 가능하고 ODD 확장에 투입되는 리소스를 줄일 수 있다.

      본 논문에서는 데이터 중심의 AI 개발 방법론을 적용해 자율주행 ODD 확장을 위한 이미지 데이터셋 설계방법을 제안하고 생성된 데이터셋을 활용해 ML Pipeline을 구현해 객체 탐지모델의 ODD 확장에 유효한지 검증한다.

    

    

  
    
      2. 데이터 중심의 AI 개발을 위한 데이터셋 설계
      데이터 중심의 AI 개발3-6)이란 AI 시스템은 코드와 데이터 2개 영역으로 나눌 수 있으며, 코드보다 데이터 개선에 집중하는 것이 AI 시스템의 성능을 향상시키는데 더 효과적이라는 주장이다.

      자율주행은 많은 양의 센서 데이터를 다루기 때문에 인지 시스템을 개발할 때 인공지능 모델의 필요에 맞춰 최적화된 데이터를 확보하고 양질의 학습데이터를 공급하는 것이 중요하다.

      데이터수집을 진행할 때 현실적인 제약으로 ODD 불균형이 발생할 수밖에 없으며 ODD 조건에 따라 필요한 데이터를 확보했는지 판단할 수 있어야 한다.

      ODD 조건 조합으로 데이터의 유형을 구분함으로써 ODD 조건을 고려한 평가지표를 확보할 수 있고 평가지표에 따라 데이터의 양과 질의 개선이 가능해 데이터 중심의 AI 개발이 가능해진다.

      
        2.1 데이터 유형 구분을 위한 인자 정의
        ISO 262629)에 정의된 “Exposure”의 개념을 해석해 이미지 데이터 기준 “Scene Exposure”라는 지표 계산 방법은 식 (1)과 같다.
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        P(SE)는 이미지 데이터 기준 특정 조건의 노출도를 나타내는 확률, Ncondition은 해당 조건에 맞는 이미지 프레임의 개수, Ntotal은 취득된 데이터 프레임의 총 수이다.

        데이터를 개선하기 위해 투입해야 하는 ‘Input Resource’는 투입 시간과 비용의 조합으로 표현할 수 있고 지표를 계산하는 방법은 식 (2)와 같다.
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        IRtime은 투입된 시간의 상대적 비중, IRcost는 투입된 비용의 상대적 비중, IRtotal데이터 개선에 투입된 총 투입 리소스이다. 투입 시간, 투입 비용, 투입 비중은 구축데이터의 속성에 따라 총 투입 리소스의 값이 1이 되도록 설계 담당자가 정의할 수 있다. 할당된 예산, 프로젝트의 목표일정 등으로 정할 수 있다.

      

      
        2.2 데이터 유형 정의
        정의된 인자의 수준을 ISO 26262를 참조해 4단계로 구분하고 각 인자의 조합으로 데이터 유형을 정의해 Table 1, Table 2와 같이 나타냈다.

        
          Table 1 
				
          

          
            Class of scene exposure
          
          

        

        
          
            
              	
              	Class of scene exposure
            

            
              	SE1
              	SE2
              	SE3
              	SE4
            

          
          
            	Description
            	High
            	Medium
            	Low
            	Very low
          

          
            	P(SE)
            	> 30 %
            	over 10~30 %
            	5 to 10 %
            	< 5 %
          

        

        

        
          Table 2 
				
          

          
            Class of input resources
          
          

        

        
          
            
              	
              	Class of input resources
            

            
              	IR1
              	IR2
              	IR3
              	IR4
            

          
          
            	Description
            	Minimal
            	Moderate
            	Substantial
            	Excessive
          

          
            	
              IRtotal
            
            	< 0.6
            	0.6 to 0.8
            	Over 0.8~0.95
            	> 0.95
          

        

        

        Table 1과 Table 2를 통해 정의한 지표들의 조합으로 Table 3과 같이 데이터 유형이 정리된다. 개발된 모델을 활용해 각 데이터 유형에 대한 평가를 진행하고 부족한 데이터를 수집해 나가면 분할된 조건에 집중해 데이터의 집중 개선이 필요한 영역을 파악할 수 있다.

        
          Table 3 
				
          

          
            Data category matrix
          
          

        

        
          
            
              	Scene exposure class
              	Input resources class
            

            
              	IR1
              	IR2
              	IR3
              	IR4
            

          
          
            	SE1
            	Typical
            	Typical
            	Typical
            	Critical
          

          
            	SE2
            	Typical
            	Typical
            	Critical
            	Critical
          

          
            	SE3
            	Typical
            	Critical
            	Critical
            	Edge
          

          
            	SE4
            	Critical
            	Critical
            	Edge
            	Edge
          

        

        

      

      
        2.3 ODD 속성과 데이터 유형의 연결
        자율주행 차량은 ODD를 기반으로 주행 가능한 영역7,8)이 정의되기 때문에 Table 3에 정리된 데이터 유형 행렬은 ODD 속성과 연결되어야 한다. 이미지에 많은 영향을 주는 대표적인 날씨 정보와 광원정보를 4단계로 표현하면 아래 Table 4와 같다.

        
          Table 4 
				
          

          
            ODD taxonomy attribute expression
          
          

        

        
          
            
              	ODD
              	Attribute level
            

            
              	Level1
              	Level2
              	Level3
              	Level4
            

          
          
            	Weather
            	Rainfall
            	No
            	Light
            	Medium
            	Extreme
          

          
            	Backlight
            	Sun
            	No
            	Light
            	Medium
            	Extreme
          

        

        

        ODD 속성의 각 레벨에 맞춰 SE, IR 지표에 대응시키고 그 조합으로 데이터 유형을 결정할 수 있다. 일관성 있는 데이터 가공 작업을 위해 각 레벨은 수준을 표현할 수 있는 구체적인 문장으로 정의하고 최대한 많은 예시 이미지를 확보해 데이터 가공 작업자들이 직관적으로 인지할 수 있게 해야 한다. 예를 들어 Rainfall extreme은 “폭우로 인해 이미지의 선명도가 낮아지거나, 객체 및 차선의 구분이 어려운 경우”로 표현할 수 있고 Sun extreme은 “태양으로 인해 이미지 전체 밝기에 불균형이 생긴 경우”로 표현할 수 있다. 해당 이미지는 Fig. 1, Fig. 2와 같다.

        
          
          

          Fig. 1 
				
          

          
            Rainfall extreme image
          
          

          

        

        
          
          

          Fig. 2 
				
          

          
            Sun extreme image
          
          

          

        

        4단계로 구분된 각 속성의 레벨을 SE1~SE4, IR1~IR4 각 Level의 지표에 대응시킬 수 있고 대응된 값을 기반으로 데이터 유형이 Typical case, Critical case, Edge case중 1개로 선택된다. 모든 ODD 속성값은 각 1개의 데이터 유형에 할당된다.

      

      
        2.4 ODD 조건부 지표 추출
        Table 4에서 ODD 구성요소 각 속성의 수준 정의가 완료됐다면 데이터 유형에 따라 목표 성능지표를 정해 목표 성능지표를 달성하지 못했을 때 데이터를 수집하는 과정을 반복해야 한다. Rainfall을 예시로 데이터 유형을 구분하고 객체 탐지모델을 사용해 목표 성능을 정의하면 Table 5와 같다.

        
          Table 5 
				
          

          
            Conditional metrics based on data category
          
          

        

        
          
            
              	
              	Rainfall
            

            
              	No
              	Light
              	Medium
              	Extreme
            

          
          
            	Data category
            	Typical
            	Critical
            	Edge
          

          
            	mAP(Yolov5)
            	Target
            	0.9
            	0.8
            	0.7
            	0.6
          

        

        

        지표를 추출하는 방식은 객체 탐지모델의 대표적인 평가지표인 mAP를 계산하되 평가 대상 이미지의 데이터 유형 추적이 가능하도록 해야 하고 ODD 속성정보를 활용하면 된다. ODD 속성 정보를 사용해 mAP 계산에 필요한 정보를 추출하면 아래 Table 6과 같다. 각 이미지에 존재하는 객체의 추론 결과값은 ODD 속성정보와 데이터 유형정보를 갖는다.

        
          Table 6 
				
          

          
            Conditional metrics information
          
          

        

        
          
            
              	ODD
              	Label
              	Inference
            

            
              	Class
              	Confidence
              	IoU
              	Class
            

          
          
            	Rainfall
            	Extreme
            	Car
            	0.956
            	0.983
            	Car
          

          
            	Car
            	0.938
            	0.894
            	Car
          

          
            	Car
            	0.906
            	0.938
            	Car
          

          
            	Car
            	0.571
            	0.900
            	Car
          

          
            	Car
            	0.187
            	0.000
            	Traffic light
          

          
            	No
            	Car
            	0.967
            	0.96
            	Car
          

          
            	Car
            	0.950
            	0.905
            	Car
          

          
            	Car
            	0.004
            	0.015
            	Pedestrian
          

          
            	Car
            	0.003
            	0.016
            	Pedestrian
          

        

        

        mAP를 계산하는 방법에 데이터 유형 및 ODD구성요소에 따라 필터링하는 단계만 추가해 평가지표를 계산하면 데이터 유형별 평가 결과를 추출할 수 있게 돼 데이터 유형별 목표성능 달성 여부를 확인할 수 있다. ODD 조건에 따라 지표를 추출하는 방법을 전통적인 통계학 용어를 인용해 “ODD 조건부 지표(ODD conditional metrics)”라 정의한다.

      

      
        2.5 유효성 검증을 위한 ML Pipeline 설계 및 검증
        ODD 조건부 지표 추출이 완료되면 데이터 유형의 각 행렬 요소는 각 ODD 속성 및 데이터 유형을 대표하는 평가지표로 치환될 수 있다. 치환된 평가지표와 비교해 모델의 추론성능이 목표에 미달성 됐다면 달성할 때까지 해당 행렬 요소의 데이터를 수집해 데이터의 양과 질을 개선해 나가는 과정을 반복해야 한다. 이런 과정을 반복하면서 Critical case, Edge case 영역을 줄여 나가면 최소한의 리소스를 투입해 ODD를 확대해 나갈 수 있다. 직관적으로 인지할 수 있도록 그림으로 표현하면 Fig. 3과 같다.

        
          
          

          Fig. 3 
				
          

          
            ODD Extension visualization
          
          

          

        

        해당 작업을 반복하는 과정은 수동으로 진행할 수 없으므로 Airflow, Kubeflow, ClearML 같은 ML 자동화 툴을 사용해 반복작업 파이프라인을 구성해야 한다.

        ClearML을 사용해 간단한 파이프라인을 구성해 설계된 데이터셋을 사용해 자동화 파이프라인 구현이 가능한지 검증했다. ODD 조건부 지표와 비교해 추론결과가 목표 성능에 마달된 경우 오토트리거 설정을 통해 데이터를 자동으로 가져와 학습, 검증, 평가를 반복하는 자동화 파이프라인을 구현할 수 있었다. 검증한 ClearML 파이프라인 컨셉은 Fig. 4와 같다.

        
          
          

          Fig. 4 
				
          

          
            ClearML pipeline
          
          

          

        

        데이터 중심의 인공지능 시스템을 개발하려면 데이터 생산 전주기 영역을 통제할 수 있는 파이프라인 컨셉을 설계해야 한다. 검증된 유효성에 기반해 데이터 수집, 변환, 처리, 가공, 검수, 학습, 검증, 평가 등 ML 전주기 개발 Cycle을 고려해 구체화하면 Fig. 5와 같다.

        
          
          

          Fig. 5 
				
          

          
            Data-Centric AI ML pipeline concept design
          
          

          

        

        설계된 파이프라인의 컨셉은 자동화뿐만 아니라 데이터 베이스 구조의 데이터 레이크와 연동돼 수집된 데이터의 반복적인 개선을 자동화할 수 있는 구조이다.

        인공지능 시스템 개발은 평가를 반복10)하면서 모델의 안정화, 고도화를 진행한다. 개발 Cycle이 반복될 때 모델을 고정하고 데이터를 개선하거나, 데이터를 고정하고 모델을 개선하는 방식 중 효과적인 방법을 선택해 변경인자의 영향을 최소화한 상태로 1 Cycle 개발을 완료해야 한다. 결과에 따라 다음 개발 Cycle을 진행할 때 두 개발 방식 중 효과적인 방식을 취할 수 있어 한 가지 개발방식만 택하는 것 대비 모델 성능의 한계지점을 높일 수 있도록 ML파이프라인을 설계했다.

        제안한 방법으로 객체 탐지모델을 사용해 대량의 데이터를 학습시키고 최적화시켜 나가는 과정을 수행한 결과 Fig. 6과 같은 실험 결과를 얻었다.

        
          
          

          Fig. 6 
				
          

          
            Data-Centric AI effect
          
          

          

        

        가로축은 객체의 클래스별 학습데이터 이미지 개수, 좌측 세로축은 객체 개수, 우측 세로축은 객체 탐지모델의 성능 지표 및 정규화된 투입 리소스를 의미한다. 범례에는 총 투입 리소스와 ODD 구성요소(시간대, 날씨)의 평가지표를 볼 수 있도록 표현했고 Resource는 IR 지표와 동일한 의미이다.

        4만(40 K), 14만(140 K), 26만(260 K) 프레임으로 양을 늘려 가면서 학습한 결과 학습량이 늘어남에 따라 성능이 높아지는 것을 확인할 수 있고 26만 프레임과 최적화된 7만 프레임(70 k_optz) 학습결과 모두 최초 성능목표인 “Target mAP: 0.85”를 달성했다.

        정의한 ODD 조건인 시간대(주간/야간)조건 및 날씨(맑음/비) 조건의 데이터 유형을 구분해 지표를 추출하고 성능이 떨어지는 데이터 유형의 양과 질을 개선해 가면서 학습한 결과 데이터 생산에 투입되는 리소스를 35 % 수준까지 줄일 수 있었다.

        비용을 제외한 데이터 생산에 투입되는 리소스 계산은 Table 7과 같다. 최대 리소스가 투입된 260 K의 지표를 1로 정규화해 계산한다.

        
          Table 7 
				
          

          
            Input resource
          
          

        

        
          
            
              	Model
              	Input resources
            

            
              	Training time(hours)
              	Data storage(GB)
            

          
          
            	40 K
            	240
            	101
          

          
            	140 K
            	420
            	332
          

          
            	260 K
            	1,688
            	558
          

          
            	70 K_optz
            	400
            	232
          

        

        

        실험데이터는 에이모에서 자체 구축한 AD Dataset ver 1.0을 사용했다. 해당 결과는 데이터를 구축해 가며 후행적으로 얻은 결과지만 한번 수행해 얻은 ODD 조건부 특성 지표는 신규 구축하고자 하는 자율주행 데이터 유형에 적용해 일반화 가능하다.

      

    

    

  
    
      3. 결 론
      
        	1) 데이터 구축 초기 단계에서 ODD 속성과 데이터의 유형 구분을 통해 데이터를 설계하는 방법을 제안함으로써 데이터 가공작업의 주체인 인간이 자율주행 도메인에 특화된 데이터의 특징을 인지할 수 있는 직관성이 높아졌다. 직관성이 높아짐에 따라 데이터 일관성 확보에 유리해져 인공지능 시스템 개발 효율성이 좋아졌다.


        	2) 제안한 방법으로 데이터셋을 설계함으로써 많은 리소스 투입을 해야 하는 데이터셋 튜닝과 모델 튜닝과정의 자동화 설계가 가능해졌다. 자동화 설계를 통해 인공지능 시스템의 개발 및 배포기간이 단축될 수 있고 투입 리소스 절감으로 이어진다.


        	3) 모델이 꼭 필요로 하는 분할된 데이터 영역에 맞춰 데이터 개선 및 성능평가가 가능해져 불필요한 데이터 수집이 줄어들고 투입 리소스 절감으로 이어진다.
본 연구에서 정의한 지표 SE, IR과 데이터 유형을 결정하는 방식은 도메인 전문지식을 바탕으로 구축하고자 하는 인공지능 데이터에 대한 이해가 수반되어야 한다.
정의해야 하는 정량지표는 전문가의 경험과 데이터에 근거해 수립되어야 한다. 경력있는 연구자와 함께 리뷰하는 과정을 필수로 진행한다면 인공지능 시스템 개발의 효율화 성과는 더 커질 것이다.


      

    

    

  
    
      Subscripts
      
        
          	
          	
        

        
          	
            ODD : 
          
          	
            operational design domain
          
        

        
          	
            SE : 
          
          	
            scene exposure
          
        

        
          	
            IR : 
          
          	
            input resource
          
        

        
          	
            ML : 
          
          	
            machine learning
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