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            초록
          
        

        
          The purpose of this paper is to propose the 2D/3D semantic segmentation based on the sensor fusion method using camera and LiDAR sensors to improve the safety of autonomous driving in the actual driving environment. To implement the proposed method, a deep neural network for 2D semantic segmentation is utilized using convolution and transformer and inference strategy to convert predicted 2D segment to 3D coordinate information. Also, through the ablation study and performance evaluation, we present the performance of the proposed method and the validity of the neural network design. Results show the proposed method based on sensor fusion obtained 31.94 % on 2D MIoU, which is around twice the performance of a single modal scheme, and also obtained 17.12 % MIoU in the 3D environment.
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      1. 서 론
      최근 자율 주행 차량의 충돌 사고1)가 빈번히 발생함에 따라 안전성 개선에 대한 요구가 늘어나고 있다. 특히 RGB 카메라 센서와 2차원 객체 인식(Object detection) 기술을 중심으로 하는 최근의 자율 주행용 첨단 운전자 보조 시스템(Advanced Driver Assistance System: ADAS)2)으로는 주변 객체들의 3차원적 상대 거리나 구조 등을 알기 어려워 이를 보완하기가 쉽지 않다. 따라서 최근에는 라이다(LiDAR)와 같은 3차원 센서 및 카메라와 같은 2차원 센서로부터 취득한 멀티 모달(Multi-Modal) 데이터를 융합하는 센서 퓨전(Sensor fusion)3,4)과 객체 인식의 단위를 데이터의 구성 단위까지 확장하는 시맨틱 세그멘테이션(Semantic segmentation)5)이 활발히 연구되고 있다.

      다만 카메라와 라이다의 센서 퓨전을 활용하는 기존의 시맨틱 세그멘테이션 연구들6)을 살펴보면 대부분 3차원의 라이다 점군 데이터와 2차원의 카메라 영상 데이터를 혼합하기 위해 점군 데이터를 2차원의 평면 데이터로 변환한다. 이를 이용해 만들어진 평면 형태의 추론 결과는 라이다의 장점인 3차원의 거리 정보가 손실된 상태이므로 주행 환경에 대한 3차원적 정보들을 제공하기 어렵다.

      따라서 본 논문에서는 센서 퓨전과 2차원 시맨틱 세그멘테이션 기술을 서로 접목하되, 추론 결과의 3차원적 해석 방법을 포함하는 새로운 3차원 시맨틱 세그멘테이션 방법을 제안한다. 이를 통해 얻어지는 주행 환경의 3차원 정보는 더욱 안전한 자율 주행 기술을 구현하는 데 활용될 수 있다.

      본 논문의 구성은 다음과 같다. 2장에서는 센서 퓨전과 2차원 시맨틱 세그멘테이션에 관한 기존 연구들에 관하여 소개하고, 3장에서는 제안 방법에 관하여 서술한다. 4장에서는 제안 방법에 사용된 센서 퓨전 및 신경망 구성과정에 대한 절제 실험 및 성능 평가 결과와 그 분석에 관하여 서술하고 마지막으로 5장에서 본 논문의 결론을 짓는다.

    

    

  
    
      2. 관련 연구
      
        2.1 센서 퓨전
        센서 퓨전이란 이종의 센서로부터 취득한 멀티모달 데이터를 상호 융합하는 기술로, 딥러닝에서는 이를 Fig. 1과 같이 다수의 원천(Source)으로부터 형성된 데이터 또는 정보들이 융합되는 시점(Ⓕ)에 따라 세 가지 종류로 구분한다.4)

        
          
          

          Fig. 1 
				
          

          
            Three examples of sensor fusion utilized in deep learning
          
          

          

        

        먼저 데이터 단계 퓨전(Data level or early fusion)이란 Fig. 1의 (a)와 같이 원천으로부터 취득된 데이터 자체를 융합하여 새로운 표현형을 갖는 융합 데이터를 만든다. 이 융합데이터는 신경망에 전달되어 특징 맵(Feature map)을 추출, 결과 추론 맵(Prediction map)을 만드는데 활용된다.7) 이 방법은 신경망에 입력으로 수용되는 데이터의 종류가 적어 신경망의 전체적인 구조가 비교적 단순하게 구성된다는 장점이 있다.

        이와 달리 특징 단계 퓨전(Deep feature level or Mid-level fusion)은 Fig. 1의 (b)와 같이 원천으로부터 취득한 멀티 모달 데이터를 신경망에 입력으로 각각 전달한다. 병렬 구조의 신경망을 통해 각각의 입력으로부터 추출되는 멀티 모달 특징들은 신경망의 내부에서 하나로 융합되어 심층 융합 특징을 구성하며, 이는 결과 추론 맵을 만드는데 활용된다.8,9) 이 방법은 신경망이 결과를 추론함에 있어 멀티 모달 데이터로부터 추출한 각각의 특징부터 그들의 융합 특징까지 다양하게 활용 가능한 장점이 있다.

        추론 단계 퓨전(Score level or Late fusion) 또한 멀티 모달 데이터를 신경망의 입력으로 각각 전달하나, Fig. 1의 (c)와 같이 특징 단계 퓨전과 달리 각각의 원천마다 독립된 신경망을 사용한다. 각 신경망이 독립적으로 만들어낸 결과 추론 맵들은 합산, 평균 등의 단순 연산이나 별도로 학습된 분류기를 활용함으로써 최종 추론 맵을 도출하는데 활용된다.10) 이 방법은 추론 결과가 융합에 사용된 센서들 사이의 특성 차나 상호 간섭에 의한 영향에 강인하다는 장점이 있다.

      

      
        2.2 시맨틱 세그멘테이션
        시맨틱 세그멘테이션은 자율 주행 차량이 주행 환경을 인지하는데 필요한 핵심적인 요소 기술 중의 하나로서 Fig. 2와 같이 카메라로부터 취득한 2차원 RGB 영상의 객체들을 픽셀 단위로 분류(Dense prediction)할 수 있다.

        
          
          

          Fig. 2 
				
          

          
            Example of input and output of 2D semantic segmentation
          
          

          

        

        특히 최근에는 기존의 컨볼루션11,12) 계층을 중심으로 구성된 심층 신경망을 사용하는 방식에서 더 나아가 셀프 어텐션을 기반으로 특징들 사이의 상대적 중요도를 알아내 보다 표현력이 높은 심층 특징들을 추출해낼 수 있는 트랜스포머 모듈13)을 추가하여 2차원 시맨틱 세그멘테이션의 성능을 증진하는 연구들14,15)이 늘고 있다. 트랜스포머 모듈을 활용하면 신경망에 컨볼루션 계층을 비교적 적게 사용하더라도 표현력이 좋은 심층 특징들을 추출할 수 있으며, 이 심층 특징들을 바탕으로 기존의 방법들11,12)보다 상대적으로 좋은 성능을 보였다. 그러나 앞서 언급한 바와 같이 이들11,12,14,15) 2차원 시맨틱 세그멘테이션 방법이 만들어내는 평면 형태의 추론 결과만으로는 차량의 실제 주행 환경인 3차원에서의 객체의 구조나 상대적 거리 등을 파악하기 어려우며, 3차원 정보를 추론하기 위해 여러 대의 카메라를 사용할 경우에는 계산량이 과도하게 늘어난다는 문제가 있다.

        따라서 본 논문에서는 컨볼루션 계층과 트랜스포머 모듈이 함께 사용된 2차원 시맨틱 세그멘테이션 기법15)과 카메라 및 라이다의 센서 퓨전을 통해 얻어낸 3차원 정보를 포함하는 융합 데이터를 바탕으로 2차원의 시맨틱 세그멘테이션을 추론하고, 그 결과를 3차원으로 재구성하는 방법을 포함한 새로운 센서 퓨전 기반의 3차원 시맨틱 세그멘테이션 기법을 제안한다.

      

    

    

  
    
      3. 본 론
      본 연구에서 제안하는 센서 퓨전 기반의 3차원 시맨틱 세그멘테이션 방법은 Fig. 3과 같이 4단계의 프로세스를 사용한다. 이는 데이터 특성이 서로 다른 카메라의 2차원 영상 데이터와 라이다의 3차원 점군 데이터를 서로 신경망을 이용하여 융합하기 위함으로, 데이터를 취득하는 데이터 원천 단계(Data source), 데이터들을 서로 유사한 유형의 데이터로 변환하는 데이터 전처리(Data Pre-process) 단계, 변환 데이터들을 토대로 시맨틱 세그멘테이션을 수행하는 추론 단계(Prediction process) 그리고 추론된 결과를 데이터들이 가졌던 본래의 형태로 되돌리는 데이터 후처리(Data Post-process) 단계로 구성되어 있다.

      
        
        

        Fig. 3 
				
        

        
          Example of input and output of 2D semantic segmentation
        
        

        

      

      
        3.1 데이터 원천 단계
        먼저 데이터 원천 단계에서는 카메라와 라이다 센서로부터 각각 차량 전방의 2차원 RGB 영상과 차량 둘레 전 영역의 3차원 점군 데이터를 취득한다. 또한 두 센서의 데이터 취득 영역이 서로 상이하므로 이를 동기화 하기 위해 사용되는 식 (1)의 캘리브레이션 행렬16)을 함께 취득한다.
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        여기서 (u,v)는 RGB 영상 내 픽셀들의 2차원 좌표를, (x,y,z)는 점군 데이터의 3차원 좌표를,	fu와 fv는 픽셀 단위의 초점거리, u0와 v0는 각각 이미지 평면에서 광학 중심이 위치하는 x와 y 좌표이다.

      

      
        3.2 데이터 전처리 단계
        이어서 데이터 전처리 단계에서는 라이다로부터 취득한 데이터 중 차량의 전방 영역, 즉 카메라가 영상을 취득하는 영역과 동일한 영역의 데이터를 선별하는 과정을 수행한다. 이를 통해 구분된 N개의 전방 영역 점군 좌표(x,y,z) 데이터(N, 3)는 앞서 구한 캘리브레이션 행렬을 바탕으로 RGB 영상과 동일한 크기(H, W)를 갖는 2차원 평면상의 사영 좌표(u,v)로 변환된다. 이로써 전방 영역의 점군 데이터인 N개의 3차원 좌표(x,y,z)들은(H, W, 1) 크기의 사영 영상으로 변환되며 이 사영 영상과(H, W, 3) 크기의 RGB 영상을 다음 단계인 추론 단계로 전달한다.

      

      
        3.3 추론 단계
        추론 단계에서는 앞서 전달받은 두 영상을 바탕으로 심층 신경망을 이용한 2차원 시맨틱 세그멘테이션을 수행한다. 이때 사용되는 심층 신경망은 Fig. 3에 표시된 바와 같이 입력으로부터 심층 특징(Deep Feature)을 추출하는 인코더(Encoder)와 심층 특징을 해석해 세그멘테이션 추론 맵을 만들어내는 디코더(Decoder)를 포함하는 인코더-디코더 구조로 이루어져 있다.

        여기서 인코더는 기존 방법15)과 같이 ResNet5017)의 컨볼루션 블록들을 바탕으로 입력 데이터의 지역적, 구조적 특징들을 추출하고 트랜스포머 모듈을 사용하여 추출된 특징들을 보다 표현력이 좋은 심층 특징들로 변환한다. 대신 신경망이 사영 영상을 위한 입력(Remission input)과 RGB 영상을 위한 입력(RGB input)을 동시에 수용할 수 있도록 구성하고 신경망 내 모듈들을 센서 퓨전 방법에 따라 병렬 구조로 배치하여 기존 방법15)과 달리 멀티 모달 데이터의 처리를 가능하게 한다. 또한, 디코더는 인코더의 각 단계에서 추출되는 특징 맵들이 심층 특징과 연결되어 입력과 동일한(H, W, C) 크기의 결과 추론 맵을 구성할 수 있도록 컨볼루션 계층을 비롯한 여러 신경망 계층들로 구성한다. 이 때 C는 픽셀 단위로 객체를 분류할 수 있는 클래스의 총 개수이다.

        이에 따라 신경망은 Fig. 4에서 보이는 바와 같이 멀티 모달 입력을 수용하고 병렬 구조로 배치된 컨볼루션 블록들을 이용하여 각 입력으로부터 각 입력의 구조적, 지역적 특징들을 상호 독립적으로 추출한다. 이에 따라 추출된 입력 대비 1/2, 1/4 면적의 특징 맵들이 추출되며 그 중 1/4 면적의 특징 맵들을 특징 단계 퓨전에 활용하기 위해 연결 계층(Concatenate)을 두어 서로 이어 붙인다. 이렇게 만들어진 연결 특징 맵은 세 번째 컨볼루션 블록을 통해 입력 대비 1/8 면적을 가진 융합 특징 맵으로 만들어진다. 이어서 트랜스포머 모듈에 앞서 만든 융합 특징 맵을 전달하기 위해 융합 특징 맵을 (2, 2) 크기의 패치로 분할한 뒤 각 지역으로부터 해당 지역들을 대표하는 패치 임베딩(Patch embedding)을 구성하고 위치 임베딩(Position embedding)을 가산하여 각 패치를 대표하는 임베딩 벡터들을 만든다. 이어서 이 임베딩 벡터들은 9개의 연속된 트랜스포머 모듈로 구성된 트랜스포머 블록을 거치면서 융합 특징 맵에 포함된 중요 특징들을 중심으로 구성된 심층 특징 벡터(Fusion based deep feature)로 변환된다.

        
          
          

          Fig. 4 
				
          

          
            Neural network configuration diagram of the proposed method applying sensor fusion in the feature stage
          
          

          

        

        이어지는 디코더에서는 먼저 인코더로부터 추출한 심층 특징 벡터들을 재배열(Reshape) 계층을 통해 입력 대비 1/16 크기의 특징 맵으로 변환하고 3*3 커널을 사용하는 컨볼루션 계층을 통과하도록 한 후, 업샘플링(Upsampling) 계층을 통해 그 면적을 두 배로 확장한다. 이 확장된 특징 맵이 앞서 심층 특징 벡터에 담겨 있던 주요 특징들을 담고 있다 하더라도 벡터화로 인해 손실된 지역적, 구조적 특성들은 컨볼루션과 업샘플링 만으로 쉽게 회복되지 않는다. 따라서 접합 계층을 이용하여 해당 특징 맵과 앞서 인코더에서 추출된 동일 크기의 특징 맵을 이어 붙임으로써 특징 맵이 심층 특징 벡터의 주요 특징들과 인코딩 당시 추출된 지역적, 구조적 특성들을 동시에 내포할 수 있도록 한다. 이어서 접합 특징 맵을 3*3 커널을 사용하는 컨볼루션 계층을 이용해 서로 혼합하고, 다시 업샘플링 계층을 통해 확장, 그리고 인코더 내 동일 크기의 특징 맵을 접합하는 과정을 2회 더 반복함으로써 특징 맵의 크기를 입력 대비 1/2까지 복원해 낸다. 마지막으로 그 특징 맵을 다시 한번 업샘플링하고 3*3 커널을 사용하는 컨볼루션 계층을 적용하여 입력과 동일한 크기의 특징 맵을 만들어 낸 뒤 이를 소프트맥스 활성화 함수와 1*1 커널을 사용하는 컨볼루션 계층인 세그멘테이션 헤드에 전달하여 세그멘테이션 추론 맵을 만들어 낸다.

      

      
        3.4 데이터 후처리 단계
        프로세스의 마지막 단계인 데이터 후처리(Data Post-Processing) 단계에서는 Fig. 5와 같이 점군 데이터를 활용하여 신경망이 만들어내는 2차원의 세그멘테이션 추론 맵을 3차원 정보로 재해석하는 과정(Reconstruction)을 수행한다. 먼저 Fig. 5의 ①과 같이 데이터 전처리 단계에서 사영 영상 생성에 사용했던 N개의 3차원 좌표(x,y,z)와 이를 사영한 N개의 2차원 평면상 좌표(u,v) 쌍을 준비한다. 이어서 ②와 같이 신경망에 의해 추론된(H, W, C) 크기의 세그멘테이션 추론 맵에 대하여 각각의 2차원 좌표(u,v)마다 해당 좌표를 중심으로 3*3 크기의 커널을 사용하는 최대 풀링(Max Pooling) 연산을 적용한다. 이를 통해 제안 방법은 Fig. 5의 ③과 같이 N 개의 좌표 각각에 대해 세그먼트를 추정한 벡터를 얻어낼 수 있으며 그 중 가장 큰 확률을 갖는 클래스를 3차원 좌표 (x,y,z)에 대해 추론된 클래스로 본다. 따라서 제안 방법은 데이터 전처리 단계에서 분리한 전방 영역의 점군 데이터 각각에 대한 시맨틱 세그멘테이션 추론 결과를 얻을 수 있으며, 그 결과 각 좌표의 세그먼트 값을 담은(N, C) 크기의 출력 행렬을 Fig. 5의 ④와 같이 얻을 수 있다.

        
          
          

          Fig. 5 
				
          

          
            Process diagram of the 3D reconstruction process
          
          

          

        

      

    

    

  
    
      4. 실 험
      
        4.1 구현 상세 사항
        제안 모델의 평가는 AMD EPYC 7742 64-Core Processor 급의 CPU와 A100 80GB 급의 GPU, 2TB의 메모리가 탑재된 하드웨어 환경에서 진행하였다. 신경망 구현을 위한 소프트웨어 환경은 ubuntu 20.04 운영체제에 설치된 Python 3.9에 Tensorflow 2.80과 Keras 2.80을 설정해 활용하였다. 인코더에 사용된 트랜스포머 모듈13)은 GeLU 활성화 함수를 사용하도록 하였으며, 디코더를 구성하는 모든 컨볼루션 계층은 세그멘테이션 헤드를 제외하고 모두 ReLU 활성화 함수를 사용하도록 하였고 각각의 컨볼루션 계층 이후에는 배치 정규화 계층과 드롭 아웃 계층을 두어 신경망의 과적합을 최소화할 수 있도록 하였다. 신경망의 학습에는 Adam 최적화기를 사용하였으며 학습률은 0.001로 시작해 학습이 2에폭(Epoch)이상 진행되지 않을 때마다 0.75배씩 줄어들도록 하였다. 학습은 최대 500에폭 동안 진행하도록 설정하였는데 이는 사전 실험에서 학습의 진행이 최대 200에폭을 넘은 적이 없었기에 설정된 수치이다. 또한 학습시에 검증 손실 값이 낮아지지 않는다는 것은 신경망이 과적합 된다는 의미이므로, 검증 손실 값이 연속 10 에폭 동안 최저 손실 값보다 낮아지지 않으면 학습을 조기 종료하도록 설정하였다.

        제안 모델의 학습과 평가에 사용된 데이터 셋은 Semantic KITTI18)로 자율 주행 분야의 3차원 객체 인식이나 시맨틱 세그멘테이션 등의 연구에 널리 활용된다 데이터 셋은 총 21개 시퀀스로 구성되어 있으며 각 시퀀스에는 2차원 RGB 프레임 이미지들과 3차원 점군 그리고 각 데이터를 취득한 카메라와 라이다 센서 사이의 캘리브레이션 정보 그리고 각각의 3차원 포인트 단위로 클래스 라벨이 명시되어 있는 정답(Ground Truth: GT) 데이터를 포함하고 있다. 그러나 하위 10개 시퀀스의 경우에는 정답 데이터가 포함되어 있지 않으므로 본 연구에서는 그중 8번 시퀀스를 제외한 0번부터 10번까지의 총 10개 시퀀스, 총 19,130건의 프레임과 점군 그리고 정답 데이터를 학습을 위한 데이터로 사용하고 8번 시퀀스에 포함되어 있는 동일 구성의 데이터 4,071건을 평가를 위하여 사용한다.

        다만 Semantic KITTI18)에는 2차원 시맨틱 세그멘테이션을 위한 정답 데이터가 존재하지 않는다. 따라서 점군 데이터에 대해 매겨진 정답 데이터를 점군 데이터를 사영하는 방법과 동일한 방법으로 사영하여 2차원 시맨틱 세그멘테이션을 위한 정답 데이터를 만들 경우 Fig. 6의 (a)와 같이 대부분의 픽셀의 값이 0을 갖는 희소 데이터가 만들어진다. 이는 신경망의 학습을 극도로 저해하는 요소로 작용하므로, 이를 보완하기 위해 정답 데이터의 사영 시 사영될 픽셀과 맨해튼 거리(Manhattan distance)가 2 이내인 픽셀들을 동일한 클래스를 갖도록 하여 Fig. 6의 (b)와 같이 정답 데이터의 희소성을 줄여 활용하였다.

        
          
          

          Fig. 6 
				
          

          
            An image projected in 2D from cloud data, Label values for black pixels in the image: 0 (a) simple projected image, (b) Image with reduced sparsity using Manhattan distance calculation method
          
          

          

        

        실험 과정에서 신경망의 학습에 사용되는 손실함수에는 2차원 시맨틱 세그멘테이션을 위해 널리 사용되는 Focal loss19) (Lfocal))와 Dice loss20) (Ldice) 사용한다.
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        Focal loss20)는 식 (2)와 같이 크로스 엔트로피를 기반으로 하는 추론 확률(Ppred)과 정답(Ptrue) 사이의 가중치 합을 구하여 손실 값을 계산하는 방법으로 각각의 픽셀 단위로 추론 정확성(Accuracy)을 증진하는 것을 목적으로 한다. 한편 Dice loss20)는 식 (3)과 같이 Dice 계수를 기반으로 하는 추론 확률(Ppred)과 정답(Ptrue) 사이의 유사도를 구하여 손실 값을 계산하는 방법으로 전체적인 추론의 유사도(Similarity)를 증진하는 것을 목적으로 한다. 이때 배경 클래스에 해당하는 픽셀의 경우에는 손실함수의 종류와 관계없이 손실 값의 계산에서 제외함으로써 신경망이 배경 지역을 정확히 추론하는데 편향되어 학습되는 문제를 방지하도록 한다. 제안 방법의 성능 평가를 위해서는 시맨틱 세그멘테이션 분야에서 널리 쓰이는 식 (4)의 MIoU(Mean Intersection over Union)21)를 사용한다. MIoU는 식 (4)에서 보이는 바와 같이 전체 N장으로 이루어진 영상 데이터 셋에서 각 영상마다 구한 IoU 값의 평균을 나타내며, IoU는 영상의 픽셀마다 추론된 클래스들과 해당 픽셀의 정답을 비교하여 그 둘이 서로 동일한 데이터의 수(TP)를 전체 추론 데이터의 수로 나누어 준 값(TP+FN+FP)을 의미한다. 이는 추론치가 GT와 일치하는 비율을 의미하는 것으로써 픽셀 단위의 객체 추론에 대한 정확도를 나타낼 수 있다. 이때에도 손실함수의 경우와 마찬가지로 배경 픽셀에 해당하는 클래스는 평가 값의 계산에서 제외함으로써 신경망이 전경 지역을 정확히 추론하지 못함에도 성능이 높게 나오는 편향 문제를 방지하도록 한다.
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        4.2 절제 연구(Ablation Study)
        본 절에서는 제안 방법에서 사용할 신경망의 구조와 손실함수의 구성 등에 따른 성능 평가를 토대로 제안 방법의 상세 사항들을 결정하기 위해 수행한 절제 실험 결과들에 관해 서술한다.

        먼저 첫 번째 실험에서는 제안 방법에 대한 최적의 센서 퓨전을 결정하기 위해 신경망에 적용되는 퓨전 방법을 데이터 단계 퓨전, 특징 단계 퓨전 그리고 추론 단계 퓨전으로 나누어 각각 적용함으로써 센서 퓨전을 적용한 경우와 그렇지 않은 경우의 성능을 비교하였다. 이때 데이터 단계 퓨전을 적용한 신경망은 식 (5)와 같이 연결 계층을 통해 점군의 사영 영상(XPCD)과 RGB 영상(XRGB)을 이어 붙인(H, W, 4) 크기의 하나의 융합 데이터를 인코더의 입력으로 전달하고 그 출력을 다시 디코더의 입력으로 전달하여 하나의 2차원 세그멘테이션 추론 맵(yseg)을 만들어 낸다.

        
          
            
              	
                
                  
                    
                      
                        y
                      
                      
                        s
                        e
                        g
                      
                    
                    =
                    
                      
                        Decoder
                      
                      ⁡
                      
                        
                          
                            E
                            n
                            c
                            o
                            d
                            e
                            r
                            
                              
                                
                                  
                                    concat
                                  
                                  ⁡
                                  
                                    
                                      
                                        
                                          
                                            X
                                          
                                          
                                            R
                                            G
                                            B
                                          
                                        
                                        ,
                                        
                                          
                                            X
                                          
                                          
                                            P
                                            C
                                            D
                                          
                                        
                                      
                                    
                                  
                                
                              
                              
                                
                                  
                                    θ
                                  
                                  
                                    e
                                    n
                                  
                                
                              
                            
                          
                          
                            ,
                            
                              
                                θ
                              
                              
                                d
                                e
                              
                            
                          
                        
                      
                    
                  
                
              
              	
                (5) 
				
              
            

          

        

        
          
            
              	
                
                  
                    
                      
                        
                          
                            
                              y
                            
                            
                              s
                              e
                              g
                            
                          
                          =
                          A
                          v
                          e
                          r
                          a
                          g
                          e
                          
                            
                              D
                              e
                              c
                              o
                              d
                              e
                              r
                              
                                
                                  E
                                  n
                                  c
                                  o
                                  d
                                  e
                                  r
                                  
                                    
                                      
                                        
                                          
                                            
                                              X
                                            
                                            
                                              R
                                              G
                                              B
                                            
                                          
                                        
                                        
                                          
                                            
                                              θ
                                            
                                            
                                              e
                                              n
                                              1
                                            
                                          
                                        
                                      
                                    
                                    
                                      
                                        
                                          θ
                                        
                                        
                                          d
                                          e
                                          2
                                        
                                      
                                    
                                  
                                
                              
                              ,
                            
                          
                        
                      
                      
                        
                          
                            
                              Decoder
                            
                            ⁡
                            
                              
                                
                                  
                                    
                                      
                                        
                                          Encoder
                                        
                                        ⁡
                                        
                                          
                                            
                                              
                                                
                                                  X
                                                
                                                
                                                  P
                                                  C
                                                  D
                                                
                                              
                                            
                                            
                                              
                                                
                                                  θ
                                                
                                                
                                                  e
                                                  n
                                                  2
                                                
                                              
                                            
                                          
                                        
                                      
                                    
                                    
                                      
                                        
                                          θ
                                        
                                        
                                          d
                                          e
                                          2
                                        
                                      
                                    
                                  
                                
                              
                            
                          
                        
                      
                    
                  
                
              
              	
                (6) 
				
              
            

          

        

        한편 추론 단계 퓨전을 적용한 신경망은 식 (6)에 표시된 바와 같이 두 입력을 위한 서로 다른 가중치((θen1, θde1), (θen2, θde2))를 갖는 독립적인 신경망들을 각각 적용하여 두 개의 2차원 세그멘테이션 추론 맵을 만들어내며 이들을 평균(Average)하는 방법으로 하나의 2차원 세그멘테이션 추론 맵을 만들어 낸다.

        또한 특징 단계 퓨전의 경우에는 신경망을 구성하는 초입의 블록으로부터 시작하여 한 블록씩 더 깊은 신경망 블록에서 퓨전 하도록 하여 다양한 경우의 수를 비교할 수 있도록 하였으며, 학습의 진행은 Focal loss를 바탕으로 수행하였다.

        실험 결과 Table 1에서 보이는 바와 같이 센서 퓨전을 사용하지 않고 입력으로 RGB 영상만을 사용한 단일 모달(Single modal)의 방법이 센서 퓨전을 사용한 그 어떤 경우보다 낮은 0.1012의 MIoU를 기록하였다. 센서 퓨전을 적용한 경우들끼리 비교할 경우에는 추론 단계 퓨전을 적용한 경우가 0.1844로 가장 낮은 MIoU를 기록하였으며 데이터 단계 퓨전이 0.2045 그리고 특징 단계 퓨전이 평균 0.2095로 가장 높은 수치를 기록하였다.

        
          Table 1 
				
          

          
            Experimental results of sensor fusion application for the proposed method
          
          

        

        
          
            
              	Modality for encoder
              	Fusion method
              	2D MIoU
              	Note.
            

          
          
            	Single modal (Camera)
            	-
            	0.1012
            	Same as [15]
          

          
            	
              Multi-modal (Camera+LiDAR)
            
            	Data level (early) fusion
            	0.2045
            	
          

          
            	
              Feature level (mid) fusion
            
            	after conv 1 block
            	0.2113
          

          
            	
              after conv 2 block
            
            	
              0.2152
            
          

          
            	after conv 3 block
            	0.2021
          

          
            	Score level(late) fusion
            	0.1844
          

        

        

        특징 단계 퓨전 중에는 인코더를 구성하는 두 번째 컨볼루션 블록의 출력을 서로 융합하여 사용할 때가 0.2152의 MIoU로 가장 높은 수치를 기록하였으며, 그 이후에 융합하면 점차 성능이 하락하는 모습을 보였다. 이에 따라 센서 퓨전을 사용하는 것이 그렇지 않은 것보다 더 나은 결과를 만들어 낼 수 있고, 동시에 특징 단계 퓨전을 사용할 때 최적의 성능을 발휘할 수 있음을 알 수 있다.

        두 번째 실험으로는 인코더에서 심층 특징 벡터를 구성하는 데 사용되는 트랜스포머 모듈의 수에 따른 성능 변화를 알아보고자 모듈의 수를 6개에서부터 9, 12, 18, 24로 차례로 늘려가며 총 5개 경우에 대해 학습하고 일련의 성능 변화를 관찰하도록 하였다. 이때 인코더의 나머지 구성에는 앞서 첫 번째 실험에서 가장 좋은 성능을 보였던 특징 단계 퓨전을 적용한 구성을 사용하였으며, 학습을 위한 손실함수는 이전과 동일하게 Focal loss를 사용하였다.

        실험 결과 Table 2에서 보이는 바와 같이 모듈의 수가 늘어날수록 점차 성능이 상승하여 9개의 모듈을 사용할 때 MIoU를 기준으로 가장 높은 0.2240의 성능을 보였으며, 그보다 모듈의 수가 더 늘어나면 점차 그 성능이 하락하는 모습을 보였다. 특히 9개의 모듈을 사용한 인코더가 12개의 모듈을 사용하는 기존 방법15)의 구성보다 신경망이 얕음에도 불구하고 약 1 %가량 더 나은 성능을 보인 것은 센서 퓨전을 사용하면 표현력 높은 심층 특징을 비교적 빨리 만들어 낼 수 있다는 것을 의미한다고 볼 수 있다.

        
          Table 2 
				
          

          
            Encoder detailed configuration experiment result for deep feature vector formation
          
          

        

        
          
            
              	Num. of transformers in encoder
              	2D MIoU
              	Note.
            

          
          
            	6
            	0.2215
            	Same as [15]
          

          
            	
              9
            
            	
              0.2240
            
          

          
            	12
            	0.2152
          

          
            	18
            	0.2192
          

          
            	24
            	0.2174
          

        

        

        세 번째 실험으로는 시맨틱 세그멘테이션 분야에서 널리 사용되는 두 손실함수인 식 (2)의 Focal loss와 식 (3)의 Dice loss를 각각 적용하여 신경망을 학습하고 그 결과를 평가함으로써 손실함수의 변화가 성능에 미치는 영향을 관찰하고자 하였다. 또한 식 (7)과 같이 두 손실함수 중 하나를 주(Main) 손실함수로 함과 동시에 나머지 하나를 규제항(Regularizer)으로 추가하여 두 손실함수가 가진 각자의 장점인 픽셀 단위의 정확도 증진과 전체적인 구조적 유사도를 동시에 증진하고자 하는 실험도 함께 수행하였다
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        이 때의 신경망은 앞서 두 번째 실험에서 가장 우수한 성능을 보인 Fig. 4의 구성으로 만들어 사용하였으며, 실험 결과 Table 3에서 보이는 바와 같이 Dice loss를 규제항으로 하고 Focal loss를 사용할 때 가장 좋은 결과를 보였다.

        
          Table 3 
				
          

          
            Experimental results according to the composition of the loss function used for training
          
          

        

        
          
            
              	Main loss function (Lmain)
              	Regularizer (Lregularizer)
              	2D MIoU
            

          
          
            	Dice loss
            	-
            	0.2739
          

          
            	Focal loss
            	-
            	0.2240
          

          
            	
              Focal loss
            
            	
              Dice regularized
            
            	
              0.3194
            
          

          
            	Dice loss
            	Focal regularized
            	0.3075
          

        

        

        이는 Focal loss를 중심으로 학습하여 픽셀 별 정확도 증진에 학습의 초점을 맞추되, Dice loss를 규제항으로 함께 사용해 전체적인 유사도의 증진에 방해가 되는 부분에는 강한 규제 값을, 반대로 전체적 유사도 증진에 도움이 되는 부분에는 약한 규제 값을 부여함으로써 모델이 보다 고르게 학습될 수 있도록 한 결과로 보인다.

      

      
        4.3 성능 평가 및 고찰
        앞서 살펴본 바와 같이 제안 방법을 통하여 2차원 세그멘테이션 MIoU 기준 31.94 %의 성능을 거둘 수 있었으며 이를 토대로 Fig. 7과 같이 3차원 시맨틱 세그멘테이션 정보를 재해석해 낼 수 있다. 이에 따라 기존 방법15)으로는 구해내는 것이 불가능했던 3차원 좌표를 기준으로 하는 세그멘테이션 MIoU를 Table 4와 같이 구해낼 수 있으며, 그 수치는 17.12 %를 기록하였다.

        
          
          

          Fig. 7 
				
          

          
            Actual example of reinterpretation result of 3D semantic segmentation information
          
          

          

        

        
          Table 4 
				
          

          
            3D Semantic segmentation estimation of proposed and existing methods
          
          

        

        
          
            
              	Network config.
              	2D MIoU
              	3D MIoU
              	Note.
            

          
          
            	Single modal (Camera)
            	0.1012
            	Not possible
            	Same as [15]
          

          
            	Proposed method
            	0.3194
            	0.1712
            	
          

        

        

        다만, 본 연구의 3차원 세그멘테이션 성능이 제안 방법과 동일하게 3차원의 점군을 2차원의 이미지 데이터로 사영하여 시맨틱 세그멘테이션을 수행하는 KPconv22)과 같은 연구들에 비해 미치지 못하는 성능임은 분명한 사실이다.

        이러한 문제의 원인으로서 데이터, 신경망, 학습 과정의 측면으로 분할하여 분석하였다. 먼저 데이터의 경우에는 하늘, 유리 등 라이다 센서가 탐지하기 어려운 영역의 픽셀들이 여전히 희소 영역으로 남아있어 이들의 정답이 존재하지 않고, 이에 따라 이들이 잡음으로 작용하여 전체적인 세그멘테이션 성능을 저하시키는 것으로 보인다.

        이어서 신경망의 측면에서 보면 점군에 대한 정답을 직접적으로 학습 가능한 출력이 존재하지 않아 앞서 언급한 희소성 높은 사영 정답 데이터에만 전적으로 의존해야 한다는 문제가 있다. 또한 Trans-Unet을 구성하는 ResNet5017)과 트랜스포머 모듈13)의 경우 최근 2차원 시맨틱 세그멘테이션에서 ResNest,23) SegFormer14) 등과 같이 그보다 좋은 성능을 보이는 모듈들이 다수 제안된 바 이들 모듈들로 이식함으로써 그 성능을 개선할 수 있다.

        마지막으로 학습 측면에서는 앞서 언급한 바와 같이 점군에 대한 정답을 직접적으로 학습할 수 없으므로 그에 대한 손실함수도 존재하지 않으며, 다른 거대 데이터셋을 토대로 신경망을 사전 학습하는 과정 없이 무작위 설정된 가중치 값으로부터 Semantic KITTI18) 학습 데이터만을 토대로 학습을 진행한다는 문제가 있다.24)

        따라서 향후에는 제안 방법이 성능 측면에서 기존 연구들 대비 경쟁 우위를 가질 수 있도록 하기 위해 사영 데이터의 희소성을 개선하는 알고리즘을 고안하고 동시에 모델의 구성과 손실함수의 구성을 개선하여 점군의 정답 데이터가 학습에 직접적으로 활용될 수 있도록 하며, 보다 큰 데이터 셋을 이용한 사전 학습 과정을 학습 과정에 추가하는 등 다양한 방법들을 적용하는 연구를 진행할 예정이다. 이를 통해 제안 방법이 ADAS에서 기존 2차원 시맨틱 세그멘테이션 기술들이 활용될 때는 물론 3차원 시맨틱 세그멘테이션 기술들이 활용될 때도 안전성 향상에 기여하는 방법으로 활용될 수 있기를 기대한다.

      

    

    

  
    
      5. 결 론
      본 논문에서는 센서 퓨전을 기반으로 하는 2차원 시맨틱 세그멘테이션과 이를 3차원의 시맨틱 세그멘테이션 정보로 변환하는 재해석 방법을 제안하였다. 또한 다양한 절제 실험을 제시하여 제안 방법을 위한 최적의 센서 퓨전과 신경망의 상세 구조 및 손실함수 등을 결정하는 객관적 과정을 제시하였다. 이와 더불어 추론 결과로 주어지는 2차원 시맨틱 세그멘테이션을 3차원 좌표 정보로 해석하는 방법에 관한 실험을 통해 더욱 실주행 환경에 적합한 추론 결과를 얻을 수 있음을 보였다. 다만 최종 성능 평가의 결과로 얻은 제안 방법의 성능이 다소 낮은 수준에 머물러 있으므로, 앞서 고찰에서 언급한 문제와 개선 방안을 토대로 향후 제안 방법의 성능을 개선하는 연구를 지속해 나갈 예정이다.
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