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            초록
          
        

        
          Dynamic occupancy grid map(DOGM) is a method of representing nearby objects information such as their position and speed on a grid map. This study evaluated the performance of a deep learning-based algorithm developed to detect and classify objects with free probability, velocity, and height information from a DOGM obtained using 3D lidar sensor measurements. The objects are classified into three categories: car, truck and bike. Nuscenes dataset was used to train and evaluate the developed model. The performance of the algorithm is evaluated by calculating the mean average precision(mAP) for the entire three classes, which is compared with other benchmark object detection algorithms such as BirdNet, BirdNet+ and BEV-Net.
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      1. 서 론
      
        1.1 연구 배경
        자율주행이 가능하기 위해서는 객체를 인식하고 환경을 판단할 수 있는 알고리즘은 필수적이다. 그중 객체를 인식하는 알고리즘은 차량뿐만 아니라 보행자, 신호등, 표지판 등에도 사용된다. 도심지 환경에서는 주변 객체들을 정확하게 감지하지 못한다면 현재 상황을 제대로 판단하지 못해 자율주행 시 사고 확률이 높아지게 된다. 따라서 객체 인식은 자율주행 차량의 안전성을 보장하기 위한 핵심적인 기술이다.

        점유 격자 지도(Occupancy grid map, OGM)는 주변 환경에서 대상의 존재 유무를 격자 형태로 이루어진 지도 위에 표현하는 방법이다. 로봇을 위한 환경 인식 시스템으로 주로 사용된 이 방법은 각 격자 안에 물체의 존재 확률과 위치 정보 등을 포함하고 있다. OGM은 라이다, 카메라, 레이더 등에서 검출된 정보를 확률값으로 표현한다. 실시간으로 센서를 통해 감지한 정보를 지도에 업데이트하고 경로 설계 및 장애물 회피 등에 사용할 수 있는 장점이 있다.1) 최근 OGM에서 출력할 수 있는 물체의 위치, 존재 확률뿐만 아니라 이동 속도까지도 함께 나타내는 동적 격자 지도(Dynamic occupancy grid map, DOGM) 기법이 로봇 및 자율주행 분야에서 활발히 연구되고 있다. 동적 격자 지도를 통해 알 수 있는 객체의 위치 및 속도 정보를 랜덤 유한 집합(Random finite set)으로 모델링 한 연구도 진행되었다.2) DOGM에서는 각 격자의 현재 상태를 파티클 필터를 이용하여 초기화, 예측, 갱신, 리샘플링의 단계를 거쳐 갱신하게 된다.

        최근 주위 환경에 존재하는 다양한 종류의 객체를 검출하기 위하여 라이다 센서를 활용한 연구가 활발하게 진행되고 있다. 차량 검출 알고리즘을 두 종류의 라이다 데이터 세트를 이용하여 학습하고 결과 비교를 한 연구도 진행되었다.3) 또, 라이다 센서를 이용하여 객체 인지 및 추적을 통하여 객체의 거동을 예측하는 인지 모듈도 연구되었다.4) 객체를 정확하게 판단하기 위해서는 라이다, 카메라, 레이더 등과 같은 여러 가지 센서가 필요하다. 라이다 데이터를 군집화, 예측, 추적하여 객체 인식을 하고, 라이다, 카메라, 레이더 센서를 융합한 연구도 진행되었다.5) 각각의 센서 장점을 살리고 단점을 보완하여 센서에서 관측되는 값을 알고리즘에 적용한다. 하지만 여러 센서와 알고리즘을 사용하게 되면 자율주행시스템의 복잡성이 증가하게 된다. 이에 맞춰 개별 센서에서 오는 정보를 융합할 수 있는 알고리즘이 필요하다.

      

      
        1.2 연구 동향
        객체 검출 알고리즘을 통해 객체가 무엇인지 판단함으로써 자율주행 차량은 각 상황에 맞게 안전한 주행을 할 수 있다. 자율주행용 임베디드 플랫폼 환경에 탑재할 수 있도록 딥러닝 객체 탐지 모델의 성능을 검증하는 연구도 진행되었다.6)

        최근 다양한 논문에서 차량의 주변 환경을 인지하고 예측하는 기법에 활용되는 데이터를 Bird eye view(BEV) 형태로 사용하고 있다. 대표적으로 객체의 유무를 격자 형태로 나타내는 격자 지도 기법이 있다. 특히 동적 격자 지도는 격자에 객체의 속도 및 위치 정보와 같은 다양한 정보를 포함하고 있다. BEV 형태의 동적 격자 지도를 구축하는데 사용되는 라이다 센서는 3D 공간에서 표현된 포인트 클라우드 데이터를 생성한다. 3D 포인트 클라우드 데이터는 용량이 크고 연산 시간이 오래 걸린다는 단점이 있다. 따라서 3D 포인트 클라우드 데이터를 2D 격자 지도 데이터로 변환하면 데이터 양을 줄여 연산 시간도 감소시킬 수 있다. 또한, 여러 가지 센서로부터 얻어진 방대한 양의 출력값과 여러 알고리즘을 효율적으로 관리할 수 있는 장점이 있다. 최근 동적 격자 지도의 연산 시간 문제를 극복하기 위해서 GPU 병렬 처리를 적용한 연구가 진행되었다.7) 현재 동적 격자 지도 출력값 기반의 객체 검출기법에 관해서 많은 연구가 진행되진 않았지만 몇 가지 연구가 진행되고 있다. 그 중 DOGM의 출력값을 이용하여 객체 검출하는 연구가 진행되었다.8) 또한, 레이더 기반으로 동적 격자 지도를 형성하고 매핑과 객체 검출을 하는 연구도 진행되었다.9) Birdnet과 같은 기법도 라이다 포인트 클라우드 데이터를 BEV 형태로 변환시켜 객체 검출을 수행하였다.10) 동적 격자 지도로는 격자에 해당하는 객체의 유무만 알 수 있고 각 객체의 클래스 정보는 알 수가 없다.

        본 논문에서는 라이다에서 검출되는 포인트 클라우드 데이터를 이용하여 동적 격자 지도를 생성하고 각 격자의 출력값인 비점유 확률(Free probability), 점유 확률(Occupancy probability), 격자 최대 높이(Height max), 격자 최소 높이(Height Min), 격자 속력(Speed)을 딥러닝 기술의 입력값으로 사용하여 객체의 위치 및 클래스 정보를 예측하는 객체 검출기를 제안한다. 특히 본 연구에서는 Car, Truck, Bike(Motorcycle, Bicycle) 총 3개의 클래스로 나누어 객체 검출 알고리즘을 개발하였으며 nuScenes 데이터 세트를 통하여 그 성능을 검증하였다.

      

      
        1.3 연구 목적
        본 논문에서는 동적 격자 지도의 출력값을 이용하여 딥러닝 기법 기반의 객체 검출 기법을 제안한다. 딥러닝 기반의 객체 추출 기법의 입력으로 동적 격자 지도의 출력값인 점유 확률, 비점유 확률, 라이다 센서 측정치, 속도 정보가 사용된다. 객체 검출을 위하여 대표적인 1-Stage Detector 중 하나인 SSD(Single Shot MultiBox Detector)11)기반 모델을 개발하였다. 또한, 객체의 방향 정보와 폭 정보를 얻기 위해 두 가지 모델을 별도로 학습하기 위한 Multi task learning 방법12)을 이용하였다. 이 모델을 학습시키기 위해서 ‘Motional’사에서 제공하는 nuScenes 데이터 세트를 활용하였다. 이처럼 동적 격자 지도에 출력값을 이용하여 객체를 인식하고 동적 상태로 전환할 가능성이 있는 객체를 검출함으로써 위치 인식을 위한 지도 매칭 데이터나 동적 객체 추적 데이터로 활용될 수 있다. 크기가 작은 클래스인 Motorcycle, Bicycle도 구분함으로써 자율주행 시 작은 물체에도 안정적으로 반응할 수 있어 안정성을 높일 수 있다.

      

    

    

  
    
      2. 점유 격자 지도(Occupancy Grid Map)
      
        2.1 정적 격자 지도
        Fig. 1에서 볼 수 있듯이 정적 격자 지도(Static occupancy gird map)는 각종 센서의 출력값을 이용하여 각각 독립된 격자 공간상에 표현하는 방법이다. 센서의 출력값은 격자 상에서 확률로 표현된다. 정적 격자 지도에서 격자의 상태는 점유 격자, 알 수 없는 격자, 비점유 격자로 표현이 되고, 상태에 따라서 확률값이 할당된다. 또한, 격자 1과 2는 각각 독립된 격자로 가정하고 정보가 갱신된다.

        
          
          

          Fig. 1 
				
          

          
            Representation of occupancy probability, unknown probability and free probability on a static grid map
          
          

          

        

        정적 격자 지도를 자율주행에 사용할 수 있는 격자로 표현하기 위해서는 세 가지의 모델이 필요하다.

        첫 번째로는 자차 움직임 보상 방법이 있다. 자차량에 있는 센서로부터 주변차량의 상대적 위치, 속도 등의 정보를 받는다. 하지만 차량은 계속해서 이동하고 정지한다. 이에 따른 움직임 보상 방법이 필요하다. 점유 격자 지도를 생성하기 위해서는 자차의 움직임을 격자 지도에 반영해야 한다. 자차의 움직임은 주로 관성 센서에서 출력되는 정보인 속력, 가속력, Yaw 변화량을 이용하여 구할 수 있다. 보편적으로 움직임 보상 모델은 회전이 일정하다고 가정하고 CTRV(Constant Turn Rate and Velocity)모델과 CTRA(Constant Turn Rate and Acceleration)모델을 사용한다.13) 이 모델을 토대로 자차 이동량의 계산식은 식 (1)과 같다.
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        두 번째로 필요한 모델은 센서 측정값을 각 격자마다 확률로 표현할 수 있는 센서 측정 모델이다. 라이다는 빛을 쏘아서 반사되어 오는 시간을 측정하여 거리를 계산하는 Time of Flight(TOF)방식이다. 이 측정 모델에는 측정값 오차, 동적 객체에 대한 오차, 측정할 수 없는 경우의 오차, 무작위 오차 등 총 4가지의 오차가 존재한다. 또한, 라이다는 극좌표계(Polar coordinate)로 구성된 격자 지도이다. 이 극좌표계를 직교 좌표계(Cartesian coordinate)로 변환하여 사용해야 한다.

        마지막으로 이전 상태의 점유 확률을 이용해서 현재 격자 상태를 갱신하는 격자 지도 갱신 모델이 필요하다. 이때 Binary bayes filter(BBF) 방법을 사용하여 격자 상태를 갱신한다. 이 방법은 이전 시간에서의 측정확률과 사후 점유 확률을 통해 다음 상태의 점유 확률을 계산하여 점유 상태(Occupied state) 또는 비점유 상태(Free state)로 격자를 나타낸다.

      

      
        2.2 동적 격자 지도
        복잡한 도심지 환경에서는 정적인 물체만 존재하지 않는다. 하지만 Fig. 2에서 볼 수 있듯이 정적 격자 지도는 격자에 객체의 유무 및 위치 정보만 저장하므로 동적 물체도 정적 상태로 표현한다.

        
          
          

          Fig. 2 
				
          

          
            Comparison of static occupancy gird map and dynamic occupancy grid map5)
          
          

          

        

        반면에 동적 격자 지도는 파티클 필터를 기반으로 격자 지도에 존재하는 파티클들을 사용하여 격자의 점유 확률, 비점유 확률을 계산하고 동적 또는 정적 객체를 추정할 수 있다. 동적 격자 지도 갱신 방법은 초기화와 예측, 갱신, 리샘플링 총 4단계로 구성되어 있다.

        
          2.2.1 예측 단계
          모션 모델이 적용되어 전파된 파티클들은 동적 격자 지도에 사용된다. 그리고 각 격자에 분포하는 예측 파티클은 각 격자의 동적 및 정적 상태를 나타낸다. 만약 격자가 많은 파티클들을 가지고 있거나 파티클들이 가지고 있는 가중치가 높으면 각 격자는 높은 예측 점유 확률을 갖게 된다.

        

        
          2.2.2 갱신 단계
          앞서 언급한 Binary Bayes Filter(BBF) 방법을 통해 예측된 파티클 점유 확률을 이용하여 추정 점유 확률을 갱신한다. 이 추정 점유 확률은 격자에 존재하는 파티클의 가중치의 합을 정규화하기 위해 사용된다. 따라서 정규화된 가중치는 파티클의 가중치로 사용할 수 있다.

        

        
          2.2.3 초기화 단계
          새로운 점유 확률을 갱신하기 위해서 센서 측정 확률과 예측 점유 확률을 결합해야 한다. 그러나 기존에 점유가 되지 않은 격자는 센서 측정값이 높더라도 예측 점유 확률 값이 낮기때문에 새로운 물체가 계측되지 못할 수 있다. 따라서 예측 점유 확률이 낮은 격자에도 새로운 파티클을 생성해 주어야 한다. 또한, 새로운 파티클은 예측 점유 확률보다 센서에 의한 측정확률이 더 높을 때 더 많은 가중치를 부여받게 된다. 점유 확률에 따라 생존 파티클의 가중치가 갱신되며 새롭게 측정된 영역에서는 출현 파티클이 생성된다.

        

        
          2.2.4 리샘플링
          위와 같이 3단계를 거치게 되면 가중치가 높은 파티클만 생존하게 된다. 가중치가 작은 파티클들은 생존하지 못해 총 파티클의 수는 감소한다. 따라서 파티클 필터에서는 리샘플링 단계를 통해 총 파티클의 수를 유지한다. 이 단계에서는 센서 측정 확률과 파티클의 가중치를 기준으로 재생성 단계를 거치며 총 파티클의 수를 유지하고 새로 생성된 파티클은 같은 가중치를 갖는다.

        

      

    

    

  
    
      3. 딥러닝 기법
      
        3.1 합성곱 신경망 – ResNet
        ResNet은 본 논문에서 객체 인식에 사용된 백본 네트워크이다.14) 딥러닝 네트워크 구조에서 비선형 모델의 답을 구하기 위해서 단층 구조에서 다층 구조로 변경함으로써 복잡한 특징에 대해서도 답을 찾아낼 수 있다. Fig. 3의 (a)는 단순히 레이어를 깊게 쌓는 Plane layer로 구성된 블록이고 (b)는 Residual 블록을 구조화하였다. 두 구조의 차이점은 Residual 블록은 연산 결과와 입력값을 더한다는 것이다. 이 방법은 기울기 소실의 문제를 해결시킬 수 있어 정확도가 감소하지 않고 신경망의 레이어를 깊게 쌓을 수 있어 더 성능이 좋은 신경망을 구축할 수 있다.

        
          
          

          Fig. 3 
				
          

          
            Comparison of (a) blocks consisting of plane layers and (b) residual blocks used in resnet
          
          

          

        

        Fig. 4를 살펴보면 (b) Bottleneck에서 1×1 합성공 층은 신경망의 시작과 끝에 추가된다. 이때, 1×1 합성곱 층은 차원을 줄이기 위해서 사용한다. 이 과정에서 신경망의 성능은 감소하지 않고 파라미터 수를 감소시키는 효과를 가질 수 있다. 차원을 줄인 뒤 3×3 합성곱 층은 차원을 확대하는 역할을 한다. Fig. 4에서 (a)는 Bottleneck을 사용하지 않는 경우이다. Bottleneck을 사용하면 사용하지 않은 경우에 비해 파라미터의 개수가 22 %가 줄어든다. 결과적으로 Bottleneck은 연산량을 감소시킬 수 있는데 도움을 준다. 따라서 본 논문에서는 ResNet 구조를 사용하였다.

        
          
          

          Fig. 4 
				
          

          
            Comparison of (a) blocks consisting of 3×3 convolutional layers and (b) bottleneck used in resnet
          
          

          

        

      

      
        3.2 SSD(Single Shot MultiBox Detector)
        RCNN 계열의 2-stage detector는 정확도가 높지만, Region proposals를 추출하고 이를 처리하는 과정에서 시간이 오래 걸려 인식 속도가 느리다는 단점이 있다. 반면 YOLO v1은 원본 이미지 전체를 통합된 네트워크로 처리하기 때문에 인식 속도가 매우 빠르다는 장점이 있다. 하지만 SSD(Single shot multibox detector)보다 상대적으로 적은 Anchor 박스를 사용하여 정확도가 떨어진다. 이처럼 정확도와 인식 속도는 반비례 관계에 있다. 하지만 객체 탐지 모델 중 SSD는 다양한 특성 맵을 사용하여 정확도를 높이고 1-stage detector로 속도가 빠른 장점이 있다. SSD 모델은 VGG-16을 기본 네트워크로 사용하고 보조 네트워크인 Auxiliary를 추가한 구조로 되어 있다. 보조 네트워크는 일반적인 합성곱 층을 가지고 있다.

        Fig. 5에서 보듯이 SSD 모델은 합성곱 신경망 중간에서 얻은 총 6개의 크기가 다른 특성 맵을 객체 인식에 사용하였다. 따라서 작은 객체뿐만 아니라 다양한 크기의 객체를 탐지할 수 있다. 또한, 하나의 셀마다 크기가 각기 다른 Default 박스를 사용한다. 이때, Default 박스란, Faster R-CNN15)에서 Anchor 박스의 개념으로 비율과 크기가 달라 바운딩 박스를 추론하는 데 이용한다. SSD 모델은 38×38, 19×19, 10×10, 5×5, 3×3, 1×1으로 총 6개의 특성 맵에서 각 셀마다 Default 박스를 생성하고 이를 객체 인식에 이용한다.
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          Fig. 5 
				
          

          
            Overall process of single shot detector(SSD) model
          
          

          

        

        각 특성 맵 별로 적용할 Default 박스의 크기를 구하는 공식은 식 (2)와 같다. 식을 살펴보면 특성 맵의 개수는 m개, 임의의 smin, smax를 설정한다. sk는 Default 박스 크기를 의미한다. 식 (2)을 통해 입력값 이미지 대비 Default 박스의 크기 비율인 sk을 정하였으면 각각의 박스 너비와 높이는 식 (3), (4), (5)을 통해 구할 수 있다. ar은 형상 종횡비, Default 박스 폭은 wka, 길이는 hka로 표현하였다. 또한, SSD 모델은 객체 검출의 마지막 예측 단계에서 Non Maximum Suppression(NMS)을 통해 겹치는 Default 박스를 제거하여 정확도를 높였다. Yolo v1은 완전 연결 계층을 사용하였지만, SSD는 합성곱 층을 사용함으로써 검출 속도를 향상시켰다. Yolo v1은 입력 이미지를 7×7 크기의 그리드로 표현하고 각 그리드 별로 바운딩 박스를 인식함으로써 7×7 그리드 크기보다 작은 객체의 객체 인식 성능은 낮았다. 하지만 SSD 모델은 여러 특성 맵을 통해 다양한 크기과 형상 종횡비를 가진 Default 박스를 생성하여 객체가 작은 객체뿐만 아니라 크기가 큰 객체까지 다양한 크기의 객체를 인식할 수 있다.

      

    

    

  
    
      4. DOGM 기반 객체 검출기 개발
      
        4.1 객체 검출기 개요
        라이다 포인트 클라우드 데이터를 이용하여 생성한 BEV 형태의 동적 격자 지도 출력값으로 점유 확률, 비점유 확률, 격자 속력, Intensity, 높이가 있다.

        Fig. 6은 동적 격자 지도의 출력값((a), (b), (c))과 라이다 데이터((d), (e))의 출력값을 격자 지도 형태로 표현하였다. Fig. 6에서 (a)는 점유 확률을 격자 지도로 표현하였다. 점유 확률은 객체가 존재하는 확률로 센서의 측정 모델을 통해 구해지는 값이다. (b)는 비점유 확률을 격자 지도 형태로 나타내었다. 비점유 확률은 점유 확률과 반대로 객체가 존재하지 않을 확률을 나타내는 값이다. (c)는 격자 속력을 격자 지도 형태로 표현하였다. 격자 속력은 파티클 필터를 이용하여 구한 동적 격자 지도의 결과값이고 각 격자의 속도를 대표한다. Vx와 Vy 성분을 이용하여 속력 성분으로 변환하고 정규화하여 사용한다. (d)는 격자 최대 높이를 표현한 격자이다. 격자 최대 높이는 격자에 존재하는 센서 측정값 중 지면으로부터 가장 높은 값을 의미한다. (e)는 격자 최소 높이를 표현한 격자이다. 격자 최소 높이는 격자에 존재하는 센서 측정값 중 지면으로부터 가장 가까운 값을 의미한다.

        
          
          

          Fig. 6 
				
          

          
            Output values of the dynamic occupancy grid map (a) occupancy probability, (b) free probability, and (c) speed. obtained from lidar data (d) height max and (e) height min
          
          

          

        

      

      
        4.2 초기 모델 구성
        동적 격자 지도에서 나오는 정보(비점유 확률, 속력)와 라이다 데이터(격자 최소 높이, 격자 최대 높이)에서 나오는 정보를 이용한 객체 인식 모델은 SSD(Single shot multibox detector)를 기반으로 개발하였다. SSD는 Yolo v1처럼 1-stage-Detector로 바운딩 박스의 영역을 추출하여 속도가 빠르고 합성곱 층에서 얻은 특성 맵을 활용하여 다양한 크기의 객체를 인식할 수 있다. 백본으로는 기울기 소실과 폭발을 방지하고 연산량을 줄일 수 있는 ResNet-18의 모델을 사용하였다.

        Fig. 7은 초기 모델이다. Car의 Default 박스 크기는 0.05로 차량의 크기를 평균적으로 폭 1.5 m, 길이 4.5 m로 가정하여 식 (2), (3), (4), (5)를 통해 구해진다. 이와 마찬가지로 Truck의 경우 평균적으로 폭 4.5 m, 길이 13 m로 가정하였을 때 Default 박스 크기는 0.13로 얻어진다. Default 박스 크기인 0.09는 Car와 Truck의 중간 크기로 지정하였다. Default 박스 크기인 0.03은 Motorcycle, Bicycle의 크기인 폭 0.7 m, 길이 2 m로 구하였다.

        
          
          

          Fig. 7 
				
          

          
            Overall process of the initial model using 6 feature maps
          
          

          

        

        다양한 객체를 검출하기 위해 특성 맵은 총 6개를 사용하였다. 그 중 conv7과 conv4_3 두 가지의 특성 맵을 병합하여 차량이 존재할 수 있는 특징을 하나의 레이어로 통합하여 더욱 강건한 모델을 만들었다.

      

      
        4.3 초기 모델 결과 분석
        Table 1은 전체 클래스에 대한 성능 분석 결과이다. mAP는 0.325이고, 정밀도는 39.23 %, 재현율은 82.96 %이었다. Table 1을 통해 클래스별로 전체적으로 재현율에 비해 정밀도가 낮은 것을 볼 수 있다.

        
          Table 1 
				
          

          
            Detection performance of initial model using nuScenes dataset
          
          

        

        
          
            
              	Detection performance
            

          
          
            	
            	mIOU
            	Precision
            	Recall
            	mAP
          

          
            	Total
            	74.14 %
            	39.23 %
            	82.96 %
            	0.325
          

          
            	Car
            	75.43 %
            	51.93 %
            	93.14 %
            	0.484
          

          
            	Truck
            	53.14 %
            	8.31 %
            	39.74 %
            	0.034
          

          
            	Bike
            	55.52 %
            	8.87 %
            	10.42 %
            	0.009
          

        

        

        Fig. 8은 nuScenes 데이터 중 한 샘플에 대한 초기 모델의 결과이다. 빨간색 박스는 예측된 바운딩 박스이고, 파란색 박스는 Truck의 참값을 의미한다. 이 샘플에서는 실제 Truck이 1대밖에 불과하지만 많은 차량이 예측되고 있다. 초기 모델의 검출 결과 참값의 개수에 비해 예측된 바운딩 박스가 더 많은 것을 볼 수 있다. 문제점을 확인하기 위해 정밀도와 재현율 값을 분석한 결과 정밀도가 재현율에 비해서 현저하게 낮은 결과값을 보여줬다. 레이어의 증가로 인해 참값이 아닌 부분도 예측이 많이 된 것으로 파악된다. 따라서 개선 모델에서는 레이어의 수를 줄일 수 있는 방안을 고안하였다.

        
          
          

          Fig. 8 
				
          

          
            Results from initial model using the nuScenes dataset
          
          

          

        

        기존 SSD에서 제안된 바운딩 박스 검출기는 고정된 객체 상자만을 검출할 수 있다는 한계가 존재한다. 일반적인 객체 검출 알고리즘에서는 객체의 바운딩 박스와 센서가 정렬된 상태이므로 회전된 바운딩 박스가 필요하지 않은 경우가 많다. 하지만 복잡한 도심지에서 동적 격자 지도를 사용하기 위해서는 군집화나 격자에 활용되는 다양한 매개변수를 활용해야 한다. 이 매개변수에 검출된 객체 정보를 활용하기 위해서는 객체가 존재하는 정확한 영역에서 바운딩 박스를 예측해야 한다. 따라서 본 연구에서는 바운딩 박스의 위치와 클래스 정보 및 객체의 폭, 회전 정보를 학습함으로써 회전된 바운딩 박스를 예측할 수 있게 한다. 신경망을 훈련하는데 사용되는 가장 일반적인 손실 함수 중 하나인 Cross-Entropy를 사용하였다.

        SSD는 합성곱 층을 통과하면서 생성된 다수의 특성 맵에서 객체 인식을 한다. Fig. 9의 nuScenes 데이터 중 하나의 샘플인 (a)에서는 Motorcycle과 Truck이 있다. 특징 맵인 (a), (b)에서는 각 그리드마다 Default 박스들을 이용하여 객체 인식을 한다. Conv4_3의 특징 맵인 (a)의 그리드 크기는 Conv7의 특징 맵인 (b)의 그리드 크기보다 작다. 각 그리드에서는 식 (3)처럼 설정한 형상 종횡비와 식 (2)에서 구한 Default 박스 크기를 이용하여 객체 인식을 한다. Conv4_3의 특징 맵인 (a)에서는 검정색 점선 박스로 표현된 Default 박스들을 이용하여 Truck를 인식하는 것보다 빨간색 점선 박스로 표현된 Default 박스들로 Motorcycle을 인식하기에 더 유리한 것을 볼 수 있다. 즉, 크기가 작은 객체를 인식하기가 더 유리한 것을 알 수 있다. Conv7의 특징 맵인 (b)에서는 노란색 점선 박스로 표현된 Default 박스들로 Truck을 인식하는게 더 유리한 것을 볼 수 있다. Conv4_3의 특징 맵인 (a)와 Conv7의 특징 맵인 (b)를 비교한 결과 입력층에 가까운 특성 맵일수록 크기가 작은 객체가 인식하기가 유리한 것을 볼 수 있다. 정리하면 출력층에 가까운 특성 맵인 Conv7(38×38×1024)보다 입력층에 가까운 특성 맵인 Conv4_3(75x75x512)에서 크기가 작은 객체인 Bike 클래스에 포함된 Motorcycle과 Bicycle를 인식하기에 더 유리하다는 것을 알 수 있었다. 이를 토대로 개선 모델을 설계하였다.

        
          
          

          Fig. 9 
				
          

          
            Comparison of the (a) low level feature map (conv4_3) and (b) the high level feature map (conv7) for use in object detection
          
          

          

        

      

    

    

  
    
      5. DOGM 기반 객체 검출기 보완
      
        5.1 개선 모델 및 결과 분석
        초기 모델의 낮은 정밀도를 개선하기 위하여 최소한의 레이어로만 딥러닝 기반 객체 인식을 진행하기로 하였다. 또한, 입력층에 가까운 특성 맵에서는 Bike 클래스에 맞는 Default 박스 크기인 0.03을 개선 모델에 적용하였다. Fig. 10은 개선 모델 구조이다. 정밀도가 낮은 원인을 분석하여 6개의 레이어에서 4개의 레이어로 줄였다. 초기 모델과 마찬가지로 두 가지의 레이어인 Conv4_3과 Conv7를 합침으로써 객체 인식을 위해 성능을 높이고자 하였다. 또한, 이 하나의 레이어를 합쳐 다양한 크기를 가질 수 있는 차량의 형상을 고려하여 세 가지의 레이어로 나누어 사용하였다.

        
          
          

          Fig. 10 
				
          

          
            Overall process of improved model using 4 feature maps
          
          

          

        

        Fig. 11은 nuScenes 데이터 세트 중 한 샘플에 대한 개선 모델의 결과이다. Fig. 11의 중앙 부분에 있는 Bike 클래스에 속해있는 Motorcycle의 경우 참값이 존재하였고 제안한 모델의 결과로 참값과 같은 위치에서 객체를 탐지하였다. 빨간색 박스는 객체 검출 예측 결과이고, 그 중 빨간색 라벨로 표시된 Car, 노란색 라벨로 표시된 Truck, 파란색 라벨로 표시된 것은 Motorcycle이다. 특성 맵에서 Bike의 Default 박스 크기를 사용하여 성능이 높아진 것으로 파악된다. 또한, Table 1에서 보이듯이 초기 모델의 mAP는 0.325였지만, Table 2에서 알 수 있듯이 개선 모델의 mAP는 0.651로 대략 2배가 증가하였다. Fig. 8과 Fig. 11을 비교해 보았을 때 빨간색으로 박스가 그려진 객체 검출 예측 결과가 초기 모델은 많이 발견되었지만 개선 모델의 결과 좀 더 정확한 위치에서 예측되는 수가 증가하였다. Table 1과 Table 2를 비교해보면 초기 모델의 경우 예측이 많이 되어 정밀도는 39.23 %였고, 개선 모델의 결과 정밀도는 76.85 %였다. 정밀도를 증가시키기 위해 레이어의 개수를 4개로 줄여 정밀도를 대략 1.96배를 증가시켰다. Table 2에서 볼 수 있듯이 개선 모델의 경우 기존 모델보다 모든 클래스의 AP값이 증가하였다. Car의 경우는 1.54배, Truck은 7.44배, Bike는 11.89배가 증가하였다.

        
          
          

          Fig. 11 
				
          

          
            Result of improved model using the nuScenes dataset
          
          

          

        

        
          Table 2 
				
          

          
            Detection performance of improved model using nuScenes dataset
          
          

        

        
          
            
              	Detection performance
            

          
          
            	
            	mIOU
            	Precision
            	Recall
            	mAP
          

          
            	Total
            	77.91 %
            	76.85 %
            	85.69 %
            	0.651
          

          
            	Car
            	78.61 %
            	79.36 %
            	93.14 %
            	0.743
          

          
            	Truck
            	70.79 %
            	46.99 %
            	52.97 %
            	0.253
          

          
            	Bike
            	60.26 %
            	58.07 %
            	15.63 %
            	0.107
          

        

        

      

      
        5.2 타연구 비교
        본 연구에서 제안한 객체 인식 기법의 성능에 대한 객관적인 비교를 수행하기 위하여 Table 3에서 BirdNet과 BirdNet+의 인식결과와 비교하였다. 전체적으로 BirdNet과 BirdNet+를 통해 얻은 AP보다 본 연구 결과 AP가 더 높은 것을 확인하였다. 본 연구에서는 라이다 32채널을 사용하는 nuScenes 데이터를 이용하였지만 BirdNet과 BirdNet+는 라이다 64채널을 사용하는 KITTI 데이터를 이용하였다. 라이다 채널이 높을수록 객체에는 더 많은 포인트가 찍히게 된다. 따라서 nuScenes 데이터를 사용한 본 연구는 작은 포인트 개수임에도 불구하고 AP도 높아 BirdNet과 BirdNet+보다 성능이 더 뛰어났고 볼 수 있다. Table 4를 보면 BEV-Net은 nuScenes 데이터를 사용하였다. Car의 AP는 0.611로 본 연구의 AP는 0.743으로 더 높은 성능을 보여줬다. 하지만 BEV-Net은 Cyclist의 AP 경우 0.163으로 본 연구보다 높은 성능을 보여줬다.

        
          Table 3 
				
          

          
            Comparison of car detection performance between BirdNet, BirdNet+ and ours
          
          

        

        
          
            
              	Detection performance(car)
            

          
          
            	Model
            	IOU
            	AP
            	Dataset
          

          
            	BirdNet
            	-
            	0.636
            	KITTI
          

          
            	BirdNet+
            	-
            	0.663
            	KITTI
          

          
            	Ours
            	78.61 %
            	0.743
            	Nuscenes
          

        

        

        
          Table 4 
				
          

          
            Comparison of detection performance between BEV-Net and ours
          
          

        

        
          
            
              	Detection performance(car)
            

          
          
            	Model
            	Dataset
            	Car_AP
            	Cyclist_AP
          

          
            	BEV-Net
            	Nuscenes
            	0.611
            	0.163
          

          
            	Waymo
            	0.707
            	0.339
          

          
            	Ours
            	Nuscenes
            	0.743
            	0.107
          

        

        

      

    

    

  
    
      6. 결 론
      본 연구에서는 동적 격자 지도를 이용하여 다양한 객체를 검출하는 객체 검출 딥러닝 기법에 관한 연구를 진행하였다. 동적 격자 지도는 객체의 위치뿐만 아니라 속도 정보도 가지고 있어 복잡한 도심지 환경에서 동적 객체에 대한 추정이 가능하다. 라이다의 포인트 클라우드 데이터인 3D 형태의 데이터를 BEV(Bird Eye View)로 변환시켰다. 2D 합성공 층을 활용한 네트워크를 사용하여 3D 형태인 데이터보다 연산 시간이 빠르고 데이터양이 작은 장점이 있다. 연구에서 사용된 백본인 ResNet은 기울기 소실과 폭주를 방지할 수 있고, 파라미터의 수를 줄여 연산 시간을 단축할 수 있다. 객체 인식 모델로는 SSD(Single shot multibox detector)를 사용하여 1-stage-detector로 빠른 연산 속도와 높은 성능을 보여주었다. 동적 격자 지도의 출력값으로는 점유 확률, 비점유 확률, 속력, Intensity, 높이가 있다. 그중 본 연구에서는 2D 형태인 속도가 포함된 동적 격자 지도에서 그 출력값인 비점유 확률, 속력과 라이다의 출력값인 격자 최대 높이, 격자 최소 높이를 이용한 객체 인식 모델을 개발하였다. 모델을 학습 및 검증시키기 위해 데이터 세트로 ‘Motional’사에서 제공하는 nuScenes 데이터를 사용하였다. 초기 모델의 경우 총 6개의 레이어를 가진 모델이었다. 이 모델은 많은 레이어로 인해 예측이 많이 되어 정밀도 값이 낮은 것을 볼 수 있었다. 또한, Bike 클래스의 경우 Car, Truck 클래스에 비해 낮은 성능을 보였다. 따라서 개선 모델의 경우 레이어의 개수를 줄이고 입력층에 가까운 특성 맵에서는 비교적 작은 객체인 Bike의 성능을 높일 수 있는 Default 박스를 사용하였다. 그 결과 mIoU는 77.91 %, 정밀도는 76.85 %, 재현율은 85.69 %, mAP는 0.651로, 초기 모델보다 mAP는 대략 2배, 특히 Bike의 AP값이 11.89배가 증가하였다. 비슷한 연구인 BirdNet과 BirdNet+보다 성능이 더 뛰어남을 확인하였다. BEV-Net보다 Car의 성능은 높았지만, Cyclist의 성능은 떨어지는 것을 알 수 있었다. Bike 클래스에 해당하는 Motorcycle와 Bicycle은 nuScenes 데이터 세트에서 충분한 양의 샘플이 없었고 nuScenes의 라이다는 32채널, KITTI 64채널을 사용함으로써 작은 크기의 객체로부터 측정된 포인트 개수가 부족한 원인으로 있다고 판단되었다. 따라서 앞으로는 사용하던 nuScenes 데이터를 다른 데이터 세트로 변경하여 학습을 진행할 예정이다. 본 논문을 통해 동적 격자 지도에 출력값을 이용하여 객체를 인식하고 동적 상태로 전환할 가능성이 있는 객체를 검출할 수 있다. 이 동적 객체 인식을 통해 위치 인식을 위한 지도 매칭 데이터나 동적 객체 추적 데이터로 활용될 수 있다.
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