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            초록
          
        

        
          In this paper, a classification algorithm of lane change maneuver based on roadside sensors on highway is proposed. Data augmentation using field operational test data is also considered for scalability. The maneuver classification is composed of semantic maps and convolution neural network(CNN). The semantic map aims to represent a bird’s eye view of both vehicle and road geometry, and the corresponding trajectory of the vehicle. The CNN is used to classify a lane change maneuver of multiple vehicles. While good performance of maneuver classification is shown with respect to a well-known dataset called highD, it is still necessary to consider scalability. Thus, the data augmentation is suggested to build a semantic map based on field operational test data. Despite different sensor characteristics of two datasets, it is demonstrated how the performance of CNN-based maneuver classification is improved in terms of scalability is demonstrated.
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      1. 서 론
      미래의 자동차는 도로 인프라 및 차량 간 통신으로 연결되는 커넥티드(Connected) 자율주행자동차로 진화할 것으로 예상되고 있다.1) 현재 개발하고 있는 대부분의 자율주행자동차는 차량 내 환경센서를 통하여 주변 객체(차량, 보행자, 차선 등)를 인지하고, 차량 거동(Maneuver)을 검출하고, 주행 궤적을 계획하는 등 다양한 주제에 대한 연구가 활발하게 진행되고 있다. 하지만, 주어진 센서의 측정 범위, 주변 차량 및 건물에 의해 가려지는 상황(Blockage)에 의한 인지 성능 저하 등 현재 센서 기술의 한계가 존재한다.2) 이러한 인지관점의 한계점을 극복하기 위해서 도로 상의 장착된 센서(라이다, 레이더, 카메라 등), 소위 도로 인프라 센서(Roadside sensor)를 사용한 차량 검출 및 추적(Detection and tracking), 보행자 검출, 보행자의 횡단 의도(Intention) 예측, 차량의 주행 궤적 예측(Path prediction)과 같은 연구가 활발히 진행되고 있다.3-6)

      그 중 차선 변경(Lane change) 거동을 검출하는 연구는 차량 내 센서를 기반으로 끼어들기(Cut-in) 거동을 검출하는 문제가 대부분이며 도로 인프라 센서를 이용한 연구는 상대적으로 찾아보기 어렵다. 차량 내 센서를 기반으로 끼어들기 또는 차선변경 거동을 검출하는 방법론은 크게 Model-based, Generative, Discriminative, Neural network 기반 접근방법으로 구분할 수 있으며 본 논문에서는 딥러닝 네트워크(Neural network)을 기반으로 하는 방법론을 중심으로 살펴보고자 한다.7) 딥러닝 기반 연구는 다시 Multi-layer perceptron(MLP), Recurrent neural network(RNN), Convolution neural network(CNN)이 대표적으로 사용되고 있다. 예를 들어서, MLP을 사용하여 차선 변경 궤적을 예측하는 방법과 차선 변경에 대한 확률을 판단하는 알고리즘이 제안되었다.8,9) RNN의 경우 시계열의 정보를 사용하여 차량의 의도 혹은 궤적을 예측하는 연구,10,11) CNN은 이미지를 사용하여 차량의 거동 검출 및 예측 연구에 적용되고 있다.12)

      도로 인프라 센서를 기반으로 한 연구는 거동 검출보다는 주로 궤적 예측에 대한 연구가 주를 이루고 있다. 예를 들어서 시계열의 조감도(Bird’s eye view, BEV) 이미지를 사용한 CNN 기반 궤적 예측, CNN과 Long-short term memory(LSTM) 기반 궤적 예측, LSTM 기반 단일 차량에 대한 차선 변경 예측 등이 있다.6,13,14) 물론 딥러닝이 아닌 기구학적 관계를 이용하여 차선 변경의 유무를 검출하는 연구가 존재하지만 딥러닝을 기반으로 차선 변경 거동 검출을 진행한 연구는 거의 찾아보기 힘들다.15,16)

      차량 거동을 검출하는 딥러닝 네트워크를 개발하기 위해서는 데이터셋 구축이 선행되어야 한다. 일반적으로 특정 지역에 도로 인프라 센서를 설치하여 데이터셋을 획득되고 공개하고 있지만 네트워크의 성능 향상 및 강인성 제고를 위해서는 데이터의 다양성 확대(Scalability)가 필요로 하며 궁극적으로 도로 인프라 센서의 설치 지역의 확대가 필요해진다. 또 다른 접근 방법으로는 학습 데이터를 가상으로 증강(Data augmentation)하는 기술이 연구되고 있다. 예를 들어서, 도로 인프라 센서로 탑재된 라이다 센서 기반 차량 검출 알고리즘을 위한 학습 데이터 내 차량의 위치 분포가 편향되지 않도록 라이다 포인트 클라우드와 라벨링 된 차량 정보를 회전(Rotation)하거나 무작위 이동(Random translation) 기술을 적용하여 성능 향상을 시켰다.17) 또 다른 방법으로 실제 센서로 획득한 데이터 중 배경을 제외하고 주변 객체들을 제거한 후 가상의 동적 객체(차량, 보행자 등)를 랜덤하게 배치하여 데이터를 증강시키는 기술도 있다.18)

      본 연구에서는 도로 인프라 센서를 기반으로 한 공개데이터셋을 이용하여 다중 차량에 대한 차선 변경 거동 검출을 위한 데이터셋을 구성한다. 다음으로 CNN을 적용하여 차선 변경 거동 검출을 위한 가능성을 확인한다. 마지막으로 제한된 데이터셋을 도로 환경을 고려할 수 있는 데이터셋으로 확대할 수 있는 데이터 증강 방법을 제안하고자 한다. 실도로 주행데이터를 도로 인프라 센서를 기반으로 획득한 데이터로 모사하는 데이터 증강 방법을 이용하기에 두 데이터셋 간의 불확실성이나 센서 특성이 다를 수 있는 한계점을 미리 언급하고자 한다. 따라서 본 연구에서는 CNN기반 차선 변경 거동 검출 알고리즘의 강인성과 확장성을 확인해보자 한다. 즉, 도로 형상의 변화와 주변 차량의 움직임의 다양성이 확장되는 데이터셋에 대해서 딥러닝 기반 차선 변경 거동 검출 알고리즘의 성능에 미치는 영향을 살펴보고자 한다.

    

    

  
    
      2. 차선 변경 거동 검출
      
        2.1 차선 변경의 정의 및 라벨링
        도로 인프라 센서를 사용하여 고속도로 주행 시 차선 변경 거동 검출 연구를 위한 대표적인 공개 데이터셋으로 독일의 highD, 미국의 NGSIM US Route 101(US-101) 데이터가 널리 알려져 있다.7) Table 1에서 두 데이터셋을 비교하고 있으며 highD의 경우 드론을 사용하여 서로 다른 60개 지점의 도로에 대하여 16.5시간 동안의 시계열 데이터로 이루어져 있다.19) 400 ~ 420 m 정도 길이의 직선 도로를 측정범위로 정하고 각 차량 별 ID, 종방향 위치(x), 횡방향 위치(y), 종방향 속도(υx), 횡방향 속도(υy), 차량의 길이와 폭(Width, height), 차량이 위치하는 차선 ID, 차선의 횡방향 위치 등의 정보를 포함하고 있다. Fig. 1은 highD 데이터셋의 특정 시간에 다섯 대 차량에 대한 차량 별 ID와 해당 차량의 길이와 폭을 반영하여 사각형의 형태로 도로 이미지 상에 투영하여 보여주고 있다.

        
          Table 1 
				
          

          
            Comparison of NGSIM and highD dataset19)
          
          

        

        
          
            
              	Attribute
              	Dataset
            

            
              	NGSIM
              	highD
            

          
          
            	Recording Duration [hours]
            	1.5
            	16.5
          

          
            	Recorded Distance [m]
            	500-640
            	400-420
          

          
            	Driven distance [km]
            	5,071
            	45,000
          

          
            	Driven time [hours]
            	174
            	447
          

        

        

        
          
          

          Fig. 1 
				
          

          
            Snapshot of vehicle data on highD road image
          
          

          

        

        미국 교통부에서 US-101 근방의 고층 빌딩의 카메라들을 동기화 하여 획득된 데이터를 활용하여 만든 NGSIM US-101 또한 highD와 동일하게 시계열 데이터를 제공하고 있다.20) 교통류 분석을 위해 생성된 데이터셋으로 Fig. 2와 같이 500 ~ 640 m 길이의 차선에 대하여 위 highD 데이터셋에서 언급된 정보뿐만 아니라 도로 정보(shp 파일 형태)를 제공하여 차선에 대한 정보를 확인할 수 있다. 본 논문에서는 우선 Table 1 내 주행 거리(Driven distance)가 큰 highD 데이터셋을 선정하여 차선 변경 거동에 대해서 라벨링을 진행하였다.

        
          
          

          Fig. 2 
				
          

          
            Snapshot of vehicle trajectory on NGSIM US-101 road file
          
          

          

        

        네트워크 학습 및 평가를 위한 라벨링을 위해서는 차선 변경의 정의가 필요하며 차선과의 횡방향 위치만 기준으로 차선 변경의 시작과 끝을 정의할 수 있지만21,22) 헤딩각(Heading angle) 정보도 추가적으로 사용하여 차선 변경이 시작되는 시점과 종료 시점을 좀 더 정확하게 정의하고자 한다.23) 예를 들어서, Fig. 1 내 차량 ID 1번의 경우 과거 시계열 데이터를 살펴보면 Fig. 3에서 보는 바와 같이 1차선에서 2차선으로 차선 변경이 이루어졌음을 알 수 있고 이에 해당하는 정보를 highD에서는 차선(Lane) ID로 명기되어 있어서 차선 ID의 변경 여부를 이용하여 차선 변경 여부를 확인할 수 있다. 즉, Fig. 3의 경우 차량 ID 1번이 1,802 frame에 Lane ID가 1번에서 2번으로 변경되며 이를 기준으로 차선변경이 있음을 선정할 수 있다.

        
          
          

          Fig. 3 
				
          

          
            Definition of lane change maneuver for annotation
          
          

          

        

        다음으로 차선 변경의 시작 시점과 종료시점을 정의하고자 하며 우선 헤딩각을 주어진 좌표축 정의에 따라 속도 벡터를 사용하여 다음과 같이 헤딩각(θ)을 추정하였다.24)
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        여기서 vx와 vy는 종⋅횡방향 속도를 각각 뜻한다. 이렇게 추정된 헤딩각을 이용하여 식 (2)와 같이 회전된 차량에 해당하는 사각형의 4 꼭짓점을 계산할 수 있다(Fig. 3의 우측 상단 그림 참조).
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        여기서 R은 회전 행렬, pi는 차량에 해당하는 사각형의 4개 꼭짓점 좌표를 뜻한다. 마지막으로 차선변경 시점을 기준으로 특정 차선의 횡방향 값(Fig. 3의 l참조)과 사각형의 꼭짓점이 처음으로 교차하는 시점부터 마지막에 교차하는 시점을 차선변경의 처음과 종료 시점으로 정의한다. Fig. 3의 경우 1,752 frame과 1,832 frame을 차선 변경 구간으로 추출하여 라벨링을 진행하였다.

      

      
        2.2 차선변경 검출을 위한 학습데이터셋
        차선변경 검출을 위한 알고리즘은 크게 관심영역(Region of interest, ROI)에 따라 상면도(Bird`s eye view)형태로 차량과 도로 형상을 표시하는 Semantic map과 CNN을 기반으로 차선변경의 거동 구분(Maneuver classification)으로 구성되어 있다. 관심영역 설정과 Semantic map의 구성은 알고리즘 및 학습과 밀접한 관계를 가지고 있다. 우선 ROI의 설정은 차량과 도로를 형상화하는 Semantic map의 해상도(Resolution)를 결정한다. highD 데이터의 경우 도로 종방향 길이(400 ~ 420 m) 모두 포함하도록 이미지를 생성할 경우 차량에 해당하는 사각형의 픽셀 사이즈가 너무 작아져 거동 구분 성능에 영향이 있다.25) 따라서 문헌의 방법을 참고하여 횡방향을 40 m로 선정하고 종방향의 경우 80 m로 분할하였다.26,27)

        다음으로 네트워크의 입력으로 사용되는 Semantic map의 경우 RGB채널을 이용하여 구성하였다. ROI 설정 비율에 맞춰 입력 이미지의 크기를 400×800 픽셀로 구성하여 해상도를 0.1(m/pixel)로 설정하였다. Fig. 4의 하단 그림과 같이 분할된 ROI 내에 차량에 해당하는 크기의 사각형(빨간색 또는 R채널)으로 표시한다. 도로 형상의 경우 녹색선(G채널)으로 표시하며 차량의 과거 주행 궤적을 포함시키기 위하여 현재부터 이전 15 frame까지 해당하는 차량 궤적(그림 내 빨간색 사각형 실선 참조)을 추가한다. 또한, 각 차량 ID마다 거동(Maneuver) 라벨링에 해당하는 차선 유지(Lane-keeping, LK)와 차선 변경(Lane change, LC)으로 구분하여 명기되어 있음을 알 수 있다. 최종적으로 Table 1과 같이 주어진 highD 데이터셋 중 학습데이터로 Fig. 4의 좌측 그림과 같이 전체 도로 중 0 ~ 80 m에 해당하는 영역을 선정하였으며 해당 영역에서 총 2,609번의 차선 변경이 발생하였다. 위에서 정의된 차선 변경의 시작과 종료 시점을 고려하여 총 131,846 frame의 데이터를 추출하였으며 학습데이터로는 그 중 50 %에 해당하는 65,923장의 Semantic map을 선정하였다.

        
          
          

          Fig. 4 
				
          

          
            Multiple semantic maps based on highD dataset
          
          

          

        

      

      
        2.3 CNN기반 차선변경 거동 검출 및 검증
        차선 변경 거동 검출 알고리즘은 우선 위에서 언급한 바와 같이 여러 장의 Semantic map을 생성하고 이를 사용하여 CNN 기반 차선 변경 거동 구분(Maneuver classification)을 수행하게 된다. CNN으로 YOLOv5s을 사용하였으며 YOLOv5는 기존 YOLO의 백본인 DarkNet에서 CSP-DarkNet으로 변경되었으며 정확도 및 검출 속도가 향상된 모델로 알려져 있다.28) YOLOv5에는 YOLOv5s, YOLOv5m, YOLOv5l, YOLOv5x으로 구분되어 있으며 이는 필터 크기, 특징 추출 모듈의 차이가 있다.29) 이 중 실시간 속도가 가장 빠르고 성능이 상대적으로 높은 YOLOv5s을 선정하였다.

        위에서 선정된 학습 데이터에 대해서 Ubuntu 18.04, nvidia RTX A6000를 기반으로 약 25시간 동안 100 epoch의 학습을 진행하였다. Table 2의 (a)는 학습데이터를 제외한 50 %의 Validation 데이터셋에 대한 평가 결과이며 차선 유지에 대한 정확도는 99 %, 차선 변경에 대한 정확도는 98 %이다.

        
          Table 2 
				
          

          
            Result of highD dataset
          
          

        

        
          
            	(a) Confusion matrix of validation set
          

          
            	Label
            	LK
            	LC
          

          
            	Predicted
          

          
            	LK
            	0.99
            	0.02
          

          
            	LC
            	0.01
            	0.98
          

          
            	(b) Confusion matrix of test set
          

          
            	Label
            	LK
            	LC
          

          
            	Predicted
          

          
            	LK
            	0.97
            	0.03
          

          
            	LC
            	0.03
            	0.97
          

        

        

        평가 데이터셋의 경우 60개의 도로 중 첫번째 도로의 400 m를 5개의 80 m 영역으로 분할하여 총 19,445장의 Semantic map을 생성하였다. Table 2의 (b)에는 평가 데이터셋에 대한 결과이며 학습 결과와 비해 차선 유지의 경우 2 %, 차선 변경의 경우 1 % 성능이 하락한 것을 볼 수 있다.

        Fig. 5에서는 80 m로 분할된 영역 중 차량 ID 1번에 대하여 차선 변경을 검출한 모습을 볼 수 있으며 2번, 3번 차량에 대해서도 차선 유지를 검출한 모습을 확인할 수 있다.

        
          
          

          Fig. 5 
				
          

          
            Lane change maneuver classification with highD data
          
          

          

        

      

    

    

  
    
      3. 도로 인프라 센서 데이터 증강
      Fig. 1이나 Fig. 5에서 보는 바와 같이 highD 데이터셋 60개 지점의 서로 다른 도로에서 획득한 데이터를 포함하고 있음에도 불구하고 거의 직선에 가까운 도로 환경만을 고려하고 있다. 따라서, Fig. 6에서 보는 바와 같이 2장에서 학습된 차선변경 거동 판단 알고리즘이 곡선 구간에서 오판단하는 경우가 발생할 수 있다. Fig. 6의 데이터는 도로 인프라 센서를 이용하여 측정한 데이터가 아니고 실도로 주행 테스트(Field operational test, FOT)를 통해서 획득된 데이터 일부를 Semantic map으로 구성한 것이다. 즉, 차량 ID 1번이 환경 센서가 장착된 자차량에 해당하고 주변 차량의 인지결과를 지도에 투영을 해서 보여주고 있다. 이러한 데이터를 차선변경 검출 네트워크에 주입했을 경우 차량 ID 4번의 차선 변경(LC)을 차선 유지(LK)로 오판단하고 있다. 이러한 성능저하 원인 중 하나로 학습 단계에서 곡선로에 대한 데이터가 충분히 추가되어 있지 않기 때문이라는 추론이 가능하다. 본 절에서는 CNN기반 차선변경 거동 알고리즘의 확장성을 확인하기 위하여 다양한 도로 형태나 차량의 움직임을 포함하고 있는 실도로 주행 데이터를 도로 인프라 센서기반 데이터셋으로 증강(Augmentation)하는 방법에 대해서 소개를 하고자 한다.

      
        
        

        Fig. 6 
				
        

        
          Test result of real-world data with the algorithm
        
        

        

      

      
        3.1 다중 차량 생성
        Fig. 7에서 보는 바와 같이 라이다(Lidar), GNSS/IMU가 탑재된 실차를 이용하여 실 도로 주행 데이터를 획득하고 라이다 센서 기반 차량 검출 및 추적 알고리즘을 사용하여 주변 차량들에 대한 정보를 생성한다. 병렬적으로 정밀도로지도(HD map 또는 Fig. 2의 shp 파일 참고)와 차량의 GNSS/IMU 데이터를 활용하여 현재 위치에 해당하는 차선 정보를 점(Point)형태로 추출한다. 그 후, ROI 내의 자차, 주변 차량, 차선의 점 정보를 도로 기준 좌표계로 좌표 변환하여 차선 정보(Lane model)를 생성한다. 마지막으로 주변 차량과 차선 정보를 이용하여 Semantic map을 생성하고 이를 합성(Stacked semantic map)하여 400 m 도로가 포함된 이미지로 생성한다.

        
          
          

          Fig. 7 
				
          

          
            Overview of data augmentation using FOT data
          
          

          

        

        다중 차량을 생성하기 위해 Fig. 7의 라이다 기반 차량 검출(Vehicle detection)은 라이다 정보를 2차원 이미지로 표현하여 접근하는 딥러닝 기법 중 하나인 Complex-YOLOv3를 선정하였다. 본 알고리즘의 작동 원리는 3차원의 포인트 클라우드를 RGB 채널의 이미지로 처리한 후 백본인 YOLOv3을 이용하여 차량을 검출한다.26) 네트워크 학습은 공개 데이터셋인 PandaSet과 실도로 주행 데이터를 혼합하여 Fine tuning 방법을 이용하여 학습 및 성능 평가를 진행하였다.30,31)

        다음으로 차량 검출 결과에 물체 추적(Tracking) 기법을 적용하였으며 이를 통하여 차량의 위치, 속도 및 방향각을 비선형 모델을 이용하여 추정함으로써 검출 결과를 보정 및 안정화하였다. 추적 기법으로는 비선형 모델인 Unscented Kalman filter를 이용하여 상태 값과 공분산에 대해 예측을 하고 입력으로 들어오는 측정치를 기반으로 상태 값과 공분산을 보정한다.32) 이 때 표적 관리(Track management)를 이용하여 표적의 생성, 유지 및 삭제를 관리한다. 예를 들어서, Fig. 8에서는 차량 추적(Vehicle tracking) 알고리즘을 이용하여 좌측 하단 그림과 같이 전방 좌측의 미검출(Missed detection) 차량을 인식(Fig. 8 우측 하단 그림 참조)하여 결과가 안정화 되고 있음을 보여주고 있다.

        
          
          

          Fig. 8 
				
          

          
            An example of vehicle detection and tracking
          
          

          

        

      

      
        3.2 도로 및 차선 정보 생성
        다중 차량이 주행하는 도로 정보, 즉 정밀지도를 획득하기 위하여 국토지리정보원에서 제공하는 정밀도로지도(shp 파일)를 사용하였다.33) Fig. 7 하단 과정은 Fig. 2와 같이 shp 파일을 통해 차선 정보를 추출하였으며 빨간, 파란, 주황색 점들과 같이 차선에 대한 정보를 점(Point)형태로 GPS 좌표와 함께 제공을 하며 데이터 획득 차량(즉, 자차량)의 GNSS/IMU에서 획득된 위치를 사용하여 차량 주변의 차선 점(Point)정보를 추출할 수 있다. Fig. 7의 하단 그림에서 검은색 포인트가 자차의 출발점이 되며 이를 기준으로 ROI(80×40 m)를 설정함을 보여주며(그림 내 파란색 박스 참조) 더 나아가 ROI내 차선 점 정보를 2차 다항식으로 곡선 피팅(Curve fitting)하여 차선 정보를 표출하고 있다.34) 또한 GNSS/IMU의 경우 칼만필터를 이용하여 위치가 보정이 된 값을 사용하였으며 주어진 ROI를 벗어나는 경우 새로운 ROI를 설정할 수 있다(Fig. 7의 하단 그림 중 주황색 박스 참조).

      

      
        3.3 증강 데이터셋 생성 및 라벨링
        생성된 주변 차량과 차선 정보를 이용하여 Fig. 7 우측 상단과 같이 Semantic map을 생성하고 라벨링을 진행하였다. 이 때 획득한 14분의 주행 데이터에 대하여 9,010장의 이미지를 생성을 하였다. 다음은 Fig. 7 우측 하단 그림과 같이 400 m의 도로에서 차량들의 거동을 검출할 수 있도록 ROI로 구분하여 생성된 이미지를 확인할 수 있다. 또한 분할하여 생성된 이미지는 Fig. 7의 우측 하단 그림과 같이 병합하여 400 m 크기의 Stacked semantic map 또한 생성 가능하다.

        본 논문에서 총 생성된 데이터의 경우 Table 3과 같이 highD 데이터셋 85,368장은 학습 데이터셋과 평가 데이터 셋을 각각 77 %, 23 %로 구성이 되어있으며, 증강 데이터 9,010장은 학습 데이터셋 50 % 평가데이터 50 %로 구성하였다.

        
          Table 3 
				
          

          
            List of training and test dataset
          
          

        

        
          
            
              	Dataset
              	Train
              	Test
              	Sum
            

          
          
            	highD
            	65,923 (77 %)
            	19,445 (23 %)
            	85,368
          

          
            	FOT
            	4,505 (50 %)
            	4,505 (50 %)
            	9,010
          

        

        

        Table 4에서는 highD 데이터셋으로 학습한 알고리즘을 highD 데이터셋과 증강 데이터에 대하여 평가한 결과를 볼 수 있으며 증강 데이터에서의 평균 정확도가 대략 22 % 하락하였기에 곡률이 반영된 증강 데이터에 대한 유효성을 확인할 수 있다.

        
          Table 4 
				
          

          
            Test result of highD and augmented data
          
          

        

        
          
            
              	Metric
              	Average accuracy(%)
            

            
              	Test dataset
            

          
          
            	highD dataset (19,445)
            	97.4
          

          
            	Augmented dataset (4,505)
            	75.5
          

        

        

      

    

    

  
    
      4. 평가 결과
      YOLOv5s 학습에는 Table 5와 같이 단계별로 데이터셋을 구성하여 학습 및 평가를 진행하였다. 첫번째로 65,923장의 highD 데이터로 알고리즘을 학습시킨 파라미터(Table 5의 Number 1), 두번째로 highD 데이터셋으로 학습된 알고리즘에 Fine-tuning을 통하여 추가적으로 4,505장의 증강 데이터셋을 학습한 파라미터(Table 5의 Number 2), 세번째로 동일하게 Fine-tuning으로 진행하되 문헌을 참고하여 증강 데이터셋과 같은 비율로 highD 데이터를 혼합하여 Fine-tuning 진행한31) 파라미터(Table 5의 Number 3)의 성능 비교하였다.

      
        Table 5 
				
        

        
          Experimental results according to different test set. Aug indicates augmented data, highD indicates highD dataset
        
        

      

      
        
          
            	Number
            	Training Set
            	Aaυg[%]
highD
            	F1aυg[%]
highD
            	ALC [%]
highD
            	Aaυg[%]
Aug
            	F1aυg[%]
Aug
            	ALC [%]
Aug
          

        
        
          	1
          	
            highD
          
          	97.4
          	97.2
          	97.7
          	75.5
          	70.7
          	78.8
        

        
          	2
          	
            highD
          
          	
            Aug
          
          	97.7
          	86.2
          	66.1
          	99.7
          	99.6
          	97.2
        

        
          	3
          	
            highD
          
          	Aug/highD
          	96.6
          	96.4
          	97.8
          	99.6
          	99.4
          	97.7
        

      

      

      3개의 파라미터에 대한 비교에 사용되는 평가 지표로는 딥러닝 기반 분류에 보편적으로 사용되는 평균 정확도(Accuracy)와 F1 score 그리고 차선 변경 정확도를 사용하였다. 실제 주행 상황에서는 차선 변경 보다는 차선 유지를 하는 상황이 많기 때문에 라벨의 불균형이 발생하며 이에 따라 F1 score과 차선 변경 정확도를 사용하여 성능을 비교하였다.35)

      highD 데이터셋에서의 평가는 highD 데이터셋만 학습한 첫번째 파라미터(Number 1)가 highD와 특성이 다른 증강 데이터를 추가 학습한 두번째 파라미터(Number 2)보다 성능이 높을 것으로 예상할 수 있다. Table 5의 평균 정확도인 Aaυg를 보면 두번째 파라미터가 첫번째 파라미터보다 0.3 % 높지만, F1 score인 F1aυg는 11 %, 차선 변경 정확도인 Alc는 31 %로 첫번째 파라미터가 높기에 첫번째 파라미터의 성능이 높다고 판단할 수 있다. highD 데이터와 증강데이터를 모두 사용하여 Fine-tuning을 진행한 세번째 파라미터(Number 3)의 경우 Fine-tuning에 highD 데이터가 포함되어 있기에 두번째 파라미터 대비 F1 score과 차선 변경 정확도인 Alc가 모두 높은 것을 확인할 수 있다.

      증강 데이터셋 평가 결과의 경우 증강 데이터를 Fine-tuning에 포함한 두번째와 세번째 파라미터가 다양한 도로 형상 데이터에 대하여 학습하지 않은 첫번째 파라미터보다 높은 성능을 나타낼 것을 예상할 수 있다. 두번째, 세번째 파라미터 모두 평균 정확도와 F1 score 그리고 차선 변경 정확도가 97 %가 넘는 수치임을 확인할 수 있으며 첫번째 파라미터는 평균 정확도 F1 score 그리고 차선 변경 정확도가 highD 데이터셋의 평가 결과 대비 대략 20 % 하락한 것을 볼 수 있다. highD와 증강 데이터를 모두 Fine-tuning한 파라미터는 highD 데이터셋과 증강 데이터셋에서 모든 평가 지표가 96 %가 넘는 성능을 나타낸다. Fig. 9는 증강 데이터에 대한 세번째 알고리즘의 검출 결과로서 Fig. 6에서 오판단되는 4번 차량 대한 차선 변경이 오판단 없이 진행된 모습을 볼 수 있다.
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          Test result with augmented data
        
        

        

      

    

    

  
    
      5. 결 론
      본 연구에서는 도로 인프라 센서 기반 차선 변경 거동 검출 모델과 실도로 주행 데이터 기반 인프라 센서 관점에서의 데이터 증강 방법론에 대하여 살펴보았다. 공개 데이터 셋인 highD를 사용하여 Semantic map을 구성하고 CNN 기반 알고리즘을 사용하여 차선 변경 거동 검출 모델의 가능성을 확인하였다. 또한 실도로 주행데이터를 이용한 데이터 증강 기법을 통하여 다양한 도로 형상이 포함된 데이터를 생성하였으며 해당 데이터에 대한 학습 및 평가를 통해 알고리즘의 확장성을 확인하고 도로 형상 변화에 대한 강인성을 증가하였다. 향후에는 LSTM과 같은 궤적 예측 알고리즘을 통한 Semantic map 고도화 및 실도로 주행 데이터의 확대를 통하여 고속도로뿐만이 아닌 교차로, 합류로 등의 더 많은 도로 형태에 대한 확장성 및 강인성을 확인 및 개선 하고자 한다.
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