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            초록
          
        

        
          In this paper, the training method used in a lidar-based, object detection algorithm is applied to different types of datasets, i.e., experimental driving data and virtual simulation data. Then, their performances are compared with respect to different key performance indexes(KPIs). Among many object detection methods introduced in the literature, three distinguished networks that consider the representation of lidar cloud points are chosen to compare fine tuning and performance. While most open datasets reflect only safe driving situations, it is necessary to develop and validate the object detection algorithm in dangerous and critical situations. With the generation of a virtual simulation dataset, including unsafe scenarios, the performance of the object detection algorithms can improve when the fine-tuning method is applied, along with the virtual dataset.
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      1. 서 론
      자율주행 자동차에 대한 관심이 나날이 커짐에 따라 딥러닝을 기반으로 한 인지 기술이 급속도로 발전하고 있다. 우선적으로 카메라 영상에 대한 차량, 보행자, 또는 차선 등 다양한 객체를 검출(Object detection)하고 구분(Recognition)하는 기술이 제안되었고 최근에는 라이다(Lidar)를 기반한 딥러닝 인식기술로 활발하게 연구가 확대되고 있다.1) 특히 3D라이다는 3차원 포인트 클라우드(Point cloud)를 생성하여 주변 환경에 대해 정확한 거리 정보를 얻을 수 있기에 2D뿐만 아니라 3D 객체 검출 연구에 사용되고 있다.2)

      라이다 기반 객체 검출 연구는 대부분 지도 학습(Supervised learning) 기반의 딥러닝 알고리즘이 개발되고 되고 있으며 이를 가속화하기 위한 데이터셋(Dataset)이 공개되고 있다.2-4) 그중 가장 널리 알려진 KITTI 데이터셋을 이용하여 객체 검출 알고리즘을 개발하고 그 성능을 비교하는 리더보드(Leader board)가 공개되어 있다.2)

      리더보드에 소개된 객체 검출 기술은 크게 포인트 클라우드의 표현방법(Representation)과 검출 단계(Stage)로 구분할 수 있다. 우선 라이다 정보를 표현하는 방법에 따라 4가지로 나눌 수 있다. 영상기반 객체 검출에 널리 사용하는 Convolution Neural Network(CNN)를 사용하기 위해 2D 격자(Grid)로 표현하는 이미지 기반 표현, 3D 격자로 표현하는 복셀(Voxel) 기반 표현, 포인트 클라우드의 정보를 직접 사용하는 포인트 기반 표현, 주변 포인트와의 관계를 정점(Vertex)과 간선(Edge)으로 이루어진 그래프로 표현하는 그래프 기반 표현이 있다. 검출 단계로는 물체를 사각형으로 표현하고 해당 위치와 종류를 동시에 예측하는 단식(Single stage) 기법과 이를 단계적으로 객체의 위치를 먼저 예측하고, 후에 종류를 분류하는 다단식(Multi stage) 기법으로 나눌 수 있다.1) 대표적으로 Complex-YOLOv3,5) YOLO3D,6) Birdnet7) 등이 2D 이미지 기반으로 표현하고 YOLO8)(Single stage), RCNN9)(Multi stage) 등을 검출 알고리즘의 백본(Backbone)으로 사용하여 개발되었다. 다음으로 VoxelNet,10) SECOND,11) Fast Point-RCNN12) 등이 복셀(Voxel)기반으로 표현하고 Fast Point-RCNN의 경우 Fast RCNN을 검출하기 위한 백본 네트워크로 사용되었다. 세 번째로 포인트 기반 접근방법으로 Point Pillars,13) 3DSSD,14) PointRCNN15) 등이 제안되고 있으며 더 나아가 복셀과 포인트 기반 접근 방법을 혼용한 PV-RCNN16)이 최근에 제안되었다. 마지막으로 그래프 기반 표현 방법을 사용한 것으로는 PC-RGNN,17) Point-GNN18) 등이 있다.

      객체 검출 알고리즘의 검증과 평가는 일반적으로 AP(Average Precision)와 실행시간 등을 주요 KPI(Key Performance Index)를 설정한 후 주어진 데이터셋에 대하여 상대적인 비교를 통하여 이루어지고 있다. AP는 물체 검출 알고리즘의 두 성능인 정밀도(Precision)과 재현율(Recall)을 종합한 수치이다.30) 하지만 공개된 데이터셋은 일반적으로 안전하게 주행하는 시나리오가 대부분을 차지하고 있어 충돌이 날 수 있는 위험 상황 시나리오에 대한 알고리즘의 검증과 평가는 한계가 있다. 즉, 라이다의 객체 검출 시 중요한 시나리오 또는 획득하기 어려운 상황(Edge-case)에 대한 공개 데이터셋을 찾아보기 어려워 검증과 평가 관점에서 미흡한 점이 존재한다. 이러한 이유로 최근에는 시뮬레이터를 사용한 가상환경에서 생성한 데이터를 바탕으로 알고리즘을 학습하고 평가하는 방법이 제시되고 있다.22)

      본 논문에서는 포인트 클라우드의 표현방법과 검출 단계의 구분에 따라 대표적인 딥러닝 기반 차량 검출 네트워크 3종을 선정하고 이를 실제 주행데이터와 시뮬레이터를 통해 생성된 가상데이터를 통합한 데이터셋에 대해서 학습을 하고 상대적 성능을 비교하고자 한다. 좀 더 구체적으로 충돌 위험성이 큰 가상 위험 시나리오에 대한 시뮬레이션을 수행하고 성능 비교 시 평가지표는 자차량의 주행 궤적 상에 있는 선행 차량(Primary vehicle) 검출로 제한하여 안전성 관점에서의 성능 분석을 수행하고자 한다. 더 나아가, 학습하는 방법이 객체 검출 성능에 미치는 영향을 살펴보고자 한다.

    

    

  
    
      2. 문제 정의
      라이다 기반 차량 검출 알고리즘의 검증 및 평가를 위하여 64채널 라이다 데이터를 제공하는 KITTI 데이터셋이 가장 널리 알려져 있다.2) 그 외에도 Waymo, Audi 등 많은 기업에서 라이다의 장착위치, 개수, 채널 수가 다른 다양한 라이다 데이터셋이 지속적으로 공개되고 있다.3,4) 국내의 경우 상대적으로 공개 데이터셋은 적으며 최근에 128채널 라이다를 기반으로 KODAS라 명명되는 고속도로와 국도 주행 데이터가 일부 공개되고 있다(Fig. 1 참조).19,20) 이러한 데이터셋 에서는 차량 검출 알고리즘의 성능 평가를 위하여 일반적으로 AP를 기준으로 순위를 공개하고 있다. 즉 Fig. 1(a)의 경우 7대 차량(붉은색 박스)에 대해서 얼마나 차량을 잘 인식하느냐(녹색 박스)로 평가하고 있지만 ADAS나 자율주행으로의 응용 측면을 고려한다면 자차 주변 차량의 인식 성능이 상대적으로 더 중요하다고 할 수 있다. 다시 말해서, Fig. 1(a)의 경우 자차 기준으로 가까운 전방 3대의 인식 성능이 좀 더 멀리 있는 4대의 전방 차량 인식 성능보다 안전성 관점에서 더 중요하다고 말할 수 있다. 또 다른 예로 Fig. 1(b)의 경우 멀리 보이는 차선 내 차량의 인식 성능보다 옆 차선에서 가까이 보이는 차량의 인식 성능이 중요하다는 뜻이다. 따라서 본 연구에서는 모든 차량 검출 성능을 비롯하여 충돌 위험성이 높은 선행 차량(Primary vehicle)에 대한 검출 성능을 KPI에 포함하여 성능 분석 연구를 진행하고자 한다.

      
        
        

        Fig. 1 
				
        

        
          Example of vehicle detection based on KODAS dataset: detected vehicle(green) and ground truth (GT) for vehicles(red)
        
        

        

      

      다음으로 Fig. 1에서 보는 바와 같은 공개 데이터셋은 대부분 안전한 주행 상황에서의 데이터만을 포함하고 있다. 알고리즘의 작동범위를 확대하고 성능 안전성을 제고하기 위해서는 실제 교통사고 상황과 같은 위험 시나리오에 대한 데이터 획득, 이를 통한 학습과 평가가 수행되어야 하지만 데이터 획득 자체가 현실적으로 어렵다. 이에 대안으로 시뮬레이터를 이용한 가상 데이터셋을 생성하고 이를 기반으로 운전 보조 시스템의 성능을 개선시키려는 연구가 활발하게 시작되고 있다.21,31) 본 연구에서는 가상 데이터셋 생성을 위하여 위험 시나리오 생성 방법론 및 데이터 자동 생성 도구를 적용하고 이를 기반으로 네트워크를 학습하고 세부 튜닝에 따른 인식 성능을 비교하고자 한다.

      Fig. 2에서는 IPG CarMaker 시뮬레이터의 128채널 라이다 센서 모델을 사용하여 Fig. 1의 시나리오를 가상화한 결과를 보여주고 있다. 문헌에서 소개된 바와 같이 CARLA와 Prescan과 같은 다른 시뮬레이터 환경을 이용하여 라이다 데이터를 가상으로 생성할 수 있으며 본 연구에서는 우선 CarMaker 시뮬레이터를 기반으로 성능 분석 연구를 진행하였다.22) 더 나아가 시뮬레이터를 사용하여 Fig. 2와 같은 급격하게 끼어드는 위험 시나리오 데이터를 생성할 수 있어 실제 국내 교통사고 데이터 분석을 기반으로 한 시나리오에 대한 위험 상황을 고려하고 이를 기반으로 알고리즘의 성능을 검증 및 평가하고자 한다.24)

      
        
        

        Fig. 2 
				
        

        
          Examples of vehicle detection based on virtual lidar dataset: detected vehicle(green) and ground truth (GT) for vehicles(red)
        
        

        

      

    

    

  
    
      3. 차량 검출 알고리즘
      
        3.1 검출 알고리즘 선정 및 설정
        데이터셋의 변화에 따른 차량 검출 알고리즘의 비교 성능 분석 연구를 위하여 3차원 라이다 정보를 2차원 이미지로 표현하여 접근하는 방법으로 Complex-YOLO를 선정하고, 복셀과 포인트를 종합적으로 표현하여 접근하는 PV-RCNN, 그리고 그래프로 접근하는 Point-GNN을 각각 선정하였다. 다음으로 64채널과 128채널 라이다 데이터셋에 각각 적용하기 위한 설정상수(Configuration parameter)에 대해서 설명하고자 한다.

        
          3.1.1 Complex-YOLOv3
          네트워크의 구성은 3D 형태인 라이다 데이터를 격자(Grid cell)형식의 2D 이미지로 표현한 후 영상기반 객체인식 알고리즘에서 사용되었던 CNN기법의 하나인 YOLOv2를 백본으로 차량을 검출한다.5) 네트워크의 입력은 BEV(Bird Eye’s View) 이미지로 각 채널(RGB)에 격자 내 라이다 포인트의 최대 높이, 반사율(Intensity), 밀도(Density) 값을 각각 포함하고 있다. 또한 YOLOv2와 다르게 객체의 방위각(Orientation)을 포함하여 객체의 크기, 위치, 신뢰도를 예측하기 위한 Euler-Region Proposal Network(E-RPN)를 포함한다.

          64채널 라이다 데이터셋(KITTI)으로 학습된 네트워크를 라이다의 장착 위치 및 채널 수가 다른 데이터셋(128채널 라이다)에 적용하기 위해서 2D 이미지로 변환하기 전에 선정되는 라이다 포인트의 관심영역(ROI)과 앵커 박스(Anchor box)의 크기를 조정하였다. 3차원의 관심영역을 x, y, z 방향으로 [0 50], [-25 25], [-2.6 2] (m)으로 설정하였다. 특히 z방향의 범위는 KODAS 데이터셋에 해당하는 차량의 센서 장착 위치를 고려하여 최솟값을 선정하고 신호등, 표지판과 같은 물체가 포함되지 않으며, 트럭, 버스와 같은 대형 차량은 표현할 수 있도록 최댓값을 설정하였다. 앵커 박스의 크기는 학습데이터의 평균적인 차량이 2D 이미지로 변환될 때의 폭과 길이가 될 수 있도록 폭 21픽셀(약 1.7 m), 길이 55픽셀(약 4.4 m)으로 선정하였다.

        

        
          3.1.2 PV-RCNN
          기본적인 네트워크의 구조는 크게 라이다 데이터를 복셀로 표현한 뒤 3D CNN과 RPN을 포함하는 RCNN을 기반으로 객체를 검출하는 백본 네트워크, 라이다 데이터를 다운 샘플링하여 생성한 핵심(Key) 포인트가 어떠한 물체를 구성하는 포인트였는지를 예측하는 Voxel Set Abstraction(VSA) 모듈, 그리고 백본 네트워크에서 검출된 객체와 객체 주변의 핵심 포인트를 이용하여 객체의 3D 상자를 개선하는 모듈로 구성되어있다. 백본 네트워크는 복셀로 표현된 라이다 데이터를 입력 받아 4개의 3D CNN27)을 통과시킨 후 z축 방향으로 투영하여 BEV를 생성한 뒤 RPN에 통과시켜 객체의 위치와 크기, 방향 정보를 가지는 3D 박스를 예측한다. VSA 모듈은 포인트 주변의 정보를 통해 포인트가 구성하는 물체를 예측하는 PointNet++기반의 레이어를 사용하여 핵심 포인트 클라우드의 각 포인트의 종류를 예측한다.28) 이때 핵심 포인트 클라우드의 주변 정보로는 핵심 포인트 클라우드, 4개의 3D CNN의 피쳐맵, 포인트가 위치한 BEV의 픽셀을 사용한다. 마지막으로 두 결과를 병합하는 모듈에서는 객체의 3D 상자에 길이, 폭, 높이 방향으로 6×6×6개의 격자 형태로 점을 배치한 뒤, 개별 점 주변의 핵심 포인트를 이용하여 격자를 이루는 점의 종류를 예측한 뒤 선형 네트워크를 통해 객체의 위치, 크기, 방향 정보를 개선한다.

          KODAS 데이터셋으로 학습하는 과정에서 복셀 사이즈와 수, 핵심 포인트의 수와 핵심 포인트의 종류를 예측할 때 사용할 핵심 포인트 주변 반지름의 크기를 조정하였다. 복셀 사이즈를 [0.1 0.1 0.15] (m)으로 설정한 후 복셀의 밀도가 유지될 수 있도록 복셀의 수를 16,000개에서 40,000개로 증가시켰다. 핵심 포인트의 수 역시 밀도가 비슷하게 유지될 수 있도록 4096, 5120, 6144개의 경우를 실험하여 가장 좋은 성능을 보인 5120개로 핵심 포인트의 수를 결정하였다. 핵심 포인트 주변 영역을 정의하는 반지름의 크기는 핵심 포인트 클라우드와 4개의 3D CNN 피쳐맵의 순서대로 [0.4 0.4 0.8 1.2 2.4] (m)에서 [0.6 0.6 1.2 1.6 3.2] (m)으로 증가시켜 성능이 개선됨을 확인하였다. 앵커 박스의 크기는 Complex-YOLOv3에서 설정한 것과 동일하게 폭 1.7 m, 길이 4.4 m에 높이를 1.5 m로 선정하였다.

        

        
          3.1.3 Point-GNN
          기본 구조는 먼저 라이다 데이터를 고정반경을 가진 이웃 군집화(Fixed-radius near neighbors)를 통해 반경 내 분포되어 있는 포인트 클라우드를 복셀 다운 샘플링(Voxel down sampling)을 진행을 한 뒤 복셀화된 포인트를 정점(Vertex)으로 사용한다. 다음으로 정점끼리 연결하여 간선(Edge)을 만들어 그래프 형태로 변환한다. 그래프로 전처리가 된 포인트 클라우드를 백본 네트워크인 GNN(Graph Neural Network)29)을 통해 여러 객체의 위치와 분류를 예측한다. 예측 과정에서 동일 객체에 겹쳐지는 박스를 제거하기 위해 후처리로 NMS(Non-Maximum Suppression) 방법론을 이용한다.18)

          라이다 해상도가 증가함에 따라 그래프를 형성할 때 하나의 정점에 이웃하는 정점의 수를 조정하였다. 그래프를 구성할 때 간선을 연결하는 이웃점의 수를 256개에서 350개로 증가시켰으며 이는 사용된 학습 환경에서 학습할 수 있도록 설정한 최대 이웃점의 수이다. 평가 과정에서는 정육면체 복셀의 각 변의 길이가 0.8 (m), 0.6 (m), 0.4 (m)인 경우를 평가하였고 결과가 가장 좋았던 0.4 (m)로 설정을 하였다. 앵커박스의 크기는 PV-RCNN에서 설정한 것과 동일하게 선정하였다.

        

      

      
        3.2 가상 데이터 생성
        라이다 기반 차량 검출 알고리즘의 성능 및 안전성 제고를 위하여 실제 도로 주행 환경뿐만 아니라 충돌 위험성이 높은 주행 시나리오를 동시에 고려하고자 한다. 충돌 위험성이 높다는 것은 적응순항제어(ACC)나 차선 변경 시스템과 같이 선제적으로 안전성을 제고하는 행위가 없는 경우 충돌이 일어나는 경우를 의미한다. 충돌 위험성이 높은 주행 시나리오의 경우 국내 교통사고 사례를 모사하는 센서 및 차량 시뮬레이터를 이용하여 가상 주행 데이터를 생성하고자 한다.24) 이를 위해서 크게 두 단계로 구분하여 진행하였다. 우선 센서 모델을 기반으로 생성한 가상 라이다 데이터와 실제 획득한 라이다 데이터와의 유사성 또는 정합성을 확인하였다. 이는 가상환경에서 생성한 센서 데이터가 알고리즘의 입력으로 들어가기 때문에 실제 센서 데이터와의 유사성 검증은 학습하기 전에 반드시 선행되어야 하는 과정이다.23) 다음으로는 위험 시나리오를 선정하는 방법론을 이용하여 위험 시나리오를 생성하고 가상 라이다 데이터를 획득하는 과정으로 구분할 수 있다.

        먼저 가상 센서 데이터와 실제 주행 데이터 간의 정합성을 확인하기 위해 각각의 포인트 클라우드 분포를 시각적으로 비교하였으며 정량적 비교를 위해서 실제 주행 데이터를 바탕으로 가상 데이터를 생성하였다. 가상 라이다 데이터는 KODAS데이터셋의 기준 자동차와 유사한 차량 모델과 센서 위치를 사용하여 획득하였다.19,20) 정합성의 지표로는 차량 검출 알고리즘을 실제 데이터와 가상 데이터를 적용했을 때의 위치 값의 변화량으로 선정하였다.25) 특정 알고리즘의 특성에 인한 변화량 발생도 가능하기에 두 개의 차량 검출 알고리즘을 선정하여 각각 정합성 지표를 산출하였다. 예를 들어 Fig. 3(a)와 (d)는 실제 데이터와 이를 모방한 가상 데이터의 전방 이미지를 각각 보여주고 있다. Fig. 3(b)와 (e)는 라이다 센서의 포인트 클라우드를 BEV로 나타낸 모습이다. 이때 녹색 점선 박스는 PV-RCNN이 검출한 결과를 보여주며 그 중 실선 박스는 선행차량에 해당하는 검출결과를 보여주며 정합성을 평가하는 대상 객체로 선정하였다. 더 나아가, Fig. 3(c)와 (f)는 검출된 선행차량을 확대한 것으로 포인트 클라우드를 BEV 관점으로 시각적으로 비교할 수 있다.

        
          
          

          Fig. 3 
				
          

          
            Comparison of experimental and virtual lidar data: detected vehicle(dotted box) and primary vehicle(solid-line box)
          
          

          

        

        다음으로 위에서 제안한 정합성 지표를 적용하기 위한 알고리즘으로 Complex-YOLOv3와 PV-RCNN을 선정하였다. PV-RCNN을 이용하여 정합성 지표를 계산할 경우 Fig. 3(b)와 같이 실제 주행 데이터에 대해서 선행 차량의 GT와 검출 결과와의 위치 오차(∥e∥)가 발생하며 20초 주행 데이터에 대한 평균 오차가 0.24 (m)이다. 같은 방법으로 Fig. 3(e)와 같은 가상 데이터에 적용하였을 경우 0.07 (m)로 더 작은 오차가 발생하였다. 이를 Complex-YOLOv3로 적용할 경우 실제 데이터와 가상 데이터에 대해서 각각 0.56 (m)과 0.3 (m)의 평균 오차가 발생하였다. 이처럼 차량 검출 알고리즘이 주어진 두 주행 데이터셋에 대해서 검출 성능과 위치 오차 관점에서 유사성을 정량화하고 서로 비교할 수 있음을 보여주었다. 본 논문에서는 이러한 정량적 수치가 가상 센서 데이터의 무결성이나 센서 모델의 정확성을 의미하는 것은 아니며 이후에 이루어지는 학습과 Fine tuning 과정을 위하여 주어진 실제 및 가상 데이터셋은 차량 검출 네트워크의 학습에 사용될 수 있는 정도의 정합성을 가지고 있다고 주관적인 판단을 하였다.

        다음으로는 우리나라 교통사고분석시스템(TAAS)의 사고 데이터 분석을 기반으로 제안된 충돌 위험(Pre-crash) 시나리오 모델을 이용하여 위험 시나리오를 구성하였다.24) 본 연구에서 생성한 위험 시나리오의 종류는 크게 도로와 상대차의 거동에 따라 11종류를 선정하여 총 27개의 상세 시나리오를 시뮬레이션으로 구현하였다(Fig. 2 참조). 더 나아가 위험 시나리오 외에도 시뮬레이션 데이터에 대해 충분한 학습을 위해 일반 도로주행 상황을 표현한 시나리오를 생성하였다(Fig. 3 참조).

      

      
        3.3 세부 튜닝
        실제 주행 데이터셋과 시뮬레이션 데이터셋 중 하나의 데이터셋으로 학습된 알고리즘에 추가적으로 다른 데이터셋을 학습시키는 전이학습(Transfer learning)의 기법의 하나인 세부 튜닝(Fine-tuning)을 사용하였다. 세부 튜닝은 일반적으로 추가적인 데이터셋을 학습할 때 기존 데이터셋으로 사전 학습(Pre-trained)된 모델로 초기화한 뒤 추가 학습을 진행하는 방법이다. 세부 튜닝을 하는 방법은 크게 네트워크 전체를 재학습하는 방법과 특정 부분만을 학습하는 방법으로 구분할 수 있다.

        본 연구에서 고려된 시나리오의 종류나 데이터셋의 규모가 정해져 있는 경우는 알고리즘을 학습하는 방법으로 전체 데이터의 일정 비율을 학습에 사용하고 나머지를 테스트에 사용하면 될 것이다. 하지만 실제 개발 상황에서는 수많은 시나리오와 주행 환경이 고려되어야 하며 데이터가 기하급수적으로 증가할 수 있다. 이러한 상황을 고려하여 순차적으로 새로운 데이터에 대한 전이 학습이 필요하며 문헌에서 제안되고 있는 세부 튜닝방법을 바탕으로 사전 학습된 모델로 초기화한 뒤 알고리즘의 모든 부분을 재학습하여 성능비교를 수행하고자 한다.21,26)

      

      
        3.4 선행차량 검출 성능 지표
        선행차량 검출 평가는 AP를 계산하기 이전 선행차량을 추출하는 전처리가 포함된 평가방법이다. 전처리 과정은 Table 1에서 보는 바와 같이 검출 차량 집합 B, 전방 관찰 범위 R, 차선의 폭 W, 추출할 차선의 수 N, 선행차량으로 정의할 차량의 각도 한계 ψmax, 차량의 일반적인 길이 Lcar를 입력으로 사용한다. 집합 B는 검출 차량 bi의 집합이며, bi는 중심의 위치( xi,c, yi,c)와 방향(Ψi)을 가진다. 2-4번째 줄은 추출할 차선의 번호를 결정하고 선행차량의 후보가 되는 차량을 골라내는 과정이다. 5-10번째 줄은 각 차선에서 가장 가까운 두 대의 차량을 선정한 뒤 한 차선에 두 차량이 나란히 위치한 경우에는 모두 선행 차량으로 삼고, 그렇지 않으면 가장 가까운 한 대만 선행차량으로 삼는 과정이다.

        
          Table 1 
				
          

          
            Primary vehicle extraction algorithm
          
          

        

        
        

        Fig. 4와 같은 상황에서 KODAS 경우 8개의 차량에 대한 라벨링이 되어 있다. 선행차량으로 FVL, FVI, FVR(Front Vehicle Left, In, Right-lane)를 고려할 경우 N이 3이 되며, 8개의 차량이 Brange가 된다. 이후 6번째 줄 과정을 통해 각 차선에서 가까운 2대에 속하는 3-6번 차량이 후보로 남게 되고, 이후 9번째 줄 과정을 통해 자차와 가까운 차량만이 남게 되어 각 차선에 3, 5, 6번 차량이 선택된다.

        
          
          

          Fig. 4 
				
          

          
            Example of primary vehicle(green)
          
          

          

        

      

    

    

  
    
      4. 검증 및 평가
      선정된 차량 검출 알고리즘의 라이다 채널에 따른 상대적 성능 비교를 위하여 KITTI, KODAS, 시뮬레이션 데이터셋과 같이 3종류의 데이터셋을 고려하였다. KITTI 데이터셋은 라이다 객체 검출의 검증 및 비교 평가에 널리 쓰이는 공개 DB 중 하나로 64채널 라이다를 사용하며 한 장면당 약 12만 개의 클라우드 포인트로 이루어져 있다.2) KODAS 데이터셋은 128채널 라이다를 사용하여 국내 판교, 안산에서의 도심, 고속도로에서 측정한 데이터셋이며 포인트 클라우드 한 장면당 약 24만 개의 포인트로 이루어져 있다.19) 시뮬레이션 데이터셋은 KODAS 데이터셋과 유사하게 128채널 라이다를 사용하여 KODAS주행 환경을 모사한 일반 주행(General) 시나리오와 위험(Pre-crash) 시나리오가 포함된 데이터셋이다. 가상 시뮬레이션 데이터의 경우 총 주행시간은 1,326초로 10 Hz마다 추출하여 데이터를 생성하였다. 본 연구에서 사용한 데이터셋을 Table 2와 같이 구분하였다.

      
        Table 2 
				
        

        
          A list of lidar datasets
        
        

      

      
        
          
            	Dataset (Lidar channel)
            	Train
            	Test
            	Sum
          

        
        
          	KITTI (64 CH)
          	3,712 (50 %)
          	3,769 (50 %)
          	7,481
        

        
          	KODAS (128 CH)
          	6,452 (40 %)
          	9,437 (60 %)
          	15,889
        

        
          	Simulation
(128 CH)
          	General
          	3,747 (28 %)
          	5,114 (39 %)
          	13,268
        

        
          	Pre-crash
          	2,000 (15 %)
          	2,407 (18 %)
        

        
          	Sum
          	5,757 (43 %)
          	7,521 (57 %)
        

      

      

      우선 Table 3과 같이 주어진 3개의 네트워크에 대해서 Table 2의 KITTI 데이터셋의 50 %를 무작위로 선정하여 논문에서 제시된 성능과 비교를 하였다. 본 비교에서는 차량 전체의 인식 성능보다는 ADAS로의 적용 또는 안전에 영향을 미치는 영역 내의 인식 성능을 비교하기 위해 좌우 25 m, 전방 50 m의 정사각형의 관심영역(ROI) 내 차량 검출 성능을 평가하였다. 관심영역은 각 네트워크의 검출 범위의 교집합으로 선정하였다. 후방영역은 Point-GNN이 전방영역만을 검출할 수 있어 제외되었으며, Complex-YOLOv3의 입력 이미지는 정사각형이므로 관심영역의 종방향과 횡방향의 크기를 동일하게 선정하였으며 마지막으로 픽셀 단위의 입력 이미지에서 객체의 크기가 작아 낮은 성능을 보이는 것을 방지하기 위해 전방 50 m의 영역을 선정하였다. 또한, 주변 차량 중 안전과 직접적인 연관이 있는 선행차량(Primary vehicle)에 대한 인지 성능 평가도 추가하였다. Complex-YOLOv3와 PV-RCNN의 경우 문헌상 성능과 1 % 이내의 오차를, Point-GNN의 경우 문헌보다 3 % 낮은 성능을 보여줌으로써 알고리즘에 대한 검증과정이 적절했음을 확인하였다. 차이의 원인으로는 관심영역의 설정과 평가 데이터셋의 차이로 예상된다.

      
        Table 3 
				
        

        
          Vehicle detection results
          (KPI: AP)

        
        

      

      
        
          
            	Method
            	Literature
            	KITTI
            	KODAS
            	Primary vehicle
          

        
        
          	Complex
-YOLOv3
          	77.335)
          	77.78
          	82.70
          	90.94
        

        
          	PV-
RCNN
          	90.6511)
          	89.23
          	93.10
          	94.65
        

        
          	Point-GNN
          	77.3912)
          	74.92
          	77.70
          	77.32
        

      

      

      다음으로 128채널 라이다 데이터셋에 대한 객체 검출 알고리즘의 성능을 비교하기 위해 KODAS 데이터셋에 맞게 알고리즘을 설정 후 Table 3의 학습데이터를 이용하여 학습을 진행하였다. 학습은 Ubuntu 18.04, Xeon E5-2620, RTX2080를 사용하여 진행하였다. Complex-YOLOv3의 경우 Loss가 충분히 수렴하도록 약 14시간 동안 100 epoch의 학습을 진행하였으며 PV-RCNN의 경우 약 50시간 동안 40 epoch의 학습을 진행하였다. 마지막으로 Point-GNN의 경우 약 120시간 동안 140 epoch의 학습을 진행하였다.

      64채널에서 128채널로의 라이다 데이터의 해상도가 증가함에 따라 Complex-YOLOv3는 약 5 %, PV-RCNN과 Point-GNN은 각각 약 4 %와 3 %의 AP상승을 보였다. 더 나아가 선행차량 검출 성능으로 KPI를 변경한 경우 Complex-YOLOv3와 PV-RCNN의 선행차량에 대한 AP는 각각 약 8 %, 1 % 증가한 성능을 보였다. 이처럼 선행차량 인식 관점에서 Complex-YOLOv3와 PV-RCNN이 Point-GNN보다는 상대적으로 좋은 성능을 보여주며 이때 각 네트워크의 검출 속도는 Complex-YOLO의 경우 6.2 Hz, PV-RCNN의 경우 2 Hz, Point-GNN의 경우 1.4 Hz로 Complex-YOLOv3가 가장 빠른 속도를 보였다.

      128채널 라이다에 대한 성능 향상이 크지 않고 학습 시간이 오래 걸리는 Point-GNN을 제외하고, 시뮬레이션을 통하여 생성한 위험 상황 데이터에 대한 데이터셋의 확대 및 이를 기반으로 한 학습 방법에 대해서 살펴보고자 한다. 우선 Table 2와 같이 KODAS 40 %(train)만을 학습하는 경우와 시뮬레이션 43 % 데이터셋을 추가하여 확대된 데이터셋으로 학습하는 방법으로 구분하였다. 더 나아가, KODAS 40 %로 학습한 후 시뮬레이션 데이터로 순차적으로 학습하는 Fine-tuning 방법과 반대 순서로 학습하는 방법도 고려했다. Table 4에서 보는 바와 같이 평가를 시뮬레이션 데이터만을 사용하는 경우와 실제 주행 데이터를 포함하는 경우로 나누어 진행하였다.

      
        Table 4 
				
        

        
          Vehicle detection results of Complex-YOLOv3 and PV-RCNN with respect to different training datasets
        
        

      

      
        
          
            	Training
            	KODAS 40 %
            	KODAS 40 %
            	KODAS 40 %
          

          
            	Simulation 43 %
            	Simulation 43 %
          

          
            	Test
            	Complex
-YOLOv3
            	PV-
RCNN
            	Complex
-YOLOv3
            	PV-
RCNN
            	Complex
-YOLOv3
            	PV-
RCNN
          

        
        
          	Simulation57 %
          	62.00
(63.03)
          	63.91
(63.27)
          	94.15
(94.09)
          	79.82
(86.05)
          	94.33
(94.40)
          	82.33
(88.55)
        

        
          	Simulation57 % & KODAS 60 %
          	79.08
(77.45)
          	85.56
(81.24)
          	90.31
(93.94)
          	80.94
(86.55)
          	89.32
(93.49)
          	87.59
(90.45)
        

      

      

      KODAS 데이터셋만을 이용하여 학습한 경우 시뮬레이션 데이터에 대해서 검출성능 저하가 크게 발생하는 것인 확인할 수 있다. 그리고 순차적 학습(Fine-tunning)보다는 KODAS 데이터와 시뮬레이션 데이터를 모두 합쳐서 학습하는 경우 테스트된 2개의 네트워크에 대해서 전체적으로 우수한 성능을 보여주고 있음을 알 수 있다. KODAS 데이터셋만을 사용하여 학습하였을 때 시뮬레이션 데이터셋에 대한 성능이 낮은 이유는 크게 두가지로 볼 수 있다. 첫 번째는 시뮬레이션 데이터셋의 정합성을 확인하는 과정에서 관찰되었던 실제와 가상의 센서 모델 차이로 인한 성능 차이가 있다.21) 두 번째는 Fig. 2의 예시와 같이 시뮬레이션 데이터셋에는 KODAS 데이터셋에서 볼 수 없었던 위험 시나리오가 포함되었고, 위험 시나리오에서의 검출 성능이 낮았기 때문이다. 좀 더 구체적으로는 전체 데이터셋을 혼합하여 학습한 경우 Complex-YOLO는 시뮬레이션 데이터를 Fine-tuning한 경우와 1 % 내의 차이를 보이며 유사한 성능을 보였지만 PV-RCNN의 경우 Fine-tuning의 경우보다 전체 데이터셋 검출은 7 %, 선행차량 검출(Table 4의 괄호 안 성능 참조)은 4 % 높은 성능을 보였다.

      Table 5는 참고문헌에 제시한 방법론을 토대로 시뮬레이션 데이터로 학습 후 실제 주행 데이터의 비율을 변화시키면서 Fine-tuning한 성능을 보여주고 있다. 성능 비교 시 Fine-tuning 진행 과정에서 생성된 개별 모델의 성능을 관찰한 뒤 가장 좋은 성능을 보인 모델을 선택하였다. Fine-tuning시 PV-RCNN의 경우 학습률(Learning-rate)을 선행 학습에 비해 1/10으로 줄여 최대 20 Epoch로 진행하였으며, Complex-YOLOv3의 경우 선행 학습과 같은 학습률과 Epoch를 사용하여 진행하였다.

      
        Table 5 
				
        

        
          Vehicle detection results of Complex-YOLOv3 and PV-RCNN with respect to different percentage of KODAS datasets
        
        

      

      
        
          
            	Training
            	Simulation 43 %
            	Simulation 43 %
            	Simulation 43 %
          

          
            	KODAS 10 %
            	KODAS 20 %
            	KODAS 40 %
          

          
            	Test
            	Complex
-YOLOv3
            	PV-RCNN
            	Complex
-YOLOv3
            	PV-RCNN
            	Complex
-YOLOv3
            	PV-RCNN
          

        
        
          	Simulation 57 %
          	79.38
(77.75)
          	77.16
(84.73)
          	79.27
(78.21)
          	74.08
(82.12)
          	77.00
(75.65)
          	74.51
(82.34)
        

        
          	Simulation 57 % & KODAS 60 %
          	83.86
(84.77)
          	85.50
(88.69)
          	84.09
(84.97)
          	83.74
(86.20)
          	83.66
(84.37)
          	84.89
(86.55)
        

      

      

      Table 5는 시뮬레이션 데이터로 학습한 후 실제 주행 데이터를 학습시키는 경우 네트워크 성능의 변동성이 크지 않음을 보여주고 있다. 즉 시뮬레이션을 통한 학습 후 실제 주행 데이터를 학습시킨다면 이후에 많은 주행데이터가 생성되더라도 매번 재학습을 하지 않고 좀 더 실제 주행 환경에 강인한 네트워크가 학습될 수 있을 것으로 예상할 수 있다.

      마지막으로 좀 더 확대된 순차적인 학습 과정에 대한 성능 변화를 살펴보고자 한다. 위험 시나리오 4종류에 대해 7개의 시뮬레이션을 추가하여 1,216장(Simulation 9 %)의 데이터를 생성하였으며, Table 5의 세 번째 학습방법을 적용한 후 새로운 데이터만을 사용하는 추가하여 다시 학습하는(Fine-tunning) 방법과 새로운 데이터와 기존 학습 데이터를 각각 50 %씩 혼합하여 사용하는 방법으로 진행하였다. 학습 결과 두 방법 모두 Table 5의 세 번째 학습 결과와 비교했을 때 시뮬레이션 데이터에 대한 성능은 향상되었다. 하지만 새로운 데이터만을 사용하여 Fine-tuning하였을 때, 전체 평가 데이터셋에 대해 PV-RCNN의 전방차량 성능을 제외하고는 유의미한 개선이 이루어지지 않았다. 반면 새로운 데이터와 이전 학습 데이터를 혼합하여 학습하였을 때, 두 알고리즘 모두 두 KPI에 대해 성능이 상승하였다. 또한 새로이 추가된 데이터를 학습할 때 이전에 학습된 데이터와 혼합하여 학습하는 경우 모든 데이터를 혼합하여 한 번에 학습하는 방법(Table 4의 세 번째 결과)과 유사한 성능을 보여주고 있다. 학습된 결과를 적용한 예로 Fig. 5는 Fig. 2와 동일한 상황에서 개선된 검출 결과를 보여주고 있다. 즉 PV-RCNN와 Complex-YOLOv3 기반 차량 검출 알고리즘이 모든 차량을 검출하고 있음을 보여준다.

      
        Table 6 
				
        

        
          Vehicle detection results for Complex-YOLO and PV-RCNN with respect to additional simulation data
        
        

      

      
        
          
            	Training
            	Simulation 43 %
            	Simulation 43 %
          

          
            	KODAS 40 %
            	KODAS 40 %
          

          
            	Simulation(new) 9 %
            	Mixed
(new:old=50 %:50 %)
          

          
            	Test
            	Complex
-YOLOv3
            	PV-
RCNN
            	Complex
-YOLOv3
            	PV-
RCNN
          

        
        
          	Simulation 57 %
          	88.90
(91.44)
          	85.97
(91.62)
          	91.54
(91.75)
          	85.90
(91.71)
        

        
          	Simulation 57 % & KODAS 60 %
          	83.72
(84.71)
          	77.13
(90.15)
          	86.02
(90.57)
          	87.17
(92.78)
        

      

      

      
        
        

        Fig. 5 
				
        

        
          Vehicle detection result of PV-RCNN(top) and Complex-YOLO(bottom): detected vehicle(green) and ground truth(red)
        
        

        

      

    

    

  
    
      5. 결 론
      본 연구에서는 문헌에서 제안되고 있는 라이다 기반 차량 검출 알고리즘에 대해서 학습과 평가관점에서 성능을 개선시킬 수 있는 방법에 대해서 살펴보았다. 좀 더 구체적으로 라이다 채널 수가 변경되는 경우에 대해서 2종류의 라이다 데이터셋을 대상으로 선정하였으며 위험한 시나리오를 고려하기 위하여 가상 라이다 데이터셋을 생성하였다. 다음으로 네트워크의 설정 상수를 적절히 설정하고 Fine-tuning을 적용하여 위에서 언급한 데이터셋의 변화에 대해서 적절하게 학습되어 성능저하가 발생하지 않도록 차량 검출 알고리즘을 개발하였다. 향후에는 좀 더 많은 주행 및 가상 데이터셋에 대해서 센서 모델의 정합성 분석, 전이학습의 방법론 다양화 등을 확대 적용하고 직접 연구 개발한 차량 검출 알고리즘과 다른 알고리즘을 비교하는 것에 사용하고자 한다.
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: Algoirthm : PVEB, R, W, N, Yimaxs Lear)

Lis set of N integers close to zero

Brange < {bilb; € B Ab; € RA [Pl < Ymax}

Biront  (}P
for L in Ldo

find b, b, from £, with the two smallest ,

and |y/W+05] =1

if|i,c = Xj.c| < Lear/2 then

Biront < Brront U {bi, by}

else Brrone < Brrone U {bi|ie = min (v, 3,0}
end
retum Bront






