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            초록
          
        

        
          One of the chassis products, namely, the integrated axle, must meet the camber strength criteria in the development stage. Camber strength performance verification is mainly conducted by testing and finite element analysis. Recently, the test was replaced by the finite element analysis to verify integrated axle camber strength performance and reduce product development cost and time. However, in order to replace the test with a simulation, the test/analysis correlation must be done beforehand. Therefore, this study proposes the integrated axle camber strength test/analysis correlation method through a multi-layer neural network. The result of the test/analysis correlation using a multi-layer neural network showed that the average error between the test and the analysis is about 10 %. This result proves the effectiveness of this research method, and suggests that the camber strength test could be replaced by the finite element analysis.
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      1. 서 론
      통합형 Axle은 Fig. 1과 같이 기존 등속조인트와 허브베어링을 하나의 구동시스템으로 통합시킨 차세대 동력전달 부품이다. 기존 Axle과 같이 새롭게 개발되는 통합형 Axle 또한 구조와 형태에 따라 차량의 주행 및 선회 성능이 결정되기 때문에 개발 시 캠버 횡강성 성능 검증이 필수로 이루어진다. Axle의 캠버 횡강성 성능은 주로 Axle의 허브베어링 사양(PCD, Pitch, Ball size, Ball 개수, 재료 물성 등)에 따라 좌우되며, 캠버 횡강성 시험 또는 유한요소해석을 통해 성능을 평가한다.1) 시험을 통한 Axle의 캠버 횡강성 성능 평가가 가장 보편적으로 이루어지며, 실물을 통한 성능 평가이기 때문에 신뢰성 또한 매우 뛰어나다. 하지만 실물을 통한 캠버 횡강성 성능 평가는 시제품 제작비용 때문에 제품 개발 비용이 증가되며, 시제품 제작 기간 및 평가 기간 때문에 차량 개발 기간을 지연시킬 수 있다.

      
        
        

        Fig. 1 
				
        

        
          Integrated Drive Axle(IDA)
        
        

        

      

      반면 유한요소해석을 이용한 Axle의 캠버 횡강성 성능 평가는 가상 환경에서 3D 모델을 이용하여 설계 단계에서부터 성능을 예측하기 때문에 제품의 개발 기간 및 비용을 절감할 수 있다.2) 이러한 유한요소해석의 강점 때문에 Axle 캠버 횡강성 시험 평가를 해석 평가로 대체하려는 여러 연구가 진행되었다. 김기헌 등1)은 Axle의 캠버 횡강성 시험을 유한요소모델로 모사하여 시험 결과와 비교를 통해 해석적 평가방법의 유효성을 증명하였다. 또한 이승표 등3)은 유한요소해석을 통해 Axle의 캠버 횡강성 평가 방법을 제시하였고, Axle의 부품 중 허브베어링이 캠버 횡강성에 미치는 영향이 가장 크다는 것을 해석적으로 증명하였다.

      기존 연구들은 시험 결과와 해석 결과 사이의 오차를 줄이기 위해 실제 시험과 같이 유한요소모델 및 해석 조건을 모델링하였다. 이러한 유한요소모델의 해석 결과는 시험 결과와 유사한 경향을 보이나 해석 시간과 비용을 증가시키는 단점이 있다. 유한요소모델과 해석 조건을 단순화 하면 해석 시간 및 비용은 줄어드나 시험 결과와 해석 결과 사이의 오차가 발생한다. 해석 조건을 단순화함과 동시에 시험 결과와 유사한 해석 결과를 얻기 위해선 해석 조건과 해석 결과 사이의 상관관계 분석을 통해 시험 결과와 유사한 해석 결과를 얻을 수 있는 최적의 해석 조건을 도출해야 한다. 이광섭 등4)은 차량의 시트 벨트 엥커리지의 시험 평가 방법을 유한요소모델로 단순히 모델링한 뒤 해석의 Damping 계수와 해석 결과 사이의 상관관계를 파악하여 시험 결과와 유사한 해석 결과를 얻을 수 있는 Damping 계수를 확보하였다. 김학영과 최성현5)은 유한요소모델로 단순화된 차량 로암 정강도 해석에 다구찌 강건설계 개념을 응용하여 시험 결과와 유사한 해석 결과를 얻을 수 있는 최적의 해석 조건을 도출하였다. 그 결과 해석 신뢰도를 약 38 % 이상 개선하였으며, 시험/해석 코릴레이션 방법론을 제시하였다. 이처럼 기존 연구들은 해석 조건과 해석 결과 사이의 상관관계를 분석하여 시험과 해석 결과 사이의 오차를 줄였다.

      하지만 기존 연구들은 1개 또는 2개 이상의 해석 조건과 1개의 해석 결과 사이의 상관관계를 분석하여 시험/해석 코릴레이션 연구를 수행하였다. 캠버 횡강성 시험/해석 코릴레이션은 2개 이상의 해석 조건과 2개 이상의 해석 결과 사이의 상관관계를 분석해야 하기 때문에 기존의 연구 방법을 적용하기엔 한계가 있다. 따라서 본 연구에서는 다층신경망을 이용하여 2개 이상의 해석 조건과 2개 이상의 해석 결과 사이의 상관관계를 분석할 수 있는 방법을 제시하고, 캠버 횡강성 시험/해석 코릴레이션에 적용하여 시험과 동일한 해석 결과를 도출하는 최적 해석 조건을 예측 하고자 한다.6) 또한, 예측된 최적의 해석 조건을 유한요소모델로 모델링하여 해석한 뒤 그 결과와 시험 결과를 비교함으로써 예측된 최적 해석 조건의 유효성을 검증하고자 한다.7)

    

    

  
    
      2. 다층 신경망
      다층 신경망은 데이터 학습을 통해 2개 이상의 입⋅출력값 사이의 상관관계를 분석할 수 있으며, 이는 주로 이진 판단, 선택 분류 그리고 예측(회귀)에 관련된 공학 문제 해결에 이용된다. 다층 신경망의 개념도는 Fig. 2와 같이 입력층, 하나 이상의 은닉층, 출력층으로 구성되어 있으며, 각 층 사이에 존재하는 가중치 wij와 편향 bi를 데이터 학습을 통해 갱신하여 입력값과 출력값 사이의 상관관계를 분석한다.

      
        
        

        Fig. 2 
				
        

        
          Structure of neural network
        
        

        

      

      이를 수식으로 나타내면 식 (1)과 같고, [x1, x2, ⋯, xi]는 다층신경망의 입력값을, [y1, y2, ⋯, yi]는 출력값을 나타낸다. 이렇게 입력값과 출력값으로 구성된 데이터셋 xij,yij을 이용하여 가중치 wij와 편향 bi를 특정 알고리즘을 이용하여 학습시킨 뒤, 각종 공학 문제 해결에 사용한다.8)
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        	Y = XW+B


      

      
        	where xi : input valu


        	　　　yi : output data


        	　　　wij : neural network weight


        	　　　bi : neural network bias


      

      
        2.1 다층 신경망 학습
        다층 신경망 학습은 순전파와 오차역전파를 통해 이루어진다. 순전파 단계에서는 식 (2)와 같이 데이터셋 입력값 a0 = x1 를 이용하여 기댓값을 계산한다.
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          	where h( ) : relu activate function


        

        순전파 단계에서 기댓값을 구하기 위해 각 은닉층에서는 활성화 함수(본 연구에서는 Relu 활성화 함수 이용)를 이용하며, 마지막 출력층에서는 활성화 함수 대신 항등 함수를 사용해 최종 기댓값 등 함수를 사용해 최종 기댓값 tki을 도출한다. Relu 활성화 함수는 식 (3)과 같다.
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        이렇게 도출된 기댓값은 식 (4)와 같이 평균제곱오차(MSE, Mean Square Error) 알고리즘을 이용하여 오차를 산출하게 되고 이 오차를 출력층에서 입력층 방향으로 역전파 시키며(오차역전파법) 가중치와 편향값을 학습시킨다.
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          	where yk : true output value from dataset


          	　　tk : expected value


        

        가중치와 편향 학습에 대한 많은 이론들이 존재하지만 본 연구에서는 경사하강법을 이용하였으며, 경사하강법은 식 (5)와 같다.
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          	where η: learning rate


        

      

      
        2.2 다층 신경망 성능 검증
        학습이 완료된 다층 신경망은 성능 검증이 필요하다. 성능 검증을 위해 본 연구에서는 식 (6)과 같이 오차의 절댓값평균(MAE, Mean Absolute Error)을 사용하여 학습된 신경망의 성능을 검증하였다.
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          	Accuracy = 1 - EMEA


        

      

      
        2.3 다층 신경망을 이용한 해석 조건 예측 
        Fig. 3은 다층 신경망을 이용하여 통합형 Axle 캠버 횡강성 시험/해석 코릴레이션 프로세스를 나타낸 것이다. 첫번째 단계에서는 유한요소모델과 실험계획법을 이용하여 데이터셋을 구성하였다. 두번째 단계에서는 데이터셋과 식 (1)~(6)을 이용하여 다층 신경망을 학습시켰으며, 학습된 신경망의 성능을 검증 하였다. 마지막 단계에서는 학습된 신경망을 이용하여 최종적으로 시험 결과와 유사한 해석 결과를 얻을 수 있는 최적의 해석 조건을 예측하였다.

        
          
          

          Fig. 3 
				
          

          
            The process of result prediction
          
          

          

        

      

    

    

  
    
      3. 통합형 Axle 캠버 횡강성 시험 및 해석
      
        3.1 통합형 Axle 캠버 횡강성 시험
        서론에서 언급했듯이 섀시 제품 중 하나인 통합형 Alxe은 개발 단계에서 캠버 횡강성 시험 조건을 만족해야 한다. 캠버 횡강성 시험은 차량의 주행 성능과 선회 성능을 Axle 단위에서 측정하는 시험으로, 실차 조건을 모사하여 Fig. 4와 같이 Axle 단위 시험으로 구성된다. 시험 조건은 Axle의 마운팅 부분을 Jig에 장착한 뒤, 차량 휠 모사 Jig를 조립한 후 타이어와 지면이 맞닿는 부분(Tire patch)에서 차량 내측 방향으로 1 G 하중을 가하는 것이다. 캠버 횡강성 시험 평가 결괏값은 차량 내측 하중 방향에 대한 디스크 로터의 변위 각도(캠버각)이며, 시험 기준은 0.6 G 하중 입력 시 차량 사이즈별로 일정 수준 이하여야 한다. 통합형 Axle은 고성능 차량을 타깃으로 개발된 제품으로 Fig. 5와 같이 일반 준중형 차량 대비 0.6 G 하중에서 캠버 횡강성은 약 30 % 이상 높은 수준이다.

        
          
          

          Fig. 4 
				
          

          
            Camber strength test of vehicle axle
          
          

          

        

        
          
          

          Fig. 5 
				
          

          
            IDA camber strength test result compared to general vehicle camber strength test result
          
          

          

        

      

      
        3.2 통합형 Axle 캠버 횡강성 해석
        통합형 Axle 캠버 횡강성 시험을 유한요소모델로 모사하여 해석을 진행하기 위해 Carrier, Flange, Ball, Inner, Hub 그리고 Disc rotor를 유한요소모델로 생성하였다. 해석 효율을 고려하여 필수적인 부품만 유한요소모델로 구성하였으며, 시험결과를 바탕으로 모든 요소를 탄성모델로 모델링 하였다. 유한요소모델은 Altair사의 HyperMesh를 이용하여 생성했으며, 요소는 약 12,000~43,000개, 절점 개수 약 48,000~188,000개 수준이다. 요소의 크기는 평균 3 mm이며, 타입은 Abaqus C3D4 이다.

        초기 해석 조건은 시험 조건과 해석 시간을 고려하여 Fig. 6과 같이 설정하였다. Carrier 각 마운팅부 H/Point를 강체로 연결하여 변위 구속시켰으며, 각 부품들의 접촉 부위를 고려하여 ABAQUS contact pair(마찰계수 0.1) 조건을 설정하였다. 허브베어링의 플랜지부와 Carrier는 Bolt 체결 대신 강체 연결로 모사하였으며, 디스크 로터와 허브베어링은 실제 연결 구조를 고려하여 Tie 조건으로 설정하였다. 하중은 디스크 로터 제동부면에서 Tire patch점까지 강체 요소로 연결한 뒤 차량의 1 G 하중을 부여하였다. 해석 Solver는 ABAQUS/Implicit solver를 이용하였다.

        
          
          

          Fig. 6 
				
          

          
            IDA camber strength structural analysis boundary and contact condition
          
          

          

        

      

      
        3.3 통합형 Axle 캠버 횡강성 시험/해석 결과
        통합형 Axle 캠버 횡강성의 초기 해석 결과와 시험 결과는 Fig. 7과 같다. 캠버 횡강성 시험/해석 결과를 시험 기준인 0.6 G 하중점에서 비교한 결과 약 20 % 이상의 오차를 보이며, 최대 하중점(1 G 하중)에서는 약 30 % 오차를 보인다. 유한요소해석 조건은 시험 조건 대비 간단하게 모델링 되었고, 물성 또한 탄성 영역만 사용하여 두 결과 사이에 오차가 발생하는 것으로 판단된다. 이러한 오차 수준은 실제 시험을 대신하여 가상 환경(유한요소해석 또는 시뮬레이션)에서 제품의 성능을 평가하기엔 한계가 있다. 따라서 해석 조건과 해석 결과 사이의 상관관계를 다층 신경망을 통해 분석한 뒤, 시험 결과와 유사한 해석 결과를 도출할 수 있는 최적의 해석 조건을 도출 하여 시험/해석 결과 사이의 오차 수준을 좁히고자 한다.

        
          
          

          Fig. 7 
				
          

          
            IDA camber strength structural analysis result and the graph comparing between analysis result and test result
          
          

          

        

      

    

    

  
    
      4. 데이터셋 생성 및 다층 신경망 학습
      다층 신경망을 이용하여 해석 조건과 해석 결과 사이의 상관관계를 분석하여 최적의 해석 조건을 도출 하기 위해선 식 (1)과 같이 다수의 해석 조건과 해석 결과로 이루어진 데이터셋이 필요하다. 다수의 데이터셋은 2절에서 설명한 이론을 통해 다층 신경망을 학습 키시며, 학습이 완료된 다층 신경망은 시험 결과와 유사한 해석 결과를 도출할 수 있는 해석 조건을 예측하는데 사용 된다.

      
        4.1 데이터셋 생성
        다수의 데이터셋을 생성하기 위해서는 다수의 해석 조건과 이에 상응하는 해석 결과가 필요하다. 다수의 해석 조건을 만들기 위해 실험계획법의 완전요인배치설계를 이용하였으며, 앞선 연구와 자체 해석 결과를 바탕으로 통합형 Axle 허브베어링(Flage, Inner, Outer, Ball)의 탄성계수와 실제 시험에서 오차를 수반할 수 있는 항목을 고려하여 6개의 해석 조건을 완전요인배치설계의 인자로 선정했다. 선정된 6개의 인자 및 수준은 Table 1과 같으며, 각 인자의 조합을 통해 35×41=972개의 해석 케이스를 구성했다. 972개의 해석 케이스에 상응하는 해석 결과를 산출하기 위해 HyperStudy를 이용하여 자동으로 해석을 수행하였으며, Python 코드를 통해 자동으로 해석 결과를 수집했다. 해석 결과는 각 하중(0.2 G, 0.4 G, 0.6 G, 0.8 G, 1.0 G)에 대한 캠버각으로 총 5개의 값을 갖는다. 이렇게 만들어진 972개의 해석 조건 케이스와 해석 결과는 데이터 학습을 위해 각각 입력값 xi, 출력값 yi로 나눴으며, 본 연구에서는 시험 결과와 가장 유사한 해석 결과를 도출할 수 있는 해석 조건을 예측해야 하기 때문에 해석 조건을 출력값으로 설정 하였다. 이와 반대로 각 해석 조건에 따른 해석 결과를 예측하고 싶다면 해석 결과를 출력값으로 설정하면 된다. 다층 신경망 학습을 위해 최종적으로 수집된 데이터셋은 Table 2와 같이 Maxtrix 형태로 나타낼 수 있으며, 각 값은 정규화 하여 표현하였다. 입력값은 시험 결괏값을 1로 기준으로 하여 정규화 하였으며, 출력값은 각 인자의 최대수준의 값을 1로 기준으로 하여 정규화 하였다.

        
          Table 1 
				
          

          
            Factors of full factorial design
          
          

        

        
          
            
              	Factors
              	Level 1
              	Level 2
              	Level 3
              	Level 4
            

          
          
            	Load point
            	0
            	0.5
            	1
            	-
          

          
            	Load
            	0
            	0.5
            	1
          

          
            	Elastic
modulus
            	SUJ2
            	0
            	0.5
            	1
          

          
            	S55CR
            	0
            	0.5
            	1
          

          
            	FC170D
            	0
            	0.5
            	1
          

          
            	Damping
            	0
            	0.333
            	0.667
            	1
          

        

        

        
          Table 2 
				
          

          
            Dataset of camber strength result of full factorial design
          
          

        

        
          
            
              	No.
              	Input value (xi)
              	Output value (yi)
            

            
              	0.2 G
              	0.4 G
              	0.6 G
              	0.8 G
              	1.0 G
              	Load point
              	Load
              	SUJ2
              	S55CR
              	FC170D
              	Damping
            

          
          
            	1
            	1.2369
            	1.0005
            	0.8484
            	0.7666
            	0.6936
            	1.0112
            	0.6667
            	0.6667
            	0.6667
            	0.6667
            	0.0100
          

          
            	2
            	0.5245
            	0.6667
            	0.7554
            	0.7546
            	0.6933
            	1.0112
            	0.6667
            	0.6667
            	0.6667
            	0.6667
            	0.3400
          

          
            	3
            	0.4934
            	0.5869
            	0.6424
            	0.7169
            	0.6933
            	1.0112
            	0.6667
            	0.6667
            	0.6667
            	0.6667
            	0.6700
          

          
            	4
            	0.4824
            	0.5596
            	0.5921
            	0.6702
            	0.6932
            	1.0112
            	0.6667
            	0.6667
            	0.6667
            	0.6667
            	1.0000
          

          
            	5
            	1.3876
            	1.1571
            	0.9904
            	0.9046
            	0.8255
            	1.0112
            	0.6667
            	0.6667
            	0.6667
            	0.8333
            	0.0100
          

          
            	Other data has been omitted
          

          
            	968
            	0.3976
            	0.4612
            	0.4880
            	0.5587
            	0.6004
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	0.8333
            	1.0000
          

          
            	969
            	1.2300
            	0.9935
            	0.8420
            	0.7604
            	0.6877
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	0.0100
          

          
            	970
            	0.5187
            	0.6593
            	0.7481
            	0.7483
            	0.6874
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	0.3400
          

          
            	971
            	0.4880
            	0.5804
            	0.6353
            	0.7100
            	0.6874
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	0.6700
          

          
            	972
            	0.4771
            	0.5534
            	0.5856
            	0.6631
            	0.6874
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	1.0000
            	1.0000
          

        

        

      

      
        4.2 다층 신경망 학습 및 정확도 검증
        생성된 데이터셋을 이용하여 다층 신경망을 학습시키기 위해선 은닉층의 크기와 다층 신경망의 하이퍼파라미터를 설정해 줘야 된다. 본 연구에서 사용된 하이퍼파라미터는 Table 3과 같으며, 다층 신경망은 3층(1층 : 5×20, 2층 : 20×10, 3층 : 10×6)으로 구성하였다. 다층 신경망 학습 시 미니배치 크기는 20으로 설정 하였으며,9) 학습된 다층 신경망의 정확도를 확인하기 위해 Epoch을 2,000으로 설정하였다.10) 그 결과 학습된 다층 신경망의 정확도는 약 90 % 수준이다.

        
          Table 3 
				
          

          
            Hyper parameter
          
          

        

        
          
            
              	Hyper
parameter
              	Learning
rate
              	Random numbers
            

            
              	Mean
              	Standard deviation
            

          
          
            	Value
            	0.1
            	0.0
            	0.3
          

        

        

      

    

    

  
    
      5. 해석 조건 예측
      
        5.1 학습된 신경망 이용한 해석 조건 예측
        통합형 Axle 캠버 횡강성 시험/해석 코릴레이션을 위한 해석 조건을 예측하기 위해 입력값으로 캠버 횡강성 시험값을 입력했다. 이는 연구에서 사용된 다층 신경망이 해석 결과(입력값)와 해석 조건(출력값)으로 구성된 데이터셋을 통하여 학습되었기 때문이다. 이에 따라 시험 결과를 학습된 신경망에 입력하여 최적의 해석 조건을 예측한 결과는 Table 4와 같다. 초기 해석 조건 대비 신경망을 통해 예측된 해석 조건은 Damping factor에서 최대 50 % 이상 변화율을 보이며, 다른 Factor들은 약 -1 %~2 % 사이의 변화율을 보인다.

        
          Table 4 
				
          

          
            The comparison of initial analysis condition and predicted analysis condition
          
          

        

        
          
            
              	Factors
              	Initial
analysis
condition
              	Predicted
analysis
condition
              	Rate of
change
(%)
            

          
          
            	Load point
            	0.5
            	0.505843
            	1.17
          

          
            	Load
            	0.5
            	0.498702
            	-0.26
          

          
            	Elastic
modulus
            	SUJ2
            	0.5
            	0.497402
            	-0.52
          

          
            	S55CR
            	0.5
            	0.50974
            	1.95
          

          
            	FC170D
            	0.5
            	0.50001
            	0
          

          
            	Damping
            	0.333
            	0.500432
            	50.28
          

        

        

      

      
        5.2 예측된 해석 조건 검증
        학습된 신경망을 통해 예측한 해석 조건의 유효성을 검증하기 위해 예측된 해석 조건과 같이 유한요소모델을 구성하였다. 유한요소모델 구성 시 요소 사이즈와 종류는 초기 해석 델과 동일하게 설정 하였으며, 해석 조건만 다층 신경망을 통해 예측된 해석 조건을 사용하였다. 예측된 해석 조건을 적용하여 유한요소모델을 해석한 결과는 Fig. 8과 같으며, 초기 해석 결과와 시험 결과를 시험 기준인 0.6 G 캠버 횡강성값을 기준으로 정규화 하여 함께 나타냈다. 또한 Table 5와 같이 각 하중점에 대한 정규화된 캠버 횡강성 값을 시험 결과, 예측된 해석 조건 적용 결과, 초기 해석 결과 순으로 비교하여 나타냈다. 시험 결과 대비 초기 해석 조건 적용 결과는 시험 기준점인 0.6 G에서 약 22 %의 오차율을 보이며, 다른 하중점에서도 약 20 % 이상의 오차율을 보인다. 반면, 예측된 해석 조건 적용 결과는 시험 기준점인 0.6 G에서 약 5 % 수준의 오차율을 보이며, 0.2 G 하중에 대한 캠버 횡강성 값 (17.78 %)을 제외하고는 모두 10 % 이내의 오차율을 보인다. 0.2 G 하중에 대한 캠버 횡강성 오차율이 다른 하중에 비해 큰 이유는 캠버 횡강성 절댓값이 매우 작음으로 작은 오차에도 오차율이 크게 변화되기 때문으로 판단된다.

        
          
          

          Fig. 8 
				
          

          
            The comparison graph of test, predicted analysis condition and initial analysis condition result
          
          

          

        

        
          Table 5 
				
          

          
            The comparison of test, predicted analysis condition and initial analysis condition result
          
          

        

        
          
            
              	Load
              	Test
result
              	Optimized
analysis
condition
              	Initial
analysis
condition
              	Absolute error (%)
            

            
              	Test result
vs
Optimized
condition
              	Test result
vs
Initial
condition
            

          
          
            	0.2 G
            	0.3529
            	0.2902
            	0.1767
            	17.78
            	46.64
          

          
            	0.4 G
            	0.6471
            	0.6298
            	0.3944
            	2.67
            	30.95
          

          
            	0.6 G
            	1
            	1.0523
            	0.6839
            	5.23
            	22.54
          

          
            	0.8 G
            	1.3529
            	1.4880
            	0.9936
            	9.98
            	24.23
          

          
            	1.0 G
            	1.7647
            	1.8408
            	1.2173
            	4.32
            	30.64
          

        

        

      

    

    

  
    
      6. 결 론
      본 연구에서는 다층 신경망을 이용하여 통합형 Axle 캠버 횡강성 시험/해석 코릴레이션을 수행하였다. 972개의 해석 데이터를 이용하여 다층 신경망을 학습시켰으며, 학습된 신경망을 이용하여 시험 결과와 유사한 해석 결과를 얻을 수 있는 최적의 해석 조건을 예측하였다. 예측된 해석 조건을 유한요소모델로 재구성하여 각 하중점에 대한 캠버 횡강성 값을 시험 결과와 비교한 결과 시험 기준인 0.6 G 하중 점에서 오차가 10 % 이내였다. 이러한 연구 내용과 결과를 바탕으로 다음과 같은 결론을 얻을 수 있었다.

      
        	1) 다층 신경망과 해석 데이터를 이용하여 시험/해석 코릴레이션 방법을 제안하였고, 통합형 Axle 캠버 횡강성 시험/해석 코릴레이션 사례를 통해 유효성을 검증하였다.


        	2) 다층 신경망을 이용하여 2개 이상의 해석 조건과 2개 이상의 해석 결과 사이의 상관관계 분석이 가능하다는 것을 증명하였다.


        	3) 기존 시행착오 방식에 의한 시험/해석 코릴레이션이 아니라 체계적인 방법에 의해 수행되기 때문에 보다 빠르고 신뢰할 수 있는 해석 조건을 도출할 수 있다.


        	4) 부품 개발 시 진행되는 다수의 시험 평가 방법을 본 연구에서 제시한 방법을 통해 해석 평가로 대체할 수 있을 것으로 사료된다.


        	5) 다만, 본 연구는 단일 Axle 형상에 대해서만 다층 신경망을 학습시켜 최적 해석 조건을 예측했기 때문에 Axle 형상 변경 시 다층 신경망을 재 학습시켜 최적 해석 조건 다시 예측해야 된다. 이러한 한계점은 다양한 Axle 형상까지 고려한 다층 신경망을 이용한다면 해결할 수 있을 것으로 판단되며, 추후 이와 관련된 연구를 진행할 예정이다.


      

    

    

  
    
      Nomenclature
      
        
          	
          	
        

        
          	
            xi : 
          
          	
            input value
          
        

        
          	
            yi : 
          
          	
            output value
          
        

        
          	
            wij : 
          
          	
            neural network weight
          
        

        
          	
            bi : 
          
          	
            neural network bias
          
        

        
          	
            h( ) : 
          
          	
            relu activation function
          
        

        
          	
            η : 
          
          	
            learning rate
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