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            초록
          
        

        
          The latest CNN-based object detection models are quite accurate, but they require a high-performance GPU to run in real-time. For an embedded system with limited memory space, they are still are heavy in terms of memory size and speed. Since the object detection for autonomous system is run on an embedded processor, it is preferable to compress the detection network as light as possible while preserving detection accuracy. There are several popular lightweight detection models; however, their accuracy is too low for safe driving applications. Therefore, this paper proposes YOffleNet, a new object detection model that is compressed at a high ratio while minimizing the accuracy loss for real-time and safe driving application on an autonomous system. The backbone network architecture is based on YOLOv4, but we could significantly compress the network by replacing the high-calculation-load CSP DenseNet with the lighter modules of ShuffleNet. Experiments with KITTI dataset showed that the proposed YOffleNet is compressed by 4.7 times than the YOLOv4-s that could achieve as fast as 32 FPS on an embedded GPU system(NVIDIA Jetson AGX Xavier). When compared to the high compression ratio, the accuracy is reduced slightly to 85.8 % mAP, which is only 3.6 % lower than YOLOv4-s. As a result, the proposed network showed a high potential for deployment on the embedded system of the autonomous system for real-time and accurate object detection applications.
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      1. 서 론
      자율주행자동차는 운전자의 편의를 증대할 수 있는 미래 교통수단으로 주목받고 있으며 미래 산업 시장에서 큰 파급 효과를 줄 것으로 예상된다.1,2) 자율주행 실현을 위한 핵심 기술은 크게 인지, 판단, 제어 세 부분으로 나뉜다. 이 중에서 최근 딥러닝을 활용한 객체탐지 기술의 발전으로 인해 주행 중 사물을 인식하는 인지 분야에서 큰 도약이 이뤄지고 있다.

      영상 데이터를 통한 딥러닝 기반 객체탐지 알고리즘은 사람의 시각을 통한 검출보다 더 높은 인식률을 보이고 있다. 특별히, 영상 데이터의 경우 라이다 센서에 비해 저렴한 카메라 센서를 통해 데이터를 획득 가능하기 때문에 자율주행자동차의 인지 분야에서 딥러닝을 활용한 객체탐지 알고리즘의 중요도는 점점 증가하고 있다.

      딥러닝 기반 객체탐지 알고리즘은 높은 연산 복잡도가 요구되기에 차량의 센서에서 얻은 데이터를 클라우드 서버에 전송하여 처리하는 방식에 의존하고 있다. 그러나 클라우드 컴퓨팅 방식은 해킹에 취약하고 통신망이 구축되지 않은 지역에서는 자율주행이 불가능하다는 한계점을 지닌다.3) 이러한 문제점을 개선하기 위해 임베디드 환경에서 자율주행에 필요한 연산을 처리하는 엣지(Edge) 컴퓨팅 기술이 요구되고 있다.4) 임베디드 플랫폼에서 딥러닝 기반의 객체탐지 알고리즘이 실시간으로 구동되기 위해서는 한정된 자원에서 동작할 수 있는 경량화된 모델 사이즈를 보유해야 한다. 대표적인 딥러닝 기반 객체탐지 모델인 YOLO, SSD의 경우에도 임베디드 플랫폼에 적용하기에는 모델의 크기가 크고 추론 속도가 느린 한계를 지니고 있다. 이러한 문제를 해결하기 위해서는 정확도 손실을 최소화하면서, 임베디드 시스템에서도 동작 가능한 정도로 모델의 크기를 줄일 수 있는 딥러닝 모델 경량화에 관한 연구가 필수적이다.25-31)

      본 연구에서는 자율주행용 임베디드 플랫폼에 탑재 가능한 딥러닝 객체탐지 모델인 YOffleNet을 제안한다. YOffleNet은 대표적인 객체탐지 모델인 YOLOv4의 아키텍처를 기반으로 한다. Backbone Network에서는 CSP DenseNet으로 구성된 CSPDarkent53을 ShuffleNetv2 모듈로 변경하여 파라미터 수를 감소시켰으며, 정보흐름에 이점을 주는 ShuffleNetv2 모듈의 특성을 고려해 Neck 부분의 PANet 구조를 간소화하는 경량화를 진행했다. Head 부분에서는 YOLOv4의 단일단계 검출기 방식을 활용했다.

      본 연구에서 제안하는 객체탐지 모델인 YOffleNet의 성능 측정을 위해 대표적인 자율주행 데이터셋인 KITTI 데이터셋을 통해 차량, 보행자, 사이클리스트 클래스에 대한 학습 및 평가를 진행했다. 또한, 임베디드 플랫폼에서의 탑재 적합성을 확인하기 위해 NVIDIA Jetson AGX Xavier 보드와 NVIDIA Jetson Nano 보드에 학습한 모델을 탑재하여 성능 검증을 진행했다. 실험 결과 제안하는 YOffleNet 모델은 85.8의 mAP와 1.9 M의 파라미터 수를 보유하였으며, YOLOv4-s 대비 3.7 낮은 mAP를 가졌으나 파라미터 수는 4.8배 적은 것을 확인했다. 또한, Nvidia AGX Xavier보드에서 32 FPS로 구동되는 것을 확인했기에 한정된 자원을 지닌 자율주행용 임베디드 플랫폼 환경에서의 실시간 구현이 가능함을 검증했다.

    

    

  
    
      2. 관련 연구
      
        2.1 CNN 기반 객체탐지 알고리즘
        딥러닝 기반 객체탐지 알고리즘은 크게 단일단계 방식의 검출기(Single stage detector)과 이 단계 방식의 검출기(Two stage detector)로 나뉜다. 이 단계 방식의 검출기는 영역 제안(Region proposal) 네트워크를 통해 객체로 추정되는 물체의 위치를 선정한 후, 선정된 영역들에 대해서 객체의 클래스 분류를 수행한다. 대표적인 이 단계 방식의 검출기로는 Faster-RCNN,5) Mask R-CNN6) 등이 있으며, 이 단계 방식의 검출기는 많은 연산량으로 인해 실시간으로 사용되기에 어려움이 많다.

        반면, 단일단계 방식의 검출기는 객체 분류와 위치 추정을 한 번에 수행하므로 연산량이 적고 빠른 추론이 가능한 장점이 있다. 대표적인 단일 단계 방식의 객체탐지 모델로는 SSD7)와 YOLO 계열(YOLOv1~v48-11))의 모델들이 있다. SSD의 경우 다양한 크기의 Convolution layer에 대해 Multi-scale feature map을 형성하여 객체탐지를 진행한다. DSSD12)는 SSD 모델에 Deconvolution layer를 추가하여, 속도 성능을 유지하면서 작은 객체에 대한 검출 성능을 향상시켰다. SSD를 기반으로 설계된 또다른 모델인 RefineDet13)은 ARM(Anchor Refinement Module)을 활용하여 객체탐지를 진행한다. ARM은 객체 탐지 과정 중, 입력의 불필요한 배경을 없애서 분류기의 공간 탐색의 경우를 줄이게 한다.

        대표적인 단일단계 객체탐지 모델인 YOLO는 입력 이미지를 특정 개수의 Grid로 나누어 각각의 Grid cell마다의 객체의 Bounding box의 위치 및 해당 객체의 클래스를 추정한다. 이후 발전된 모델인 YOLOv3에서는 다양한 크기의 특징맵을 서로 다른 세 가지 다른 스케일로 추출하는 방법인 Feature pyramid network를 적용해 mAP를 증가시켰다. YOLOv411)는 Backbone-Neck-Head로 구성되어 있으며, 기존 YOLOv3 모델의 Head 부분을 유지한 채, Backbone layer에 CSPDarknet53을 도입하고 Neck 부분에서 SPP(Spatial Pyramid Pooling), PAN(Path Aggregation Network) 구조를 적용하였다. 이와 더불어 학습 과정에서의 새로운 기법들을 도입하여 추론속도를 높이는 BoF(Bag of Freebies)와 약간의 추론속도를 희생하지만 더욱 정확도를 높이는 기법인 BoS(Bag of Specials)를 사용하여 전체적인 성능을 향상시켰다.

        위에서 언급한 SSD와 YOLO 계열의 단일단계 방식의 검출기는 이 단계 방식의 검출기에 비해 상대적으로 빠른 속도로 추론이 가능하다. 실제로 대표적 단일단계 방식 검출기인 YOLOv4-s는 고성능 GPU인 NVIDIA GTX 1080 Ti 환경에서는 62.6 FPS와 같은 빠른 속도로 동작 가능하지만, 제한된 자원을 지닌 자율주행용 임베디드 플랫폼에서 실시간으로 구동되기에는 여전히 어려움이 존재한다.

      

      
        2.2 객체탐지 모델 경량화 연구
        딥러닝 기반 객체탐지 모델을 저사양 환경에 탑재하기 위해 경량화된 객체탐지 모델 개발에 관한 연구들이 활발히 이뤄지고 있다. ResNet14)에서는 Short-cut 기법을 사용한 Residual block을 통해 잔 차를 줄여 나가는 방식으로 네트워크 깊이를 깊게 하여, 경량화를 이룸과 동시에 Gradient vanishing 문제를 해결했다. SqueezeNet15)에서는 Fire module을 사용하여 경량화를 진행했다. Fire module의 Squeeze layer에서 1x1 필터를 사용해 입력 채널의 수를 줄임으로 파라미터 수를 감소시켰고, Expand layer에서 3x3 필터와 1x1 필터를 동시에 사용하여 50배의 모델 사이즈 경량화를 이뤘다. Mobilenet16,17)은 모바일 기기에서 실시간 객체 검출 알고리즘 탑재를 위해 개발된 모델로 DSC(Depthwise Separable Convolution) 기법을 사용한다. DSC 기법은 CNN에 사용되는 2d Convolution을 각각의 채널에서 대해 Convolution을 진행하는 Depthwise convolution과 채널방향만을 고려하는 Convolution인 Pointwise convolution으로 분리하여 진행한다. 이를 통해, 파라미터 수와 연산량을 획기적으로 감소시켰다. ShuffleNet18,19)은 입력 채널을 여러 그룹으로 나누어 Convolution을 진행하는 Group convolution 연산 과 각 Group에 해당하는 채널들을 Shuffle하는 Channel shuffle 연산을 통해 모델 사이즈를 감소시킨다.

        새로운 경량화 모델을 개발하는 것이 아니라, 기존 객체탐지 모델에 여러 경량화 기법들을 적용하는 연구들도 진행되고 있다. 대표적인 기법인 양자화(Quantization)는 기존 신경망의 가중치에 사용되는 비트 수를 감소시켜 연산량을 줄이는 방식이다. Jacob 등20)은 ResNet, Inception 모델에 대해 기존의 32비트 Float로 표현되는 가중치 정보를 8비트 Integer로 표현함으로써 양자화를 진행하였고 4배의 모델 사이즈 감소를 이루었다. Yuan Cheng 등21)은 YOLOv3 모델에 양자화와 텐서화 기법을 적용하여 3.9배의 모델 압축을 이뤄냈다.

        하지만, 위에 언급된 논문에서 제안된 Q-YOLO와 T-RNN은 NVIDIA GTX 1060 Ti 기반 GPU에서 24~25 FPS의 값을 가지므로 자율주행자동차를 위한 임베디드 GPU 플랫폼에서 실시간 운용하기에는 한계가 있음을 알 수 있다. 고로, 본 연구에서는 임베디드 GPU 환경에서 실시간 구동이 가능한 경량화 객체탐지 모델인 YOffleNet을 제안하고자 한다.

      

    

    

  
    
      3. 객체탐지 경량화 알고리즘 설계
      
        3.1 Background
        
          3.1.1 YOLOv4
          대표적인 단일단계 방식의 검출기인 YOLO는 이미지로부터 한 번에 객체의 Class와 Bounding box를 예측하는 방식으로 이 단계 방식의 검출기보다 빠른 추론이 가능하다는 장점을 지닌다. YOLOv2는 기존 YOLOv1 모델의 모든 Convolution layer에 Batch normalization을 적용함으로써 Regularization 효과를 얻어 정확도를 높였고, YOLOv3는 각 Class에 대해 독립적으로 로지스틱 회귀를 적용하였고 3개의 다른 크기의 Feature에 대해 각각 Prediction을 진행하는 FPN을 도입하여 정확도를 향상시켰다. YOLOv4는 Backbone layer에 CSP DenseNet을 적용한 CSPDarknet53을 도입하고 Neck 부분에 SPP와 PAN, FPN(Feature Pyramid Network) 구조를 도입하여 단일 GPU 환경에서도 높은 정확도와 빠른 객체탐지가 가능하도록 설계되었으며, 기존 YOLOv3에 비해 mAP와 FPS가 각각 10 %, 12 정도 향상된 성능을 보여준다. 따라서, 본 연구에서는 실시간 구동을 위해 가장 많이 사용되는 모델인 YOLOv4를 객체탐지를 위한 경량화 모델의 Baseline 모델로 선정하였다.

          YOLOv4의 Backbone layer인 CSPDarknet53에서는 입력 데이터를 특정 횟수만큼 Convolution 한 후 복사하여 이전 Layer와 Concatenation하는 기법을 활용하는 CSP DenseNet22) 모듈을 활용한다. 이를 통해 이전 피처의 가중치를 재사용하고 중복되는 Gradient 값을 줄여 모델을 경량화한다.

          Neck에서는 입력 특징맵에 대해 3가지 커널 사이즈로 Max pooling한 후 Concatenation을 진행하는 SPP23) 기법을 통해 여러 크기의 입력에 대한 정확도를 향상시켰다. 또한 Bottom-up path augmentation 기법을 통해 원활한 정보흐름을 가능하게 하는 PANet24) 구조를 적용시켜 정확도를 높였다. PANet은 Convolution layer로 이뤄진 피라미드 구조에 최하단 특징맵과의 Short-cut과 Convolution layer로 구성된 새로운 피라미드 구조를 만든다. YOLOv4에서는 PANet을 도입하여 정보의 흐름을 원활하게 하며 경량화를 통해 발생되는 정확성 손실의 문제를 보완한다.

          Head의 경우 YOLOv3의 객체탐지 방식을 그대로 도입하였다. FPN(Feature Pyramid Network)에 의해 생성된 3개의 특징맵에 대한 Detection이 진행되며 Anchor box 사이즈의 경우 훈련 이미지를 K-means clustering으로 분석하여 결정된다. Head의 탐지과정은 각각의 Bounding box마다의 Box가 객체를 포함하고 있을 가능성을 예측하고 이때 GT(Ground Truth)와 IOU(Intersection Over Union)가 가장 높은 Bounding box를 1로 설정해 GT마다 1개의 Bounding box를 할당한다. Classification 부분에서는 Softmax 대신 로지스틱 회귀를 적용시켜 Multi label classification을 가능하게 한다.

        

        
          3.1.2 ShuffleNet v2 모듈
          본 연구에서 사용되는 ShuffleNet v219) 모듈은 Channel split을 통해 파라미터 수와 연산량을 감소시키며, Channel shuffle 연산을 통해 정보의 흐름을 원활히 하는 효과를 얻는다. ShuffleNet v2는 파라미터 수를 줄이는 것뿐만 아니라, MAC(Memory Access Cost)를 줄여 딥러닝 모델의 추론 속도를 높이는 방법을 제시한다.

          ShuffleNet v2 모듈의 경우 Channel split을 통해 입력 특징맵의 채널을 절반으로 줄인 뒤 Convolution 연산을 진행하여 연산량을 절반으로 감소시켰다. 나머지 절반의 입력 피처맵에 대해서는 Convolution 연산을 거친 특징맵과 Short-cut 구조를 통해 Concatenation함으로써 정보손실 방지에 유리한 구조를 가진다.

          ShuffleNet v2에서 MAC를 최소화하기 위해 여러가지 전략들을 도입했다. 1x1 Convolution 시 입출력 특징맵의 채널 크기를 동등하게 가져가는 것이 유리함을 입증하여 동등한 입출력의 채널 크기를 가지는 1x1 Convolution을 도입한다. 또한, Group convolution 연산 과정에서 Group의 크기가 증가하면 MAC가 증가한다는 것을 증명한다. 마지막으로, Element-wise addition과 같은 Element-wise operation이 MAC를 크게 증가시켜 결과적으로 런타임을 크게 증가시킨다는 사실을 언급한다. 이러한 사실을 바탕으로 Channel split된 특징맵을 합치는 과정에서 Elementwise addition 대신 Concatenation 연산으로 대체하여 런타임을 감소시킨다.

        

      

      
        3.2 YOLOv4 경량화 설계 전략
        YOLOv4에서 사용된 Fig. 2의 CSP DenseNet는 Convolution과 Concatenation이 반복될수록 파라미터 수와 연산량이 증가한다. 또한, 초기 특징맵의 정보 손실을 방지하기 위해 PANet 구조는 Bottom-up path augmentation을 통해 정보의 흐름을 원활하게 하지만 피처맵의 채널의 수를 증가시켜 파라미터 수를 증가시키고 이는 연산량을 증가시킨다. 본 연구에서 제안하는 YOffleNet 모델은 위에서 언급한 YOLOv4 모델의 단점을 개선하고 경량화 효과를 이루기 위해 아래의 방법들을 제시한다.

        1) Backbone layer인 CSP DenseNet(Fig. 1)은 네트워크가 깊어짐에 따라 연산량이 필연적으로 증가하는 구조이다. 본 연구에서는 경량화된 모델 설계를 위해 Backbone layer를 ShuffleNet(Fig. 2) 모듈로 구성했다.

        
          
          

          Fig. 1 
				
          

          
            CSP DenseNet module
          
          

          

        

        
          
          

          Fig. 2 
				
          

          
            ShuffleNet v2 module19)
          
          

          

        

        2) YOLOv4 네트워크에서 사용하는 SPP + PANet 구조를 간소화하여 모델의 크기를 경량화 시킨다.

        위의 두 기법을 통해 제안하는 YOffleNet 모델의 전체적인 구조는 Fig. 3과 같다.

        
          
          

          Fig. 3 
				
          

          
            Overall architecture of YOffleNet
          
          

          

        

      

    

    

  
    
      4. 실험 및 검증
      
        4.1 실험환경 구성
        제안하는 YOffleNet 모델의 학습 및 성능평가를 위해 라벨링된 KITTI data 7480장의 이미지 데이터셋을 확보했다. 확보된 데이터는 Table 1과 같이 학습, 검증 및 시험용 데이터셋으로 분류하여 실험을 진행했다. 시험용 데이터는 학습에는 전혀 사용되지 않고 학습 후 모델 평가를 위해 구분해 두었다.

        
          Table 1 
				
          

          
            Number of training, validation and test KITTI dataset
          
          

        

        
          
            
              	Data
              	Training
              	Validation
              	Test
            

          
          
            	Counts
            	3470
            	2082
            	1658
          

        

        

        학습 과정에서 16의 Batch size로 200 epoch 동안 훈련을 진행했으며, 과적합(Overfitting)을 방지하기 위해 Batch normalization을 적용했다. NVIDIA GTX 1080 Ti GUI 환경에서 약 10시간 정도 학습을 진행했으며, 학습을 마친 후 GIOU Loss(Generalized Intersection over Union Loss) 값이 약 0.027에 수렴하여 충분히 학습이 이루어진 것을 확인했다.

      

      
        4.2 성능평가
        YOffleNet의 성능평가를 위한 비교모델로서 대표적인 단일단계 방식의 객체탐지 모델인 YOLOv4-s와 YOLOv4-m, YOLOv3, 대표적 경량화 객체탐지 모델인 YOLOv3-mobilenet, YOLOv3 tiny을 선정하여 성능비교를 진행했다. YOLOv4의 m 버전은 s 버전보다 모델의 크기가 크지만 정확도는 더 높고, s 버전은 m 버전보다 모델의 크기가 작지만 정확도는 더 낮다. YOLOv4는 YOffleNet(ours)의 기반이 되기 때문에 YOLOv4 s, m 모델과 정확도 및 속도 성능 비교를 진행했다.

        또한, YOLOv4의 이전 모델인 YOLOv3와 YOLOv3의 경량화 버전인 YOLOv3-tiny도 평가모델로 선정하였다. YOLOv3-mobilnet은 YOLOv3 모델의 Backbone을 Mobilenetv332)로 대체한 모델이며, Mobilenet의 경우 경량화 모델에 널리 사용되기 때문에 비교모델로서 적합하다 판단했다.

        학습 완료 후 학습된 모델의 성능 평가를 위해 시험용 데이터셋으로부터 객체 검출 성능 테스트를 수행하였다. 시험용 데이터셋은 학습에 사용된 이미지 외의 1658장의 이미지를 사용하였다. 성능 검증을 위해 모델의 가중치 크기, mAP, 파라미터 수, FPS를 검증 지표로 사용했다.

        Table 2에서 Weight file size는 학습 후 도출되는 모델의 크기를 의미하며 YOffleNet의 Weight file size는 YOLO v4-m에 비해 약 38배 작고 YOLO v4-s에 비해 약 4.7배 작음을 확인할 수 있다. 이는 본 연구의 모델이 평가모델에 비해 간단한 구조를 가지고 있음을 의미하며 임베디드 플랫폼에서 실시간 구동에 이점을 갖는 것을 확인할 수 있다. mAP의 경우 가장 정확도가 높은 비교모델인 YOLO v4-m에 비해 4.1 % 정도의 차이를 보였다. 경량화 객체탐지 모델인 YOLOv3 tiny, YOLOv3-mobilenet과 비교했을 때도 모델 사이즈 측면에서 5.9배, 47.8배 경량화 된 것을 확인했다.

        
          Table 2 
				
          

          
            Performance results of each model in KITTI dataset
          
          

        

        
          
            
              	
              	mAP
              	Weight
file size
              	# of
params
              	FPS
(GTX 1080Ti)
            

          
          
            	
              
                Deep CNN model:
              
            
          

          
            	YOLOv4 -s
            	89.4 %
            	18.1 MB
            	9.1 M
            	62.6
          

          
            	YOLOv4 -m
            	
              89.9 %
            
            	148.0 MB
            	77.9 M
            	56.6
          

          
            	YOLOv3
            	55.0 %
            	235.0 MB
            	62.0 M
            	10.5
          

          
            	
              
                Compressed model:
              
            
          

          
            	YOLOv3 tiny
            	53.1 %
            	23.0 MB
            	9.2 M
            	15.9
          

          
            	YOLOv3-
mobilenet
            	69.4 %
            	186.5 MB
            	23.8 M
            	71.4
          

          
            	YOffleNet (ours)
            	
              85.8 %
            
            	
              3.9 MB
            
            	
              1.9 M
            
            	
              89.9
            
          

        

        

        추론 속도 성능인 FPS의 경우 Table 3에서 확인할 수 있듯 CPU 환경에서는 YOLov3-mobilenet이 12.4 FPS로 비교모델 중 가장 빠르게 동작했지만, Jetson AGX Xavier 보드에서는 제안하는 YOffleNet 모델이 약 32 FPS로 가장 빠른 추론 속도를 가지는 것이 확인됐다. 이는 GPU 상에서 MAC를 감소시키기 위한 전략을 취한 ShuffleNet 모듈을 적용한 효과이며, YOffleNet의 base모델인 YOLO v4-s와 비교했을 때 약 8 FPS 빨라진 것을 확인할 수 있다.

        
          Table 3 
				
          

          
            FPS of each model in several environment
          
          

        

        
          
            
              	
              	Input
resolution
              	PC CPU
              	Jetson AGX
Xavier
              	Jetson
nano
            

          
          
            	
              
                Deep CNN model:
              
            
          

          
            	YOLOv4 -s
            	640x640
            	3.6
            	24
            	3.9
          

          
            	YOLOv4 -m
            	640x640
            	2
            	21
            	3.3
          

          
            	YOLOv3
            	416x416
            	2
            	4
            	0.98
          

          
            	
              
                Compressed model:
              
            
          

          
            	YOLOv3 tiny
            	416x416
            	4.7
            	6.7
            	4
          

          
            	YOLOv3-
mobilenet
            	512x512
            	
              12.4
            
            	22.3
            	7.7
          

          
            	YOffleNet (ours)
            	640x640
            	5.4
            	
              32
            
            	6.7
          

        

        

        
          
          

          Fig. 4 
				
          

          
            Detection result of KITTI images
          
          

          

        

      

    

    

  
    
      5. 결 론
      본 연구에서는 자율주행용 임베디드 플랫폼 환경에 탑재가능한 딥러닝 객체탐지 모델인 YOffleNet을 제안했고, KITTI 데이터셋을 통해 제안하는 모델의 성능 검증을 진행했다. YOffleNet은 대표적인 단일단계 방식 검출기인 YOLOv4를 기반으로 하며, 연산량 감소를 위해 PANet을 구조적으로 간소하고 Backbone layer에 사용되는 CSP DenseNet 모듈을 ShuffleNet 모듈로 대체하는 구조 경량화를 진행했다.

      대표적인 자율주행용 데이터셋인 KITTI 데이터셋을 사용해 학습을 진행했으며, 본 논문에서 기반으로 삼은 모델인 YOLOv4와 비교했을 때 YOLOv4-s에 비해 mAP는 3.6 % 감소했지만, 4.8배 감소된 Weight file 크기를 가지는 것이 확인됐다. 임베디드 플랫폼 상에서의 실시간 구동을 확인하기 위해 YOffleNet 모델을 NVIDIA Jetson AGX Xavier 보드에 탑재한 결과 기존 YOLOv4에 비해 7 FPS 증가한 31 FPS로 동작함을 확인했다. 추후 연구에서는 YOffleNet 모델에 Quantization, Network pruning, Distillation 등의 경량화 기법을 추가하여 Jetson nano와 Raspberry pi 4B와 같은 보다 저 사양의 임베디드 플랫폼에서의 실시간 구동 가능성을 확인할 것이다.
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