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            초록
          
        

        
          According to statistics on fatalities in traffic accidents, about 38 % of all deaths were pedestrian related. For this reason, car manufacturers are conducting various research and commercialization from the perspective of both active safe and passive safe technology in order to prevent traffic accidents and minimize damage in the event of an accident. During the stage of vehicle development, vehicles are being designed in order to ensure the safety of pedestrians. However, in the current development phase, methods are in place to predict the number of pedestrian injuries after the prototype has been completed or to predict the number of injuries by means of a design-based mechanical analysis. This study proposes a method for predicting the acceleration of the standard value of pedestrian head injury using vehicle design data, impact volume test values, and multi-layer neural network. Vehicle design files are encoded in image form, and HIC raw values are predicted by using encoded data and multi-layer perceptron. The raw data is in the form of time series data. The models were trained and the results were predicted by using a parallel multi-layer perceptron model in order to predict the impact amount for each time. The results showed an error rate of 21.6 based on the RMSE. This would allow us to identify the safety of the vehicle from the design stage in advance, thereby enhancing efficiency and productivity during the development process.
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      1. 서 론
      도로교통공단의 최근 5년간(2014년~2018년) 교통사고 사망사고 통계에 따르면 전체 사망사고 중 약 38 %의 비율이 보행자 사망사고로 밝혀졌다.1) Fig. 1에서 보이는 바와 같이 교통사고의 수는 감소하는 추세임에도 불구하고, 약 30만명의 많은 사상자가 발생하고 있다. 이에 차량제작사는 주행 중 안전 및 보행자 안전을 위해 다양한 연구를 진행하고 있다. 국내에는 새로운 차량이 출시되면 KNCAP이라 하는 신차안전도 평가제도를 통해 자동차의 안전도를 공표하고 있다.2) 이는 정부에서 자동차의 안전성 평가를 수행하여 소비자에게는 안전한 차량을 선택할 수 있도록 하며, 자동차 회사에는 교통사고 시 인명피해를 최소화할 수 있는 안전한 차량을 개발하도록 하고 있다. 국가별 NCAP의 평가 항목으로는 정면충돌, 측면충돌, 기둥충돌, 보행자, 주행전복, 긴급제동 등이 포함된다. Table 1은 NCAP에서 일반적으로 진행하는 안전평가 항목을 나타낸다.3)

      
        
        

        Fig. 1 
				
        

        
          Traffic accident statistics (2014-2018)
        
        

        

      

      
        Table 1 
				
        

        
          NCAP assessment list
        
        

      

      
        
          
            	Category
            	Item
            	Explanation
          

        
        
          	Driver safety
assessment
          	FWRB
          	Vehicle frontal crash test
        

        
          	ODB
          	Vehicle front partial crash test
        

        
          	SMB
          	Vehicle side collision test
        

        
          	SP
          	Vehicle and side pole collision test
        

        
          	Vulnerable
user safety
assessment
          	HI
          	Head impact test
        

        
          	ULI
          	Upper leg impact test
        

        
          	LLI
          	Lower leg impact test
        

        
          	Other safety
assessment
          	Whiplash
          	Seats and head restraints test
        

        
          	Pretensioner
          	Seat belt safety test
        

        
          	AEB
          	Auto braking in emergency situations
        

        
          	ESC
          	Electronic stability control assessment
        

        
          	LKA
          	Lane keeping assessment
        

        
          	ISA
          	Speed assistance systems assessment
        

      

      

      이에 차량 제조업체에서는 NCAP기준 평가를 토대로 안전한 차량을 개발하기 위해 안전시스템에 관한 연구 및 상용화를 진행하고 있다.

      차량에 탑재되는 안전시스템의 종류는 크게 2가지로 능동안전과 수동안전으로 구분할 수 있다.

      능동 안전이란 차량 주행 중 충돌사고 등에 대해 긴급제동, 회피 등을 통해 자체적 안전을 위한 기술이다. 최근 차량의 안전을 위해 탑재되는 ADAS의 차선 유지 보조(LKAS), 긴급 제동(AEB), 후 측방 경보 시스템(BSD)등이 이에 해당한다.4)

      수동안전은 주행 중 차량사고 발생 시점을 전후로 탑승자 및 보행자의 안전을 위해 전개되는 것과 관련한 모든 안전 시스템을 말한다. 사고 발생 시 차량 후드의 장치를 전개하여 보행자의 충격 량을 감소시키는 Active Hood와 운전자 보호를 위한 에어백이 수동안전에 해당한다.5)

      교통사고 예방을 위해선 차량 자체의 능동안전시스템의 발전도 중요하지만, 사고 직후의 충격 량을 감소시켜 사고간 안전을 보장하기 위해 수동안전의 발전 또한 중요하다. 현재 수동안전 분야에 대해서는 Active Hood와 같이 사고 발생 직후 차량의 구조물 전개를 통해 충격 량을 흡수하는 방법들이 활발하게 연구되고 있으며,5) 차량 프레임 설계방법을 변경하여 차량의 안전성능을 향상시키기 위한 연구도 진행되고 있다.6)

      특히 보행자 평가 항목 중 HIC값을 줄여 보행자의 안전도를 높이기 위해 과거부터 다양한 연구가 진행되고 있다. HIC 실험에서 헤드 폼(Head form) 상해 메커니즘 분석을 통해 HIC값을 최소화할 수 있도록 하는 방법,7) 위상최적화를 통해 HIC값을 최소화할 수 있도록 하는 방법8) 등에 대한 연구가 수행되고 있다. 또한 차량의 디자인과 보행자보호와의 관계에 대한 연구와,9) 후드의 재료 특성에 따른 보행자 상해치에 대한 연구도 존재한다.10)

      그러나 차량 설계를 변경하여 안전성능 평가 시 프로토타입 차량이 개발되기 이전까지는 정확한 성능을 예측하긴 어렵다. 이에 기구학적인 해석을 통해 충격 량을 예측하는 방법이 있지만 시간이 매우 오래 걸리며, 실제 충격 량과 오차로 인해 이를 차량 설계 시 예상성능 지표로 사용하기엔 어려움이 따른다. 그리고 기존 기술은 성능 관련 인자를 시험자가 경험을 바탕으로 수동으로 추출하여 예측하게 됨으로 주관적 해석이 포함될 수 있다. 또한 반복 실험을 통해 예측을 해야 하므로 필요 이상의 공수소요가 발생한다. Fig. 2는 기존 성능 인자를 수동으로 추출하여 해석을 통해 예측하는 방법과, 기계학습을 이용한 방법에 대한 비교를 나타낸다.

      
        
        

        Fig. 2 
				
        

        
          Comparison of conventional and deep learning method
        
        

        

      

      이에 본 연구에서는 인공지능 기법 중 기계학습 방법인 다층 신경망(MLP)과 차량 설계도면, 그리고 보행자 머리 충격 량 실험데이터를 활용하여 보행자 머리상해 실험의 Raw value를 예측하는 연구를 수행하였다. 이를 통해 차량 개발단계에서 빠른 데이터 분석과 신뢰도 높은 예측을 통해 효율적인 보행자 충돌성능 평가 예측방법을 제안한다.

      본 연구의 예측 결과물의 정성적 평가는 HIC raw data의 곡선의 유사 경향성으로 평가했으며, 모델의 정량적 평가는 RMSE를 통해 수행했다.

      본 논문의 2장에서는 예측 모델의 학습을 위한 데이터베이스 구축방법과 설계도면 이미지의 전처리방법, 충격 량 데이터 추출방법에 대해 설명한다. 이어 3장에서는 예측모델의 구조와 시스템 플로우 차트에 대한 설명을 진행하고, 4장에서는 실험 환경과 실험방법 및 결과에 대해 설명한다. 마지막으로 5장의 결론에서는 본연구의 전체적인 결과와 향후 연구진행 방향에 대해 밝힌다.

    

    

  
    
      2. 예측 모델 Database 구축
      차량과 보행자간 충돌사고 발생 시 차량 후드부위에 보행자의 머리가 충격하게 된다. 이때 사람의 머리가 받는 충격 량은 X, Y, Z 방향의 각각 가속도구간 값을 적분한 값 중 최대값인 HIC로 표현하며, 해당 값의 구간에 따라 NCAP의 보행자 안전성능 지수를 평가하게 된다. 이에 차량 완성 차 업체에서는 헤드 폼(Head form)이라 칭하는 사람 머리모형을 차량 후드의 일정 포인트들에 타격하는 실험을 통해 차량 안전도 평가를 진행한다. Fig. 3은 NCAP 평가를 위한 보행자 머리 충격 실험을 나타낸다. 본 연구에서는 현대자동차로부터 제공받은 차량의 실체 보행자 머리 충격 량 실험 데이터와 CATIA로 구성된 차량 설계도면을 이용하여 예측 모델의 데이터베이스를 구축하였다.

      
        
        

        Fig. 3 
				
        

        
          NCAP vulnerable user safety assessment
        
        

        

      

      
        2.1 HIC Raw Data Labeling
        HIC값의 Resultant인 X, Y, Z 방향의 값들은 아래 Fig. 4와 같은 형태의 그래프와 해당 시점의 가속도 값으로 표현된다. 본 연구에서는 Diadem software를 통해 충격 량 값을 학습에 필요한 Label형태로 추출 및 구축하였다. 예측 모델 학습을 위해 하나의 충격 실험 당 0~15 ms까지 총 150개의 데이터를 이용하였다. Fig. 5는 Raw data labeling의 플로우 차트를 나타낸다. 이는 각각의 실험결과가 정리된 데이터를 Diadem software를 통해 0~15 ms 구간에서 총 150개의 데이터를 추출하는 과정을 의미한다.

        
          
          

          Fig. 4 
				
          

          
            HIC acceleration raw data graph
          
          

          

        

        
          
          

          Fig. 5 
				
          

          
            Flow chart of raw data labeling
          
          

          

        

      

      
        2.2 Section Image Preprocessing
        다층 신경망을 이용한 보행자 충격 량 Raw data 예측을 위해 CATIA의 CAD 파일로 구성된 차량의 단면을 이용하였다. Fig. 6과 같은 방법으로 보행자 안전성능 예측 시험이 행해지는 차량 후드를 Top view 형태에서 가상의 좌표계를 생성하였다. 그리고 생성된 좌표계에서 x축을 L, y축을 T 좌표로 명명하였다. Fig. 7은 각 L, T 좌표에 따른 차량 설계 도면의 이미지를 나타낸다.

        
          
          

          Fig. 6 
				
          

          
            Section coordinate of vehicle L, T
          
          

          

        

        
          
          

          Fig. 7 
				
          

          
            Vehicle design example image (Left: L, Right: T section)
          
          

          

        

        본 실험에서는 다층 신경망의 입력으로 이미지를 활용하기 위해 아래 Fig. 8과 같은 순서로 데이터 전처리를 진행하였다. 먼저 전처리 알고리즘에 CATIA에서 캡처한 차량 단면 이미지를 각각 입력하고, 입력된 3채널 형태의 이미지를 Gray scaling 하였다. Gray scaling된 이미지는 0~255사이의 값들로 3채널 이미지 형태를 단일 채널의 이미지로 변경한다. 이때 본 연구에서는 차량의 재질 특징을 예측모델의 학습에 반영하기 위해 단순한 Gray scaling이 아닌, 재질의 강도 별 값을 단단할수록 높은 값을 할당하여 재질특성을 유지하고자 하였다. CATIA 도면에서 색상별로 각각 강체, 플라스틱, 스틸 등으로 구분되어 있고, 구분된 재질 별 인코딩 값은 Table 2와 같다. 1 채널로 인코딩 된 이미지는 다시 다층 신경망의 입력으로 활용하기 위해 100 × 100 사이즈의 이미지로 변경하게 된다. 그리고 변경된 이미지를 각각의 픽셀 위치 별 요소값을 합하여 네트워크의 입력으로 활용한다. Fig. 9는 Fig. 7의 L, T Section 이미지를 겹쳐 놓은 형태로 모델에 단일형태로 입력하기 위해 수행된 결과이다.

        
          
          

          Fig. 8 
				
          

          
            Flow cart of image preprocessing
          
          

          

        

        
          Table 2 
				
          

          
            Vehicle part material encoding value
          
          

        

        
          
            
              	Material
              	Normalize encoding
              	Pixel value
            

          
          
            	Glass
            	0.2
            	51
          

          
            	Plastic
            	0.4
            	102
          

          
            	Steel
            	0.6
            	153
          

          
            	Rigid metal
            	0.8
            	204
          

        

        

        
          
          

          Fig. 9 
				
          

          
            L, T overlap image (for input of network)
          
          

          

        

      

    

    

  
    
      3. Network 구조
      본 논문에서는 HIC raw data의 회귀예측을 위해 다층 신경망을 활용하여 3장에서 구축된 데이터베이스를 바탕으로 네트워크를 학습시키고, 학습된 모델을 바탕으로 차량 도면 입력 시 해당 도면에서의 0~15 ms의 HIC raw data를 예측하는 모델을 개발하였다.

      제안한 HIC raw data 회귀 예측을 위해 본 연구에서는 다층 신경망(MLP)을 사용하였다. 다층 신경망은 인공 신경망이라 하며, 은닉층을 통해 입력 데이터로부터 패턴을 찾고, 예측 값을 출력한다.11) 즉 기존 사용자가 성능인자를 경험 등에 의해 추출하여 예측을 수행하는 기존 방식과는 다르게, 입력데이터로부터의 특징을 네트워크 스스로가 학습함으로써 보다 객관화된 예측이 가능하다.

      본 실험에서 활용한 네트워크는 입력과 출력층을 제외하고, 3층의 은닉층으로 구성되어 있다. 각 층의 출력에는 비선형성을 부여하여 다층 신경망(MLP)에서 층을 깊게 하는 효과를 위해 활성함수로 0 이상의 값에서는 선형함수를, 0 미만의 값에서는 0의 값을 갖는 ReLU가 사용되었다.12) 그리고 네트워크의 출력층에는 회귀예측을 위해 선형 함수가 활용되었다. Fig. 10은 HIC Raw data 예측을 위한 전체 시스템의 플로우 차트를 나타내며, Table 3은 단일 네트워크 구조를 나타낸다.

      
        
        

        Fig. 10 
				
        

        
          Flow cart of HIC raw data regressor
        
        

        

      

      
        Table 3 
				
        

        
          Network architecture
        
        

      

      
        
          
            	Layer
            	Node
            	Activation function
          

        
        
          	Input
          	
          	ReLU
        

        
          	Hidden 1
          	2500
          	ReLU
        

        
          	Hidden 2
          	2500
          	ReLU
        

        
          	Hidden 3
          	100
          	ReLU
        

        
          	Output
          	1
          	Linear
        

      

      

      보행자 머리 충격 량 값은 시간에 따른 X, Y, Z 방향의 가속도 값들 중 최대값을 적분을 통해 계산한다.13) 본 연구에서는 다층 신경망을 병렬로 활용하여 각각의 Time sequence에 대해 학습을 진행하였다. 즉 1개의 다층 신경망을 가속도 시험의 시간구간만큼 병렬로 활용하였다. Fig. 11은 전체 네트워크 구조를 나타낸다. 그림에서 Section overlap 이미지는 각각 전처리 과정을 거친 이미지를, t는 시간에 따른 Raw data를 나타낸다.

      
        
        

        Fig. 11 
				
        

        
          Entire network architecture of HIC raw data regressor
        
        

        

      

    

    

  
    
      4. 실험 및 결과
      
        4.1 시뮬레이션 환경
        본 연구에서 제안한 다층신경망의 학습을 위해서 활용된 하드웨어 사양은 Table 4와 같다. 그리고 소프트웨어 환경은 Ubuntu 16.04 LTS에서 CUDA 9.0, cuDNN 7.1, 그리고 Python 3.6 환경에서 딥러닝 프레임 워크인 Tensorflow와 Keras를 이용하여 모델 및 데이터 전처리를 진행하였다.

        
          Table 4 
				
          

          
            Hardware spec for experiment
          
          

        

        
          
            
              	Parts
              	Specification
            

          
          
            	CPU
            	Intel Xeon E5
          

          
            	GPU
            	GTX 1080TI × 2
          

          
            	Memory
            	DDR4 64GB
          

          
            	SSD/HDD
            	512GB / 10TB
          

        

        

      

      
        4.2 평가 방법
        본 연구에서는 보행자 머리 충격 량인 HIC의 Raw data를 회귀 예측하는 모델을 개발한다. 회귀예측의 경우 분류문제와는 다르게, 정확도(Accuracy)가 아닌, 오차율로서 모델의 성능을 평가한다. 이에 본 실험에서는 실제 값과 예측 값의 오차를 RMSE로 계산하였다. RMSE는 예측 값과 실제 값의 차이를 제곱하여 합하고, 전체 수만큼 합하여 제곱근을 씌운다. 아래 식 (1)은 RMSE 수식을 나타낸다.
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        4.3 실험 및 결과
        HIC raw data 예측 모델의 학습을 위해 현대자동차로부터 제공받은 데이터베이스를 학습시켰다. 이는 학습 후 예측 모델의 범용성을 확보하기 위해 다양한 차종, 크기별로 구성되어 있으며, 전체 18차종에 대한 L, T Section 이미지와 각 포인트별 Raw data(0~15 ms간 150개씩)를 포함한다. 그리고 경차 1차종에 대해 평가를 진행하였다. Table 5는 학습, 검증, 평가를 위한 데이터의 수를 나타낸다. 모델 학습 시 학습이 올바른 방향으로 진행되고 있는지 확인하기 위해 Validation set을 전체데이터를 랜덤하게 섞은 후 10 %를 분리하여 사용하였다. 전체 모델 데이터는 1.4 K개의 데이터 중 평가용 데이터로 67개를, 130개 데이터를 검증용 데이터로 구분하고, 나머지 데이터들을 모델 학습에 활용하였다. 모델 학습시의 학습률은 0.01에서 Epoch 50마다 0.5배씩 감소시켰다. 학습 과정 중 다층 신경망의 파라메터들이 최적의 값을 갖고, 임무를 수행하기 위해 사용한 최적화 알고리즘은 ADAM을 사용하였다.14) ADAM은 Momentum15)의 관성을 통해 학습 과정에서 지역 최소점을 벗어나 원활한 학습이 가능 하도록 하는 장점과 RMSProp16)의 과거 기울기 변화량을 참고하여 각 변수 별 변화량에 따라 Step size를 달리하는 장점을 합친 최적화 알고리즘이다. 이때 ADAM에서 Beta 1은 0.9, Beta 2는 0.999의 기본값을 활용하였다.

        
          Table 5 
				
          

          
            Data configuration
          
          

        

        
          
            
              	Category
              	Amount of data
            

          
          
            	Training
            	1,202
          

          
            	Validation
            	139
          

          
            	Test
            	150
          

          
            	Total
            	1,399
          

        

        

        학습이 완료된 모델을 검증하기 위해 활용된 평가데이터는 경차종류의 단일 모델이며, 후드 상 타격 지점 별 실험 모델의 예측 결과 예는 아래 Fig. 12의 4개 그래프와 같다. Fig. 12의 (a)와 (b)는 차량 후드 중간 영역(T section 5)의 포인트 예측 결과를 나타내며, (c)와 (d)는 차량 후드 시작부분(T section 1)의 예측 결과를 나타낸다. 빨간색 점선으로 표기된 기존 값과 파란색 실선으로 표기된 예측 값 비교 시 예측 경향성을 확인할 수 있다.

        
          
          

          Fig. 12 
				
          

          
            Result of raw data regression
          
          

          

        

        각각의 예측 값과 실제 실험값의 평균 RMSE오차는 21.6로 확인하였다. 최소 RMSE 값은 9.69가, 최대는 37.15임을 확인할 수 있었다.

        후드의 시험 포인트별 RMSE의 편차가 큰 것은 시험 포인트별 데이터 수의 편차가 존재하였음을 확인하였다.

      

    

    

  
    
      5. 결 론
      본 연구에서는 차량 설계 도면과 보행자 충격 량 시험평가 결과를 다층 신경망을 통해 학습시키고, 이를 활용한 HIC raw data의 회귀예측에 대해 제안하였다.

      학습 이미지 구축은 CATIA 설계도로 구성된 차량의 단면을 캡처하고, 엔진 룸 부품들을 재료에 따라 인코딩 후 리사이징 및 L, T section 병합을 통해 단일 이미지의 형태로 생성하였다. 학습 이미지의 라벨에 해당하는 Raw data는 Diadem을 활용하여 헤드폼을 활용한 실제 보행자 안전성능 시험 결과들 중 가속도 센서로부터 취득된 0~15ms간 X, Y, Z 축의 Resultant값을 추출하여 학습 모델의 Label로 구성하였다.

      모델 성능의 정량적 평가를 위해 회귀 예측 값과 실제 실험값의 차이를 RMSE로 계산하였다. 이때 평균 RMSE값은 21.6이 나왔으며, 최소 RMSE 값은 9.69가, 최대는 37.15임을 확인할 수 있었다. 또한 예측 시간의 경우 기존 해석방법에서는 많은 시간이 소요되나, 본 연구에서 제안한 방법을 이용하면 한 차종에 예측 소요 시간이 10분 내외로 예측 되는 것을 확인 할 수 있었다.

      실험 포인트별 RMSE의 편차가 큰 것에 대해 전체 데이터 수가 충분하지 않고, 실험 데이터상의 비정상데이터를 제외하고 학습시켜 실제 학습 데이터의 양이 부족하였으며, 비슷한 학습데이터에 상이한 Label값이 학습과정에서 이용되는 것을 확인할 수 있었다.

      본 연구결과인 기계학습 기반의 다층 신경망모델의 추가적인 성능 향상 시, 설계단계의 차량 도면을 입력하여 선행단계에서 실제 시험 이전 차량의 안전성 평가에 활용 가능성을 확인하였다.

      이에 향후 연구에서는 실제 실험데이터의 검증 및 데이터베이스 재구축과 다양한 학습데이터 전처리 방법을 이용하고, 이미지 처리에 특화된 합성곱 신경망(CNN)를 이용한 머리상해지수(HIC)예측, 그리고 머리상해지수에 따른 NCAP 안전도 등급 분류 등의 추가 연구를 수행할 것이다. 이를 통해 인공지능 기법을 활용하여 차량 선행개발단계에서 공수절감 및 객관화되고 신뢰성 있는 예측 모델을 개발할 것이다.

    

    

  
    
      Subscripts
      
        
          	
          	
        

        
          	
            HIC : 
          
          	
            head injury criterion
          
        

        
          	
            NCAP : 
          
          	
            new car assessment program
          
        

        
          	
            ADAS : 
          
          	
            advanced driving assistance system
          
        

        
          	
            LKA : 
          
          	
            lane keeping assistant
          
        

        
          	
            AEB : 
          
          	
            auto emergency braking
          
        

        
          	
            BSD : 
          
          	
            blind spot detection
          
        

        
          	
            MLP : 
          
          	
            multi-layer perceptron
          
        

        
          	
            FWRB : 
          
          	
            full width rigid barrier
          
        

        
          	
            ODB : 
          
          	
            offset-deformable barrier
          
        

        
          	
            SMB : 
          
          	
            side mobile barrier
          
        

        
          	
            SP : 
          
          	
            side pole
          
        

        
          	
            HI : 
          
          	
            head impact
          
        

        
          	
            ULI : 
          
          	
            upper leg impact
          
        

        
          	
            LLI : 
          
          	
            lower leg impact
          
        

        
          	
            ESC : 
          
          	
            electronic stability control
          
        

        
          	
            ISA : 
          
          	
            intelligent speed assist
          
        

        
          	
            ReLU : 
          
          	
            rectified linear unit
          
        

        
          	
            RMSE : 
          
          	
            root mean squared error
          
        

        
          	
            ADAM : 
          
          	
            adaptive moment estimation
          
        

        
          	
            CNN : 
          
          	
            convolutional neural network
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