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            초록
          
        

        
          As active pedestrian protection systems use irreversible measures such as autonomous emergency braking, false pedestrian detection should be minimized. Although CNN’s far superior performance compared to previous methods is expected to contribute to minimizing false detection, its application suffers from its excessive computation requirement. Recently, we proposed a method improving the pedestrian detection system in real-time by predicting an area that includes all possible future paths through statistical analysis of the path prediction error. This paper proposes a method that can narrow down the area by analyzing the path prediction error considering both vehicle speed and yaw rate simultaneously. It also proposes a lookup table-based implementation that makes training and execution easier and more robust. Experimental results show that the proposed method can reduce the computation burden of hypothesis verification by 63.68 % when it is applied to the raw data of the KITTI Vision Benchmark Suite.
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      1. 서 론
      능동적 보행자 보호 시스템은 차대 보행자 사고를 예측하여 긴급 제동 등을 통하여 이를 미연에 방지하는 시스템이다.1,2) 일반적으로 기존 능동적 보행자 보호시스템은 후보생성(HG: Hypothesis Generation), 후보검증(HV: Hypothesis Verification), 위험도평가(RA: Risk Assessment)의 3단계로 구성되며, 순차적으로 수행된다.3) HG는 비교적 가벼운 알고리즘으로 구현되며, 영상 전체에서 보행자가 있을 것으로 예상되는 영역을 후보로 골라낸다. HV는 비교적 무겁지만 정확도가 높은 알고리즘으로 구현되며, 생성된 후보가 보행자인지 여부를 평가한다. RA는 검출된 보행자가 자차의 경로 상에 있는지 여부를 평가하여 사고 위험도를 평가한다.

      능동적 보행자 보호시스템은 단순히 경보만을 제공하는 시스템에 비해 긴급 제동과 같이 돌이킬 수 없는 수단을 사용하기 때문에, 오동작에 의한 비용이 매우 크다.4) 오동작은 크게 보행자가 아닌 물체를 보행자로 인식하는 보행자 오검출(False detection)과 자차의 경로를 잘못 예측하여 안전한 보행자를 위험하다고 판단하는 경로예측 오류 때문에 발생한다. 따라서 실용성과 소비자 수용성을 확보하기 위해서는 오동작을 최소화하여야 한다.

      먼저 보행자 오검출 최소화 방안을 살펴보자. 최근 CNN(Convolutional Neural Network)이 다양한 인식 분야에서 기존 시스템들의 성능을 월등히 앞서는 것으로 보고되고 있으며,5) 보행자 인식 분야에서도 매우 낮은 오검출율을 보였다.6) 하지만, CNN은 기존 시스템들에 비해 상당히 무거워서 실시간 구현에 많은 어려움을 겪고 있다.7) GPU(Graphic Processing Unit)나 FPGA와 같은 고속화 하드웨어를 사용하기도 하고,8) Faster R-CNN, F-FCN, SSD, YOLO와 같이 다양한 효율적인 검출기 구조들이 제안되기도 했지만,7) 아직은 임베디드 환경에서의 실시간성 확보가 어려운 것으로 알려져 있다. 따라서 CNN 기반 보행자 인식기의 실시간성 개선이 당분간 보행자 오검출 최소화의 중요한 수단이 될 것으로 예상된다.

      경로예측은 크게 세 가지로 분류된다: Physics-based, Maneuver-based, Interaction-based.9) Physics-based는 속도, 가속도, 각속도 등 현재의 운동 상태를 연장하여 경로를 예측한다. 비교적 가벼운 알고리즘으로 실시간 구현이 용이하지만, 예측 가능 시간이 제한적이며 급격한 방향전환이 많은 도심에서 큰 오류가 발생한다. 이와 같은 불확실성의 원인은 차량 운동이 기본적으로 운전자의 의도에 따라 계속적으로 조종되기 때문이다. Maneuver-based는 운전자의 의도를 파악함으로써 이런 불확실성을 감소시킨다. 하지만, 운전자의 의도를 파악하기 위해서는 지도, 전방 영상, 운전자 영상 등 다양한 대용량 정보를 처리해야 하는 부담이 생기기 때문에, 양산제품 적용은 아직 제한적이다. Interaction-based는 자차와 타차의 상호작용까지 고려하는 방법으로, 개발 초기 단계에 머물고 있다.10)

      이전 논문에서11,12) 우리는 주행 데이터의 통계적 분석을 통해 자차의 미래 경로가 존재할 수 있는 영역(ROPP: Region of Predicted Path)과 보행자가 위험한 영역(ROD: Region of Danger)을 설정하는 방법을 제안했으며, 이를 HG와 HV사이에 배치함으로써 능동적 보행자 보호시스템의 실시간성을 개선할 수 있음을 보였다. 본 논문은 자차의 속도와 각속도에 따른 종/횡 방향 운동상태의 범위를 분석함으로써 기존의 ROPP 설정을 개선하는 방법을 제안한다. 특히, 차속, 각속도 구역 별로 경로 예측 오류의 통계분석 결과를 저장하는 룩업 테이블(Look-up table)을 도입함으로써, 함수 근사화의 비효율성을 극복하고 학습데이터로부터 용이하게 시스템을 구축하고 간단하게 활용할 수 있는 구현방법을 제안한다. 본 논문은 제안방법을 KITTI Vision Benchmark Suit13)의 Raw data에 적용하여, ROPP가 미래 경로의 98.25 %를 포함하고 ROD가 탐색영역을 63.68 % 축소시킴을 보였다. 이는 기존방법과 비교하여 탐색영역이 대략 20 % 감소된 결과이다.

    

    

  
    
      2. 기존방법: ROD 기반 탐색영역 축소11,12)
      경로예측에는 차속과 각속도가 짧은 시간 동안 일정하다고 가정하는 CTRV(Constant Turn-Rate and Velocity) 모션 모델이 많이 사용된다.14)
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      이때, x, y는 자차 전방과 좌측을 x축과 y축으로 하는 좌표계 상의 좌표를 나타내고, v와 ω는 각각 차속과 각속도를 나타낸다. t는 시각을 나타내는데 현재 시점인 0초에서 최대 예측 시각 T까지 증가한다. 하지만, CTRV 모션 모델을 사용하는 경로예측도 회전(Turning) 시에 큰 오차를 발생시킨다. 조향각을 일정하게 유지하는 곡선로와 달리, 회전 시에 운전자는 조향각을 점진적으로 크게 했다가 다시 점진적으로 작게 조정한다.15) 이때, 회전 반경은 조향각이 커질수록 작아지기 때문에,16) 현재 상태의 회전 반경을 기준으로 미래 경로를 예측할 경우 큰 오차가 발생된다.

      이전 논문에서11,12) 우리는 정확한 미래 경로를 확정할 수 없다면 차선책으로 주행 데이터의 통계적 분석을 통해 자차의 미래 경로가 존재할 수 있는 영역 ROPP를 설정할 수 있음을 보였다. 종방향 운동 상태의 범위를 결정하기 위하여 속도와 가속도 사이 관계를 분석하여, 가속도의 범위를 최대값과 최소값으로 한정되고 속도에 반비례하는 함수로 표현하였다.

      
        
          
            	
              
                
                  
                    
                      a
                    
                    
                      max
                    
                  
                  =
                  max
                  
                    
                      min
                      
                        
                          
                            
                              a
                            
                            
                              v
                            
                          
                          +
                          b
                          ,
                          c
                        
                      
                      ,
                      d
                    
                  
                
              
            
            	
              (3) 
				
            
          

        

      

      이때, amax(v)는 속도 v일 때 최대 가속도의 크기를 나타낸다. a와 b는 함수의 형태를 결정하는 매개변수이고, c와 d는 각각 최대값과 최소값을 나타내는 매개변수이다. 최대 가속도의 크기가 결정되면, 현재 속도 v를 근거로 최대 예측시간 T동안 이동할 수 있는 최대 이동거리를 계산한다.17)
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      횡방향 운동 상태의 범위를 결정하기 위하여 속도와 방향 오류 사이 관계를 분석하여, 방향오류 절대값을 최대값과 최소값으로 한정되고 속도에 반비례하는 함수로 표현하였다.
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      이때, ΔΦmax(v)는 속도 v일 때 최대 방향 오류를 나타낸다. 식 (3)에서와 마찬가지로, a, b, c, d는 함수의 형태와 최대값, 최소값을 결정하는 매개변수이다.

      이와 같은 종/횡방향 운동 상태 범위 모델링을 근거로 미래 경로가 존재할 수 있는 영역 ROPP를 아래와 같이 계산할 수 있다.

      
        	① 현재의 차속 v와 각속도 ω 입력


        	② 식 (1)과 (2)를 근거로 예산 경로 끝점 (x(T), y(T)) 계산


        	③ 예상 경로 끝점의 위상각 Φ(T)=tan-1(y(T)/x(T)) 계산


        	④ 식 (5)에 근거해 최대 방향 오류 ΔΦmax(v) 계산


        	⑤ ROPP의 위상각 범위 계산: Φ(T)-ΔΦmax(v) ~ Φ(T)+ΔΦmax(v)


        	⑥ 식 (3)에 근거해 최대 가속도 amax(v) 계산하고, 식 (4)에 근거해 최대 도달거리 smax(v) 계산결과적으로, ROPP는 반지름이 smax(v)이고 위상각이 Φ(T)±ΔΦmax(v) 범위인 부채꼴로 정의된다.


      

      미래 경로가 존재할 수 있는 영역인 ROPP를 근거로 보행자 충돌의 위험이 있는 영역 ROD를 정의하고, 이를 입력영상에 투영하여 HG가 생성한 보행자 후보를 필터링하는 방법을 제안하였다. 이 방법은 상대적으로 무거운 HV가 처리해야 하는 보행자 후보의 수를 감소시킴으로써 능동적 보행자 보호시스템의 실시간성을 개선시킬 수 있었다. ROPP의 좌/우변으로부터 자차 횡방향 폭 W의 절반만큼 확장된 영역을 보행자 충돌의 위험이 있는 영역인 ROD로 정의한다. Fig. 1(a)와 (b)는 각각 ROPP와 ROD의 설정 예를 보여준다. Fig. 1(a)의 적색 점선은 CTRV 모션 모델을 근거로 계산한 예상 경로이고, 청색 부채꼴은 최대 도달거리와 최대 방향 오류를 근거로 계산한 ROPP를 나타낸다. Fig. 1(b)의 청색 영역은 설정된 ROPP의 양변에서 자차 횡방향 폭의 절반만큼 확장하여 설정한 ROD를 나타낸다.

      
        
        

        Fig. 1 
				
        

        
          Setup method of ROPP and ROD: (a) ROPP setup method, (b) ROD setup method
        
        

        

      

      설정된 ROD는 카메라의 Projection matrix P를 이용하여 입력영상에 투영할 수 있다. 자차 중심 좌표계 상의 한 점 X(X, Y, Z, 1)에 Projection matrix P를 곱하면 영상 상의 한 점 x(u, v, 1)를 구할 수 있다.18)
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      이때, P의 크기는 3×4이고, X와 x는 homogeneous 좌표계를 사용한다. 자차 중심 좌표계 상의 ROD는 지표면에 존재하기 때문에, Z는 카메라 높이의 음수 -H로 설정된다. ROD의 경계를 일정한 개수의 점들로 샘플링하고 이점들에 대응되는 영상 상의 점들을 계산함으로써, 영상 상의 ROD를 계산할 수 있다. Fig. 2(a)의 적색 실선으로 그려진 대략적인 부채꼴 모양 도형은 자차 중심 좌표계 상의 ROD를 보여주고, Fig. 2(b)는 이에 대응되는 영상 상의 ROD를 보여준다. ROD가 대략적으로 부채꼴 모양이지만, Perspective transformation 때문에 영상 상의 ROD는 부채꼴 모양으로 나타나지 않음을 알 수 있다.

      
        
        

        Fig. 2 
				
        

        
          Example of ROD setup: (a) center coordinate system of the vehicle, (b) input image coordinate system
        
        

        

      

      설정된 ROD는 정해진 시간 내에 자차가 점유할 수 있는 영역을 의미하기 때문에, 어떤 보행자가 ROD 내부에 존재한다면 그 보행자가 위험하다고 판단할 수 있다. 자차 중심 좌표계 ROD를 사용할 경우엔, 보행자 중심 좌표(X, Y)가 ROD 내부에 존재하는지 여부를 평가한다. 영상 좌표계 ROD를 사용할 경우엔 보행자 영역 사각형의 밑변 중심이 ROD 내부에 존재하는지 여부를 평가한다. Fig. 3은 ROD를 사용한 보행자 필터링의 예를 보여준다. 적색 실선은 설정된 ROD를 보여주는데, 차속이 작기 때문에 최대 도달 거리는 작고 좌우 각도 범위는 넓게 설정된 상황이다. 적색 사각형으로 표시된 보행자의 경우 밑면 중심이 ROD 내부에 존재하기 때문에 위험한 보행자로 분류되고, 청색 사각형으로 표시된 보행자는 위험하지 않은 보행자로 분류된다.

      
        
        

        Fig. 3 
				
        

        
          Example of pedestrian filtering based on ROD
        
        

        

      

      Fig. 4(a)는 기존 능동적 보행자 보호시스템의 구성을 보여준다. HG가 보행자 후보를 발생시키고, HV가 이를 검증해서 보행자를 검출한다. RA는 검출된 보행자 중에서 충돌 위험이 있는 위험한 보행자를 출력하고, 최종적으로 제어 부분에서 어떤 조치를 취할 것인지를 결정한다. 이때, CNN과 같은 무거운 HV는 전체 계산부하의 대부분을 차지한다. 양산 적용되는 RA들이 대부분 Physics-based 경로 예측을 사용하기 때문에 이들의 계산 요구량은 상대적으로 미미한 수준이다.

      
        
        

        Fig. 4 
				
        

        
          Example of pedestrian filtering based on ROD: (a) previous system, (b) proposed system
        
        

        

      

      이전 논문에서11,12) 우리는 이러한 계산 요구량 특성을 고려하여 RA를 HG와 HV 사이에 배치함으로써, HV가 처리해야 할 보행자 후보의 수를 감소시키는 방법을 제안했었다. Fig. 4(b)는 제안된 능동적 보행자 보호시스템의 구성을 보여준다. HG는 보행자 후보를 발생시키고, 앞서 제안한 ROD 기반 RA가 위험한 보행자 후보를 출력한다. HV는 위험한 보행자 후보를 검증하여 위험한 보행자를 출력한다. 이렇게 동작 순서를 변경하게 되면, RA는 기존 시스템에 비해서 많은 수의 입력을 처리해야 하지만, HV는 기존 시스템에 비해서 작은 수의 입력을 처리하게 된다. HV의 계산 요구량이 RA에 비해서 월등히 크기 때문에, 결과적으로 제안 방법은 기존 시스템보다 동작시간을 단축시킬 수 있게 된다. 예를 들어, 보행자 후보 하나를 처리하는데 HV와 RA가 각각 10 ms와 0.1 ms를 소비한다고 가정해 보자 (HV의 계산 요구량이 RA에 비해서 100배 크다고 가정한 것인데, 일반적으론 더 크다). 기존 시스템에서 HG가 10개의 보행자 후보를 출력하고 HV가 2명의 보행자를 출력한다면, HV와 RA가 소비한 시간은 100.2 ms (=10ms×10+0.1ms×2)이다. 이에 비해 제안 시스템에서 HG가 10개의 보행자 후보를 출력하고 RA가 4개의 위험한 보행자후보를 출력한다면, HV와 RA가 소비한 시간은 41ms(=0.1ms×10+10ms×4)이다. HV의 수행시간이 RA의 수행시간에 비해 월등히 크기 때문에, 수행시간이 HV가 처리하는 입력의 개수에 근사적으로 비례함을 알 수 있다. 따라서, 제안 시스템의 HV가 처리하는 입력의 개수가 기존 시스템에 비해서 작아지기 때문에 RA와 HV의 수행시간을 단축할 수 있다. 즉, 기존 시스템: 10개=100.2 ms, 제안 시스템: 4개=41 ms이다.

    

    

  
    
      3. 제안방법
      
        3.1 속도-각속도 공간 도입
        기존방법은 차속에 따른 종/횡방향 운동 상태의 범위만 분석하여 ROPP를 결정하였으나, 실제로 차량의 운동 상태는 차속뿐만 아니라 각속도에도 영향을 받는다.

        종방향 운동 상태 범위를 결정하기 위하여 속도-각속도에 따른 가속도를 분석하였다. Fig. 5(a)는 속도에 따른 가속도의 범위를 보여준다. 차속이 0에 가까울 때는 가속도의 범위가 비교적 넓고, 일정 속도에 도달하면 가속도의 범위가 크게 감소한다. 속도에 따른 최대 가속도는 반비례 관계로 근사화할 수 있다.11,12) Fig. 5(b)는 각속도에 따른 가속도의 범위를 나타낸다. 각속도의 경우 절대값이 0.1보다 작은 경우(|ω|<0.1)에는 직진주행 상태로, 0.1보다 크거나 같은 경우(|ω|≥0.1)를 회전주행 상태로 볼 수 있으며, 각속도의 부호는 회전방향을 나타낸다. 그림에서 각속도의 절대값이 0에 가까운 직진주행의 경우에는 속도의 변화가 크게 발생할 가능성이 높기 때문에 가속도의 범위가 넓게 나타나고, 가속도의 절대값이 큰 회전주행의 경우에는 직진주행에 비해 크게 감속 또는 가속을 하는 경우가 거의 없어서 가속도의 범위가 좁게 나타난다. 하지만, 최대가속도는 각속도에 상관없이 일정하게 유지되는 것을 볼 수 있다. 즉, ROPP를 결정할 때는 최대가속도만 필요로 하기 때문에 종방향의 경우에는 각속도에 따른 분석이 큰 의미를 갖지 않는다.

        
          
          

          Fig. 5 
				
          

          
            Analysis on acceleration range according to speed and yaw rate: (a) acceleration range according to vehicle speed, (b) acceleration range according to yaw rate, (c) acceleration range according to speed and yaw rate
          
          

          

        

        횡방향 운동 상태 범위를 결정하기 위해서 속도-각속도에 따른 방향오류를 분석하였다. Fig. 6(a)는 속도에 따른 방향오류의 범위를 보여준다. 가속도에서와 같이 방향오류도 속도가 증가함에 따라 그 범위가 감소되는 반비례 관계로 근사화할 수 있다.11,12) 반면에, 각속도에 따른 방향오류의 범위를 나타낸 Fig. 6(b)를 보면 각속도의 값에 따라서 방향오류의 범위의 폭은 비교적 일정하지만, 범위의 위치는 달라지는 것을 확인할 수 있다. 각속도가 양의 방향(좌회전)으로 증가할 때는 방향오류의 범위가 음수 값(실제경로가 예상경로를 기준으로 우측에 존재)을 가지며, 각속도가 음의 방향(우회전)으로 그 값이 증가할 때는 방향오류의 범위가 양수 값(실제경로가 예상경로를 기준으로 좌측에 존재)을 갖는다. 따라서 횡방향 운동 상태를 분석할 때 직진주행과 회전주행을 구분하지 않고 하나의 운동 상태로 분석하게 되면 직진주행과 회전주행 모두에서 불필요하게 넓은 ROPP를 얻게 된다.
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            Analysis on orientation error range according to speed and yaw rate: (a) orientation error range according to vehicle speed, (b) orientation error range according to yaw rate, (c) orientation error range according to speed and yaw rate
          
          

          

        

        각속도를 고려하여 방향오류 범위를 설정할 경우, ROPP가 횡방향으로 감소될 것이라고 예상할 수 있는 이유를 Fig. 7에서 확인할 수 있다. 기존 방법은 속도에 따른 방향오류 절대값의 최대, 최소 함수를 활용하여 방향오류 범위를 설정하였다. 이것은 각속도에 상관없이 동일한 속도에서는 동일한 방향오류 범위를 갖는다고 가정한 것이다. 하지만, 주행 데이터를 확인해보면 각속도 값에 따라 방향오류 범위가 다르게 나타난다. Fig. 7은 직진주행 중의 방향오류 분포(녹색 점들)와 좌회전 중의 방향오류 분포(적색 점들)를 보여준다. 진한청색 선과 밝은 청색 선은 각각 기존 방법에 의해 설정된 최대, 최소 방향오류 함수를 보여준다. 직진주행 시의 방향오류 범위는 최대, 최소 방향오류 함수 사이에 포함되지만, 좌회전 시의 방향오류 범위는 두 함수 사이를 벗어날 뿐만 아니라 그 폭도 좁게 나타난다. 예를 들어, 좌회전 중이면서 속도가 5 m/s일 때, 기존의 ROPP는 방향 오류의 범위를 A로 설정하게 되지만, 각속도를 고려하여 좌회전 중의 데이터만 구분하여 분석하게 되면 방향 오류의 범위를 B로 설정하게 된다. 결과적으로, 기존의 ROPP 예측 방법은 (A-B)만큼의 불필요한 영역을 만들어내기 때문에 효율성이 저하됐던 것으로 분석되며, 방향오류 범위를 각속도를 고려하여 설정할 수 있다면 ROPP의 위상각 범위를 축소시킬 수 있음을 알 수 있다.
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            Orientation error range comparison between during straight driving and turning
          
          

          

        

      

      
        3.2 방향오류의 재정의
        기존 방법은 방향오류를 CTRV를 기반으로 얻은 예상경로의 끝점과 실제경로의 끝점 사이의 방향각도로 정의하였다. Fig. 8(a)와 같이 실제경로가 휘어진 경우에는 ROPP가 실제경로를 모두 포함하지 못하는 문제점이 있다. 자차는 녹색 선을 따라 좌회전하는 상황이며, 청색 점선과 적색 점선은 각각 현재부터 T초 사이의 실제경로와 예상경로를 나타낸다. 기존에는 현재위치 o와 예상경로의 끝점을 잇는 선분(a)과 o와 실제경로의 끝점을 잇는 선분(b) 사이의 각도인 Δφmin만 방향오류로 사용하였다. 이러한 경우 ROPP는 Fig. 8(a)와 같이 선분 a를 기준으로 ±Δφmin범위를 갖는 적색 부채꼴로 설정되고, 이는 T초 한 점을 제외한 나머지 시간 동안의 실제경로는 포함하지 못하는 문제를 초래한다. 반면에 실제경로를 지나는 점들 중 선분 a와 가장 큰 각도를 이루는 선분 c로부터 얻어지는 방향오류 Δφmax를 적용하면 녹색 부채꼴과 같이 실제경로를 모두 포함하는 ROPP를 얻을 수 있다.

        
          
          

          Fig. 8 
				
          

          
            Redefinition of orientation error: (a) limitation of previous method, (b) definition of proposed orientation error
          
          

          

        

        본 논문에서는 실제경로상의 모든 점에 대한 방향오류 모두를 분석에 사용할 것을 제안한다. 즉, Fig. 8(b)에서와 같이 현재위치 o에서 예상경로의 끝점을 잇는 선분 a와 T초 동안 이동되는 실제경로 상의 각각의 점을 잇는 선분들(b1, b2, b3, ..., bn) 사이 각도 모두를 방향오류(Δφ1, Δφ2, Δφ3, … , Δφn)로 재정의한다. 이러한 방향오류 데이터를 이용하여 최대, 최소 범위를 구하면 ROPP내 실제경로의 포함비율을 보다 향상시킬 수 있다.

      

      
        3.3 룩업 테이블을 이용한 운동범위 모델링
        본 논문은 다양한 주행상황에 따라 변할 수 있는 종/횡방향 운동상태의 범위를 보다 정확하게 분석하기 위해 속도-각속도 공간을 도입하였다. 또한, 속도-각속도 공간을 기반으로 하는 3차원 공간에서 운동 상태 범위를 결정하기 위하여 학습과 활용이 용이한 룩업 테이블을 활용하는 구현방법을 제안한다. 그림 Fig. 5(a), (b)와 Fig. 6(a), (b)에서와 같이 2차원 공간에서 운동 상태를 분석할 경우에는 속도와 가속도, 각속도와 가속도, 속도와 방향오류, 각속도와 방향오류의 데이터 분포를 각각 단순한 관계식으로 표현하는 것이 가능하다. 하지만, Fig. 5(c)와 Fig. 6(c)와 같이 3차원 공간에서 속도-각속도에 따른 가속도와 방향오류의 범위를 분석할 경우에는 정형화하기 어려운 복잡한 형태를 가지기 때문에 단순한 관계식으로 표현하는 것이 어렵다. 본 논문은 기존 방법의 함수 추정대신 속도-각속도 공간에서의 가속도와 방향오류 범위에 대한 룩업 테이블을 학습데이터를 이용하여 사전에 생성하고, 주행 중에는 이를 활용하여 ROPP를 설정하는 방법을 제안한다.

        우선, 학습데이터로부터 Fig. 9(a)와 같이 속도의 최대값과 최소값, 각속도의 최대값과 최소값을 구하고, 속도와 각속도 공간에서 학습데이터가 존재하는 영역을 Fig. 9(b)의 적색 실선과 같이 설정한다. 이 영역을 속도와 각속도 축에 대해서 각각 일정한 간격으로 분할을 하고 분할된 특정한 범위의 속도와 각속도로 결정되는 하나의 작은 영역을 셀(Cell)이라 하였다. 학습데이터들은 각 순간의 속도와 각속도에 해당하는 셀에 할당된다. Fig. 9(b)의 녹색영역은 할당된 데이터가 존재하는 활성영역을 보여주고, 녹색 이외의 영역은 할당된 데이터가 없는 비활성영역을 나타낸다. 활성영역 셀마다 그 셀에 할당된 순간들의 가속도와 방향오류를 구하고, 이들의 평균과 분산을 구해 기록함으로써 종방향 운동범위와 횡방향 운동범위에 대한 룩업 테이블을 생성한다. 이때, 각 셀은 데이터들이 가우시안 분포를 갖는다고 가정한다. 주행 중에는 현재 차속과 각속도에 해당하는 종방향 룩업 테이블 셀의 정보를 활용하여 최대가속도를 계산하고, 횡방향 룩업 테이블 셀의 정보를 활용하여 최대방향오류(예상경로를 기준으로 좌측 방향)와 최소방향오류(예상경로를 기준으로 우측 방향)를 계산한다.
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            Cell division in speed-yaw rate space for loop-up table: (a) distribution of driving data on speed-yaw rate space, (b) cell division in speed-yaw rate space
          
          

          

        

        제안 방법이 룩업 테이블을 활용하여 미래 경로가 존재할 수 있는 영역 ROPP를 설정하는 방법을 정리하면 다음과 같다.

        
          	① 현재의 차속 v와 각속도 ω 입력


          	② CTRV 모션모델을 기반으로 예상 경로 끝점 (x(T), y(T)) 계산


          	③ 예상경로 끝점의 위상각 Φ(T) = tan-1(y(T)/x(T)) 계산


          	④ CTRV_EKF(Extended Kalman Filtering)를 통해 보정된 차속 v'와 각속도 ω'이 속하는 셀 선택. 만약, 해당되는 셀이 없을 경우 거리가 가장 가까운 활성영역 셀 선택


          	⑤ 선택된 셀로부터 방향오류 평균(μφ)과 표준편차(σφ)를 가져오고 최대, 최소 방향오류 계산: Δφmax =μφ + βσφ , Δφmin =μφ - βσφ


          	⑥ ROPP의 위상각 범위 계산: Φ(T) + Δφmin ~ Φ(T) + Δφmax

          	⑦ 선택된 셀로부터 가속도의 평균(μa)과 표준편차(σa)를 가져오고 최대가속도 계산: amax =μa+βσa


          	⑧ 최대도달거리 smax 계산: smax = vT + (1/2)amaxT2 최종적으로 ROPP는 반지름이 smax이고 위상각이 Φ(T) + Δφmin ~ Φ(T) + Δφmax 범위인 부채꼴로 정의된다. 4단계의 EKF는 측정된 차속과 각속도에 포함된 노이즈의 영향을 제거하기 위해 사용되었다. 5단계와 7단계에 사용된 β는 ROPP의 신뢰구간을 결정하는 매개변수를 나타낸다.


        

      

    

    

  
    
      4. 실험결과
      제안된 방법을 KITTI Vision Benchmark Suite의 Raw data13)를 사용하여 평가하였다. Raw data는 전방 칼라 스테레오 카메라와 전방 흑백 스테레오 카메라, 3D 레이저 스캐닝 라이더, 고정밀 측위 시스템을 탑재한 차량이 다양한 환경을 주행하면서 수집한 데이터와 Calibration 정보를 제공한다. 이중 측위 정보는 OXTS RT 3003을 사용하여 취득되었으며, 거리와 각도 해상도는 각각 0.02 m와 0.1°이다.19) Raw data는 총 71개 시퀀스로 구성되어 있는데, 이중 67개 시퀀스를 사용하였다. 제외된 시퀀스는 GPS음영 지역을 포함하여 측위 오류가 심한 경우와 정지 상태에서 IMU(Inertial measurement unit) 오류가 심한 경우, 길이가 너무 짧은 경우를 포함한다. 67개 시퀀스는 10 Hz로 획득된 35,637 프레임으로 구성되어 있으며, 약 59분 주행 분량에 해당한다. Raw data는 취득 지역에 따라 네 종류(City, residential, road, campus)로 분류된다.

      Table 1은 학습과 평가를 위한 데이터를 동일하게 사용한 경우에 대해서 기존방법11,12)과 제안방법을 비교한 결과를 나타낸다. 기존방법이 이런 방식의 평가결과만 제시했기 때문에 기존방법과의 비교를 위해 제시한 것이고, Table 2에 학습과 평가를 위한 데이터를 분리한 결과도 제시한다. Table 1에서는 기존방법, LUT(min-max), LUT(μ-σ) 세 가지 방법이 비교된다. 기존방법은 속도에 따른 종/횡방향 운동상태 범위를 함수로 표현한 방법이고, LUT(min-max)는 셀 값을 결정할 때 셀에 포함되는 데이터들의 최대, 최소값을 그대로 저장하는 방법이며, LUT(μ-σ)는 셀에 포함되는 데이터들의 평균과 표준편차로 최대, 최소 범위를 결정하는 방식이다. 룩업 테이블에 속하는 배열 즉, 셀의 개수는 27×33으로 결정하였고, LUT(μ-σ)에서 β=3(최대, 최소값은 분산의 3배 범위, μ±3σ)을 사용하였다. 본 논문에서는 최대 예측 시각 T를 3초로 설정하였다.17) ROPP의 성능은 설정된 ROPP가 실제 경로를 얼마나 포함하는가(실제경로 포함 비율)로 평가하였다. ROD 성능은 생성된 ROD를 입력영상에 투영하여 얼마나 탐색영역을 축소시킬 수 있는가(전체영상 대비 ROD 비율)로 평가하였다. 실제경로 포함 비율은 높을수록 우수한 것이고, 전체영상 대비 ROD 비율은 낮을수록 우수한 것이다.

      
        Table 1 
				
        

        
          Comparisons of real path inclusion rate and ROD ratio relative to full image when training data and test data are the same
        
        

      

      
        
          
            	Method
            	Real path inclusion rate (%)
            	ROD ratio relative to full image (%)
          

        
        
          	Previous method
          	99.28
          	28.96
        

        
          	LUT (min-max)
          	99.95
          	24.02
        

        
          	LUT (μ-σ)
          	99.24
          	18.38
        

      

      

      LUT(min-max)는 데이터 분포에서 얻어지는 범위의 최대, 최소를 그대로 반영하기 때문에 실제경로포함비율이 99.95 %로 가장 높고, LUT(μ-σ)는 99.24 %로 기존방법과 거의 유사한 결과를 얻었다. 반면에, 전체영상 대비 ROD 비율은 LUT(μ-σ)의 경우 18.38 %로 기존방법보다 약 10 % 감소된 것을 확인할 수 있다. 따라서 기존방법과 비교했을 때 실제경로 포함 비율은 비슷하면서 전체영상 대비 ROD 비율의 감소가 가장 큰 LUT(μ-σ)방법이 가장 우수하다는 것을 알 수 있다.

      LUT(min-max)와 LUT(μ-σ) 방법에 대해서 다시 학습과 평가 데이터를 분리하여 결과를 비교하였다. 이때, 기존 방법은 함수 근사화 절차가 명시되어 있지 않아 이 방법으로 평가할 수 없었다. 학습 및 평가를 위해서 67개의 시퀀스 중 2/3는 학습에 사용하고 나머지 1/3은 평가에 사용하였으며, 3-fold cross validation을 수행하였다.

      또한, 방향오류를 계산할 때 예상경로와 실제경로의 양 끝점 사이의 각도오차만을 이용한 기존방법의 결과와 예상경로의 끝점과 실제경로 상의 모든 점 사이의 각도오차를 모두 이용한 방법도 함께 비교하였다. 우선, Table 2의 4, 5열의 결과들을 보면 학습과 평가 데이터를 분리하더라도 학습과 평가 데이터를 동일하게 사용한 경우와 비교하였을 때 ROPP와 ROD 성능이 거의 유사함을 확인할 수 있다. 그리고 논문에서 제안한 LUT(μ-σ) 방식의 실제경로 포함 비율이 98.25 %, 전체영상 대비 ROD 비율이 18.16 %로 LUT(min-max)보다 우수한 성능을 보여준다. 또한, Table 2의 2, 3열과 4, 5열을 비교해보면 끝점만을 이용한 방향오류 데이터를 이용한 경우보다 모든 점을 이용한 방향오류 데이터를 이용한 경우가 실제경로 포함 비율이 높게 나타났고, 전체영상 대비 ROD 비율은 LUT(μ-σ)의 경우에만 약간 감소하였다. 이러한 결과는 실제경로 상의 모든 점을 이용함으로써 끝점만을 이용하는 경우보다 학습데이터가 충분히 증가됨으로써 셀의 분포를 가우시안 분포로 모델링하는데 도움이 된 것으로 분석된다.

      
        Table 2 
				
        

        
          Comparisons of real path inclusion rate and ROD ratio relative to full image when training data and test data are separated
        
        

      

      
        
          
            	Method
            	Orientation error using end points
            	Orientation error using all points on real path
          

          
            	Real path inclusion rate (%)
            	ROD ratio relative to full image (%)
            	Real path inclusion rate (%)
            	ROD ratio relative to full image (%)
          

        
        
          	LUT (min-max)
          	94.38
          	21.87
          	98.14
          	22.23
        

        
          	LUT (μ-σ)
          	96.94
          	19.73
          	98.25
          	18.16
        

      

      

      Fig. 10은 다양한 상황에서 설정된 ROPP의 예를 보여준다. 적색부채꼴과 흑색부채꼴은 각각 LUT(μ-σ) 방식의 ROPP와 기존방식의 ROPP를 보여주고, 적색 점선과 청색 점선은 각각 CTRV 모션모델 기반 예상 경로와 실제경로를 보여준다. Fig. 10(a)와 (b)는 저속 직진 상황을 보여주며, Fig. 10(c)는 고속 직진 상황을 보여준다. 저속에서는 각속도와 속도를 함께 분석함으로써 방향오류 범위와 최대가속도가 작아지기 때문에 불필요한 범위가 감소되어 ROPP가 더 작게 설정되었다. 고속에서는 회전이 거의 발생하지 않고 직진 상황에 있는 데이터만 존재하기 때문에 기존방식과 거의 유사한 크기의 ROPP가 그려진다. Fig. 10(d), (e), (f)는 각각 회전 초기 시점, 회전 중간 시점, 회전 종료 시점에서의 ROPP를 보여준다. 회전이 들어가는 초기에는 대부분의 운전자들이 속도를 감소시킨다. 이러한 경우 기존 방법을 적용하게 되면 방위각 범위가 180도가 되는 반원형태의 ROPP가 그려지는데, 제안방법에선 현재 시점의 속도와 각속도에서의 데이터 분포를 그대로 반영해주기 때문에 기존방법보다 작은 크기의 ROPP가 나타난다. 회전 중간지점과 종료지점에서도 실제경로는 모두 포함하면서 기존보다 작은 크기의 ROPP가 나타난다.

      
        
        

        Fig. 10 
				
        

        
          Examples of ROPP setting comparison between previous method and proposed method: (a) straight driving at low speed 1, (b) straight driving at low speed 2, (c) straight driving at high speed, (d) before turning, (e) during turning, (f) after turning
        
        

        

      

      Fig. 11은 Fig. 10에서 보여준 예시들과 동일한 시점의 주행상황에서 설정된 ROD 예를 보여준다. 적색 실선과 청색 실선은 각각 제안방법과 기존방법의 ROD를 보여주고, 적색 점선과 청색 점선은 예상경로와 실제경로를 보여준다. Fig. 11(a)와 (b)는 저속 직진 상황에서의 ROD를 보여준다. Fig. 11(a)는 정지된 상태에서 자차가 출발할 때의 ROD이며 이는 매우 저속인 상태라 좌우로는 넓고 종방향으로는 짧은 ROD가 생성된다. 하지만, 기존방식에 비해 제안방법이 종/횡방향으로 모두 작은 ROD를 갖는다. Fig. 11(b)는 저속 직진 상황에서의 ROD를 보여주며, 기존방식과 비교하여 제안방법의 ROD가 상당부분 감소된다. Fig. 11(c)는 고속 직진 상태의 ROD이며, 좌우로는 좁고 종방향으로는 긴 ROD가 생성된다. 고속 직진 상황에서는 기존방법과 제안방법이 거의 유사하게 나타난다. Fig. 11(d), (e), (f)는 회전의 초기, 중간, 종료 시점에서의 ROD를 보여준다. ROD가 기존방법보다 상당히 작아졌지만 실제 경로를 모두 포함하고 있는 것을 확인할 수 있다.

      
        
        

        Fig. 11 
				
        

        
          Examples of ROD setting comparison under various driving environments: (a) straight driving at low speed 1, (b) straight driving at low speed 2, (c) straight driving at high speed, (d) before turning, (e) during turning, (f) after turning
        
        

        

      

      일반적으로 전방 카메라는 지면에 수평하게 설치되기 때문에 지평선은 영상의 수직방향으로 중간쯤에 위치한다고 가정할 수 있다. 그렇기 때문에 입력 영상의 아래쪽 절반 내부에 보행자 후보의 밑면이 위치하는 경우에만 HV로 검증한다. 따라서, ROD의 성능은 ROD의 면적이 입력 영상 아래쪽 절반에 비해 얼마나 작은 지로 평가하였다. Raw data 전체에 대해서 ROD를 평가한 결과, ROD의 면적은 평균적으로 입력 영상 면적의 18.16 %를 차지하는 것으로 측정되었다. 이것은 제안 방법이 보행자 후보 중 약 63.68 %(=(50.0-18.16)/50.0)에 대한 HV를 절약할 수 있음을 의미한다.

    

    

  
    
      5. 결 론
      본 논문은 운동 상태, 경로예측 오류를 분석함에 있어 속도뿐 아니라 각속도를 고려하여 미래 경로가 존재할 수 있는 영역 ROPP를 기존방법보다 더 좁게 설정하는 방법과 룩업 테이블을 이용하여 학습과 활용이 용이한 구현 방법을 제안하였다. 실험결과 제안방법이 보행자 후보 중 63.68 %에 대한 검증을 절약할 수 있음을 확인하였는데, 이것은 기존 방법에 비해서 20 % 이상 증가한 수치이다.

      추가 연구가 필요한 내용은 다음과 같다. 첫째, 경로 예측의 신뢰성 개선이 필요하다. 특히, 거동센서 출력을 근거로 운전자의 의지를 파악할 수 있다면, 회전 주행 상황에서의 방향오류 범위를 획기적으로 감소시킬 수 있을 것으로 예상된다. 둘째, 대표적인 HG와 HV로 구성된 시스템에 제안 방법을 적용해 실제 주행환경에서의 효과를 측정할 예정이다. 특히, CNN 기반 HV를 적용하여 CNN의 실시간 임베디드 구현이 가능한지를 검증할 예정이다.
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